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PREDGOVOR MULTIKONFERENCI
INFORMACIJSKA DRUZBA 2012

V svojem petnajstem letu je multikonferenca Informacijska druzba (http://is.ijs.si) med drugim z organizacijo
konference ob stoletnici Turingovega rojstva se bolj utrdila mesto ene vodilnih srednjeevropskih konferenc, ki
zdruZuje znanstvenike z razli¢nih raziskovalnih podro¢ij, povezanih z informacijsko druzbo. Od leta 2012 dalje se
bo nagrada za Zivljenjske doseZke podeljevala v cast Donalda Michija in Alana Turinga. Letos smo v
multikonferenco povezali deset odli¢nih neodvisnih konferenc, s ¢emer naSa multikonferenca izstopa po $irini in
obsegu tem, ki jih obravnava, po akademski odprtosti in Sirini, ki spodbuja nove ideje, predvsem pa po tem, da ni
tradicionalna konferenca, ampak se pogumno loteva vizionarskih tem, pogosto v interaktivni ali delavniski obliki.

Na multikonferenci predstavljamo, analiziramo in preverjamo nova odkritja in pripravljamo teren za njihovo
prakti¢no uporabo, saj je njen osnovni namen promocija raziskovalnih dosezkov in spodbujanje njihovega prenosa
v prakso na razli¢nih podrogjih informacijske druzbe tako v Sloveniji kot tujini. Se bolj kot prej¥nja leta smo
prepricani, da sta stroka in vizija najpomembne;jsi za izhod iz stagnacije, v katero sta za$li Evropa in Slovenija.

Na vzporednih konferencah bo predstavljenih ¢ez 210 referatov, vkljucevala pa bo tudi okrogle mize in razprave.
Referati so objavljeni v zbornikih multikonference, izbrani prispevki pa bodo iz§li tudi v posebnih Stevilkah dveh
znanstvenih revij, od katerih je ena Informatica, ki se ponasa s 35-letno tradicijo odli¢ne znanstvene revije.

Multikonferenco Informacijska druzba 2012 sestavljajo naslednje samostojne konference:
e 100 let Alana Turinga in 20 let SLAISa

« FORSEE - tehnolosko predvidevanje na podrocju IKT

« Inteligentni sistemi

« Jezikovne tehnologije

e Kognitivne znanosti

« Robotika

< Rudarjenje podatkov in podatkovna skladis¢a (SiKDD 2011)

» Sodelovanje, programska oprema in storitve v informacijski druzbi
e Soocanje z demografskimi izzivi

e Vzgoja in izobrazevanje v informacijski druzbi.

Soorganizatorji in podporniki konference so razli¢ne raziskovalne institucije in zdruzenja, med njimi tudi ACM
Slovenija in SLAIS. Zahvaljujemo se tudi Agenciji za raziskovalno dejavnost RS ter Ministrstvu za izobraZevanje,
znanost, kulturo in Sport za sodelovanje in podporo. V imenu organizatorjev konference se Zelimo posebej
zahvaliti udeleZencem za njihove dragocene prispevke in priloZznost, da z nami delijo svoje izkuSnje o
informacijski druzbi. Zahvaljujemo se tudi recenzentom za njihovo pomo¢ pri recenziranju.

V letu 2012 sta se programski in organizacijski odbor odloc¢ila, da bosta podelila posebno priznanje Slovencu ali
Slovenki za izjemen Zivljenjski prispevek k razvoju in promociji informacijske druzbe v nasem okolju. Z vecino
glasov je letosnje priznanje pripadlo dr. Francu Solini. Priznanje za doseZek leta je pripadlo dr. Juretu Leskovcu. V
letu 2012 drugi¢ podeljujemo nagrado »informacijska limona« in »informacijska jagoda« za najbolj (ne)uspeSne
poteze v zvezi z informacijsko druzbo. Limono je dobila ACTA, jagodo pa Urbana in Bicikelj. Cestitke
nagrajencem!

Niko Zimic, predsednik programskega odbora
Matjaz Gams, predsednik organizacijskega odbora



FOREWORD - INFORMATION SOCIETY 2012

In its 15" year, the Information Society Multiconference (http://is.ijs.si), among others with the conference devoted
to Alan Turing, further established itself as one of the leading conferences in Central Europe gathering scientific
community with a wide range of research interests in information society. For 2013 and further, the award for life-
long outstanding contributions will be delivered in memory of Donald Michie and Alan Turing. This year, we
organized ten independent conferences forming the Multiconference, delivering a broad range of topics and the
open academic environment fostering new ideas makes which our event unique among similar conferences,
promoting key visions in interactive, innovative ways.

The major driving forces of the Multiconference are search and demand for new knowledge related to information,
communication, and computer services. We present, analyze, and verify new discoveries in order to prepare the
ground for their enrichment and development in practice. The main objective of the Multiconference is
presentation and promotion of research results, to encourage their practical application in new ICT products and
information services in Slovenia and also broader region. We are more confident than ever that science and vision
are the two most important issues to break the stagnation of Europe and Slovenia.

The Multiconference is running in parallel sessions with over 210 presentations of scientific papers. The papers
are published in the conference proceedings, and in special issues of two journals. One of them is Informatica with
its 35 years of tradition in excellent research publications.

The Information Society 2011 Multiconference consists of the following conferences:
e 100 years of Alan Turing and 20 years of SLAIS
e FORSEE - technological forecasting in ICT
e Intelligent Systems
- Language technologies
e Cognitive Sciences
< Robotics
e Data Mining and Data Warehouses (SiKDD 2011)
e Collaboration, Software and Services in Information Society
e Demographic Challenges in Europe
e Education in Information Society.

The Multiconference is co-organized and supported by several major research institutions and societies, among
them ACM Slovenia, i.e. the Slovenian chapter of the ACM. We would like to express our appreciation to the
Slovenian Government for cooperation and support, in particular through the Ministry of Education, Science,
Culture and Sport.

In 2012, the Programme and Organizing Committees decided to award one Slovenian for his/her life-long
outstanding contribution to development and promotion of information society in our country. With the majority of
votes, this honor went to Dr. Franc Solina. In addition, a reward for current achievements was pronounced to Dr.
Jure Leskovec for his research on mining and modeling large social networks at Stanford. The information
strawberry is pronounced to Urbana and Bicikelj, and the information lemon goes to ACTA. Congratulations!

On behalf of the conference organizers we would like to thank all participants for their valuable contribution and
their interest in this event, and particularly the reviewers for their thorough reviews.

Niko Zimic, Programme Committee Chair
Matjaz Gams, Organizing Committee Chair
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PREDGOVOR K ZBORNIKU OSME KONFERENCE »JEZIKOVNE
TEHNOLOGIJE«

V pricujo¢em zborniku so objavljeni prispevki z osme konference “Jezikovne tehnologije”, ki je
potekala 8. in 9. oktobra 2012 v Ljubljani, v okviru multikonference “Informacijska druzba”
IS°2012. Konferenca je bila namenjena ¢lanom Slovenskega drusStva za jezikovne tehnologije
(SDJT) in drugim, ki jih to podro¢je zanima, kot forum, kjer lahko predstavijo svoje delo v
preteklih dveh letih, kolikor je minilo od zadnje konference o jezikovnih tehnologijah,
organizirane v okviru IS. Zbornik vsebuje 38 prispevkov, ki obravnavajo Siroko paleto raziskav;
posebej izstopa veliko Stevilo prispevkov o izdelavi korpusov in drugih jezikovnih virov ter
jezikovnih orodij za slovens¢ino in hrva$¢ino, dobro zastopani pa so tudi prispevki s podrocja
govornih tehnologij. Organizatorji bi se radi zahvalili vsem, ki so prispevali k uspehu konference:
vabljenim predavateljem, avtorjem prispevkov, programskemu odboru za recenzentsko delo ter
organizatorjem 1S°2012.

PREFACE TO THE PROCEEDINGS OF THE EIGHTH LANGUAGE
TECHNOLOGIES CONFERENCE

These proceedings contain the contributions for the Eighth Language Technologies Conference,
which took place on October 8™ and 9™ 2012 in Ljubljana, in the scope of the Information
Society multiconference, IS’2012. The conference was aimed at the members of the Slovenian
Language Technology Society and others interested in the field, as a forum where they could
present their work in the last two years, which have passed since the previous conference on
Language Technologies organised in the scope of IS. The proceedings contain 38 contributions,
which present a wide variety of research topics; especially numerous are contributions describing
language technology tools and those dealing with creation and usage of corpora and other
language resources for the Slovenian and Croatian languages, while papers about speech
technologies are also well represented. The organisers would like to thank the many people who
contributed to the success of the conference: the invited speakers and the authors of contributions,
the programme committee of the conference and the organising committee of IS 2012.

Toma? Erjavec, Jerneja Zganec Gros
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Slovene-Croatian Treebank Transfer Using Bilingual Lexicon Improves
Croatian Dependency Parsing

Zeljko Agi¢*, Danijela Merkler*, Dasa Berovi¢**

*Department of Information and Communication Sciences, **Department of Linguistics
Faculty of Humanities and Social Sciences, University of Zagreb
Ivana Luciéa 3, 10000 Zagreb, Croatia
zagic @ffzg.hr, dmerkler @ffzg.hr, dberovic @ffzg.hr

Abstract
A method is presented for transferring dependency treebanks between similar languages by using a bilingual lexicon, aiming to improve
dependency parsing accuracy on the target language. It is illustrated by transferring the Slovene Dependency Treebank to Croatian
by using a GIZA++ bilingual lexicon constructed from the Croatian-Slovene 1984 parallel corpus from the Multext East project. The
transferred treebank is merged with the Croatian Dependency Treebank and the merged treebank is used to train and test two graph-based
dependency parsers. MSTParser and CroDep accuracy on parsing the 1984 fictional text shows a statistically significant increase and a
similar decrease on parsing the Croatian Dependency Treebank newspaper text.

Slovensko-hrvaski prenos drevesnic z uporabo dvojezi¢nega leksikona
izboljSa odvisnostno razclenjevanje hrvascine

Prispevek predstavi metodo za prenos skladenjskih oznak korpusov med podobnimi jeziki z uporabo dvojezi¢nega leksikona, katere
namen je izboljSati to¢nost odvisnostnega raz¢lenjevanja na ciljnem jeziku. Metodo ilustriramo s prenosom Slovenske odvisnostne
drevesnice na hrvaski jezik z uporabo dvojezi¢nega leksikona, ki smo ga s programom GIZA++ izluscili iz vzporednega hrvasko-
slovenskega korpusa 1984 projekta MULTEXT-East. Prenesena drevesnica je zdruZena s Hrvasko odvisnostno drevesnico, zdruZena
drevesnica pa je nato uporabljena za uenje in testiranje dveh odvisnostnih razclenjevalnikov, ki temeljita na teoriji grafov. Natancnost
raz¢lenjevalnikov MSTParser in CroDep na leposlovnem delu 1984 pokaze statisti¢no signifikantno izboljSanje in podobno zmanjsanje
na raz¢lenjevanju HrvaSke odvisnostne drevesnice.

Keywords: treebank transfer, bilingual lexicon, dependency parsing

1. Introduction 2010). The first data-driven dependency parsing exper-

Dependency treebanks are considered to be a sparse lan-
guage resource. As stated in (Ambati and Chen, 2010),
only a few languages in the world enjoy the status of
resource-rich languages from the viewpoint of dependency
treebanking, while tools and language resources support-
ing syntactic analysis in the framework of dependency syn-
tax are unavailable or inadequate for many other languages.
An illustration is given in (Zhao et al., 2009) that the tree-
banks of ten different languages from the CoNLL 2007
shared task on multilingual dependency parsing (Nivre et
al., 2009) — restricted to a maximum of 500 thousand to-
kens per treebank — summed up to approximately 2 million
tokens, 0.5 million of those being allocated by the Prague
Dependency Treebank and certain treebanks accounting for
not more than 30 thousand tokens or approximately 1.5 per-
cent of the sum.

From this specific viewpoint, syntactically annotated cor-
pora of Croatian and Slovene are considered to be small,
while still sufficient to perform meaningful dependency
parsing experiments from the viewpoint of the CoNLL
2006 and 2007 shared tasks. Croatian Dependency Tree-
bank (Tadi¢, 2007) currently contains approximately 90 kw,
while two dependency treebanks implementing two differ-
ent models of dependency syntax are available for Slovene
— the 30 kw Slovene Dependency Treebank (DZeroski et
al.,, 2006) and the 100 kw JOS corpus (Erjavec et al.,

iments for Slovene were conducted with the former one
within the CoNLL 2006 shared task and the overall pars-
ing accuracy score (LAS) of approximately 74% was ob-
served, also showing that graph-based parsing methods sig-
nificantly outperformed the transition-based parsing meth-
ods used in the experiments. Dependency parsing of Croa-
tian texts by using the Croatian Dependency Treebank was
thoroughly investigated just recently (Agi¢, 2012; Berovié
et al., 2012), showing a similar preference for graph-based
over transition-based parsing (ca 74% vs. 71% LAS). Pars-
ing accuracy within the data-driven graph-based depen-
dency parsing framework was further increased by utilizing
a k-best spanning tree parsing approach (Hall, 2007) with
valency lexicon reranking (Agi¢, 2012), reaching an overall
accuracy of approximately 78% LAS.

Croatian and Slovene are similar languages, i.e. they
are both genetically and culturally close languages (Tadi¢,
2007) with small but usable dependency treebanks. Due
to their similarity and resource availability, transferring a
treebank from one language to another for purposes of
improving dependency parsing accuracy is considered in
this experiment. Treebank transfer is basically defined as
“translating” a treebank from source language to target lan-
guage while maintaining its syntactic annotation layer, ef-
fectively creating a syntactically annotated resource for the
target language. Existing approaches mostly do not include



language similarity as a feature of significance for syntac-
tic transfer and deal with generic approaches. These ap-
proaches include methods based on machine learning tech-
niques (Jansche, 2005), word alignment and/or machine
translation (Ambati and Chen, 2010) and parser delexical-
ization (Zeman and Resnik, 2008; Sggaard, 2011; McDon-
ald et al., 2011). Lightweight machine-translation-related
methods also exist and are mostly based on word-by-word
transfer by using bilingual dictionaries of source and target
languages (Zhao et al., 2009; Durrett et al., 2012). Re-
latedness of Croatian and Slovene in levels of linguistic
description up to and including the syntactic level — both
in terms of observed similarity and in terms of language
resource compatibility — indicated that the computationaly
inexpensive syntactic transfer method based on a Croatian-
Slovene bilingual lexicon might improve dependency pars-
ing scores. In the described experiment, Slovene was cho-
sen as source language and Croatian as target language.
The following sections describe the resources and tools —
parallel corpora, bilingual lexicon, treebanks and parsers —
used in the experiment, the experiment preparation and its
results in terms of observed dependency parsing accuracy
in several test scenarios. Future work plans regarding tree-
bank transfer and dependency parsing of Croatian are also
briefly outlined.

2. Resources and tools

Treebank transfer from Slovene to Croatian by using a
bilingual dictionary requires a dependency treebank of
Slovene and a bilingual dictionary. Being that a depen-
dency treebank for Croatian also exists, the transfer is im-
plemented as a method for enlarging the Croatian tree-
bank. To the best knowledge of the authors, a freely
available Croatian-Slovene dictionary or bilingual lexicon
is currently not available. Thus a bilingual lexicon was
constructed for purposes of this experiment by using a
freely available Croatian-Slovene parallel corpus. These re-
sources are briefly described in the following section. Addi-
tionaly, the two graph-based parsers used in the experiment
are also sketched.

2.1. Treebanks and other resources

The Croatian Dependency Treebank (HOBS) (Tadi¢, 2007)
is a dependency treebank built along the principles of Func-
tional Generative Description, as adapted in the Prague De-
pendency Treebank (Hajic et al., 2000). The ongoing con-
struction of HOBS closely followed the guidelines set by
the Prague Dependency Treebank, with their simultaneous
adaptation to the specifics of the Croatian language. HOBS
currently consists of 3,465 sentences in the form of depen-
dency trees that were manually annotated with syntactic
functions. These sentences, encompassing approximately
90,000 tokens, stem from the Croatia Weekly 100 kw cor-
pus that is a part of the newspaper sub-corpus of the Croa-
tian National Corpus. The Croatia Weekly sub-corpus was
previously sentence-delimited, tokenized, lemmatized and
MSD-annotated by linguists. Thus, each of the analyzed
sentences contains the manually assigned information on
part-of-speech, morphosyntactic category, lemma, depen-
dency and syntactic function for each of the wordforms.

Sentences in HOBS are annotated according to the Prague
Dependency Treebank syntactic annotation manual, with
respect to differing properties of the Croatian language
and consulting the Slovene Dependency Treebank (SDT)
project (DZeroski et al., 2006). The syntactic functions
utilized in HOBS are thus considered to be compatible
with those used in SDT. The Slovene Dependency Tree-
bank contains a part of the morphosyntactically annotated
Slovene component of the parallel Multext East corpus (Er-
javec, 2004), i.e. the first third of the Slovene transla-
tion of the novel 1984 by George Orwell, containing ap-
proximately 30,000 tokens in 2,000 sentences. Similar
to HOBS, the SDT project was also based on the Prague
Dependency Treebank — more precisely, development of
HOBS stemmed from the experience of SDT in porting the
Czech annotation rules to Slovene. With respect to this fact,
the two treebanks can be considered to be highly compati-
ble. The JOS syntactically annotated corpus (Erjavec et al.,
2010) of aproximately 100,000 tokens in 6,100 sentences
utilized a different syntactic annotation and was thus not
used in this experiment. However, a mapping between the
JOS annotation and the PDT-style annotation is possible.

As noted previously, no Croatian-Slovene dictionary-like
resources were readily available and an approach with au-
tomatic construction of a bilingual lexicon from a par-
allel corpus was implemented here with respect to that
fact. Two parallel corpora for the Croatian-Slovene lan-
guage pair were usable when conducting the experiment
— the fully completed 1984 parallel corpus from the Mul-
text East project and the Croatian-Slovene Parallel Corpus
in its early development state (PoZgaj Hadzi and Tadi¢,
2000). Being that the latter one is still in development,
is not entirely document-, sentence- or word-aligned and
differs in domain from the source treebank (i.e. SDT),
the Croatian-Slovene subset from the 1984 parallel corpus
was chosen for bilingual lexicon construction. The corpus
was sentence-aligned using hunalign (Varga et al., 2005) in
realignment mode, keeping only 1:1 sentence alignments.
The resulting set of Croatian-Slovene sentences contained
6,337 sentence pairs and 210,948 tokens. Basic stats for
this resource and the treebanks are given in table 1.

The dictionary was constructed from the sentence pairs us-
ing GIZA++ (Och and Ney, 2003). It contained 52,502
Slovene-Croatian word pairs for 16,432 different Slovene
word forms that translated into 17,368 different Croatian
word forms. The entries (i.e. word pairs) were sorted by
translation probability obtained from the parallel corpus,
respecting the GIZA++ format.

’ feature \ HOBS \ SDT \ hr-1984 \ si-1984 ‘
sentences 3,465 1,997 6,337 6,337
tokens 88,045 | 36,554 | 101,774 | 102,837
MSD tags 828 789 802 1039
syntactic tags 69 69 N/A N/A

Table 1: Basic stats for used corpora



2.2. Dependency parsers

Two graph-based dependency parsers were selected to be
used in the experiment — MSTParser and CroDep. The se-
lection was based on previous experiments with Croatian
dependency parsing (Agié, 2012) that showed a strong pref-
erence towards graph-based, rather than transition-based
dependency parsing of Croatian texts.

MSTParser (McDonald et al., 2006) is a state-of-the-art
graph-based dependency parser generator with first and
second order arc-factored language models, perceptron
learning algorithm and both projective and non-projective
parsing algorithms. It was used in this experiment to gen-
erate second order arc-factored non-projective parsers for
Croatian. This MSTParser configuration was previously
shown (Agi¢, 2012) to obtain the highest parsing accuracy
on HOBS among all the tested standalone parsers (approx-
imately 74.53% LAS).

CroDep is a novel k-best maximum spanning tree depen-
dency parser with valency lexicon reranking (Agi¢, 2012),
design specifically to increase the accuracy of parsing Croa-
tian texts by utilizing a valency lexicon of Croatian verbs
CROVALLEX (Mikeli¢ Preradovi¢, 2008; Mikeli¢ Pre-
radovié et al., 2009). It is based on the k-MST parser (Hall,
2007) in that it produces a number of candidate dependency
trees for an input sentence, sorted by confidence, and these
candidate trees are then reranked by a rule-based rerank-
ing module that uses CROVALLEX as a knowledge base.
Specifically, every dependency relation that attaches to a
verb is assigned an additional weight, which is in turn de-
cided by matching its properties with the constraints and
requirements stated in CROVALLEX for that specific verb
entry. Sums of these additional weights are assigned to
the candidate trees and they are reranked by consulting
both the ranking list of the k-best parser and the ranking
list of the CROVALLEX-based module. The parser was
tested on HOBS and achieved a parsing score of approxi-
mately 77.21% LAS, i.e. significantly better than the pre-
viously top-performing standalone MSTParser. As previ-
ously indicated, CroDep currently implements a first order
arc-factored language model with perceptron learning, a k-
best maximum spanning tree algorithm similar to the one
implemented in k-MST and a valency lexicon reranker. It
can be (made to be) used independently of the input lan-
guage, as long as a verb valency lexicon is available for
that language. The parser is currently a prototype and will
be made publically available as soon as it leaves the early
development stage and is tested on a certain number of lan-
guages meeting the stated requirements.

3. Experiment and results
3.1. Experiment setup

The experiment was basically envisioned in three stages.
Firstly, SDT is “translated” to Croatian by simple word-
to-word mapping with the Croatian-Slovene bilingual lex-
icon. Secondly, the translated resource (henceforth called
hr-SDT) is assigned the Croatian metadata required for
training the parsers, i.e. lemmas and morphosyntactic tags.
Thirdly, parsers are trained and tested on manually depen-
dency parsed Croatian texts. The translation of SDT was

done at unigram level, i.e. by mapping each of the Slovene
tokens to a respective Croatian token from the bilingual dic-
tionary. Only the pairs with highest probabilities attached
by GIZA++ were chosen from the dictionary. The resulting
hr-SDT treebank therefore contained the same number of
sentences and tokens as the original SDT (1,997 sentences
and 36,554 tokens, see table 1) and the same syntactic fea-
tures. A total of 29,344 token and 25,786 lemma replace-
ments occured by consulting the lexicon. The transfer pro-
cess is illustrated by Figure 1.

AuxK
Pred

Ni bllO vredno preskusiti dvigala .
Vcip3s--y Vcps-sna Afpnsn - Vmn  Ncnsg 2

Pred

Nije bilo smisla proba lift .

Vcip3s--y Veps-sna Afpnsn Vmip3s Ncmsa--n 2
Figure 1: Dependency tree transfer example

For assessing the translation quality, 100 sentences were
randomly selected from hr-SDT, paired with respective sen-
tences from SDT and Croatian 1984 corpus and manually
evaluated for adequacy and fluency on 1-5 scale. Trans-
lation adequacy was scored at approximately 3.64 and flu-
ency at 2.99.

Two courses of action were taken with respect to metadata
assignment. In the first one, Slovene lemmas were also
translated to Croatian via bilingual lexicon and Slovene
MSD tags were held. In the second one, hr-SDT was lem-
matized and MSD-tagged using the CroTag HMM tagger
and lemmatizer (Agi¢ et al., 2008; Agié et al., 2009) trained
on the Croatian 1984 corpus. Croatian MSD tags frequently
differed from Slovene (14,216 occurences), but very infre-
quently in part-of-speech information. The tagging accu-
racy can be estimated at approximately 85% on basis of
previous experiments (Agic¢ et al., 2008).

Training sets for the parsers were created by attaching hr-
SDT to training sets created from HOBS. As described in
detail in (Agié, 2012) and according to CoNLL 2006 and
2007 shared task rules, 10 disjoint testing sets of approx-
imately 5,000 tokens were extracted from HOBS, leaving
10 disjoint training sets for creating language models, ap-
proximately 83,000 tokens each. Each of these training sets
was merged with both versions of hr-SDT, i.e. the one with
Slovene MSDs and the one with lemmas and MSDs as-
signed by the CroTag tagger. This resulted in two batches
of 10 training sets to be used in training MSTParser and
CroDep. Tenfold cross-validated testing was to be done on
both HOBS and the Croatian 1984 corpus. As the latter one
is not syntactically annotated, we created a test set by man-



ually annotating 345 sentences and 5,226 tokens from the
corpus respecting the HOBS and SDT standard. Results of
a previous experiment (Agi¢, 2012) with parsing on HOBS
were used here as a reference point. Labelled attachment
score (LAS) was observed.

3.2. Results

The obtained results are displayed in table 2. They can be
observed from several viewpoints.

Firstly and most importantly, the results indicate that the
usefulness of treebank transfer is domain-dependent in this
specific experiment. More specifically, introducing variants
of hr-SDT - respecting the fact that SDT is a corpus of fic-
tional text — to the HOBS training set decreases the overall
parsing accuracy on parsing newspaper texts from HOBS
by 0.53 and 0.57% LAS for MSTParser and by 0.32 and
0.44% LAS for CroDep, using MSD-tagged and untagged
hr-SDT, respectively. The negative influence of introduc-
ing hr-SDT to HOBS changes to positive when parsing the
hr-1984 test set of fictional text. The observed improve-
ments over the baseline are 0.93 and 1.18% LAS for MST-
Parser and 0.89 and 1.11% LAS for CroDep. Parser lan-
guage models obviously benefit from the quantity of data
in HOBS when parsing fictional text, while the introduc-
tion of hr-SDT diverts the models from the properties of
sentences in newspaper text.

At this point, it might be argued that using the 1984
Croatian-Slovene parallel corpus to construct a bilingual
lexicon and to facilitate syntactic transfer introduces a bias
with respect to the obtained results, being that the parsed
text originates from the same source. However, the bias is
here considered to be accounted for by the small size of the
parallel corpus and the resulting bilingual lexicon and the
resulting adequacy and fluency of translated text. More-
over, as discussed previously, other Croatian-Slovene par-
allel resources were not available at the time of conducting
the experiment and thus using the 1984 parallel corpus was
not a matter of choice.

Secondly, the observed decrease in parsing accuracy when
shifting from newspaper to fictional text is substantial. Top
scores for CroDep on these domains differ by 4.73% LAS
in favor of newspaper text, while this difference amounts
to 4.84% LAS for MSTParser. Treebank transfer benefits
from lemmatization and MSD-tagging in all test scenarios.
However, the observed difference between parsing accu-
racy when using tagger-assigned as opposed to transferred
morphosyntactic tags is not shown to be statistically signif-
icant here.

Finally, The top-scoring parser on both fictional and news-
paper text is CroDep. Its average difference over MST-
Parser is approximately 2.71% LAS across domains. It
scored 72.48% LAS on hr-1984 and 77.21% LS on HOBS,
topping MSTParser by 2.78% LAS and 2.68% LAS on
these two test samples. UAS and LA metric were also
used in the experiment and were shown to closely follow
the pattern displayed by the LAS metric and were therefore
excluded as they are less informative.

[ Testset | Model | MST [ CroDep |

hr-1984 | HOBS 68.51 | 71.37
HOBS + hr-SDT 69.44 | 72.26
HOBS + hr-SDT tagged | 69.69 | 72.48
HOBS | HOBS 74.53 | 77.21
HOBS + hr-SDT 73.96 | 76.77
HOBS + hr-SDT tagged | 74.00 | 76.89

Table 2: LAS for MSTParser and CroDep hr-SDT language
models on hr-1984 and HOBS

4. Conclusions and future work

Using Croatian Dependency Treebank, Slovene Depen-
dency Treebank, Croatian-Slovene parallel resources and
existing dependency parser generators, this experiment has
shown that treebank transfer between similar languages
by using a bilingual lexicon improves dependency pars-
ing accuracy for the target language. It was also experi-
mentally shown that the observed improvement is domain-
dependent. Parsing accuracy peaked for the hybrid depen-
dency parser CroDep at 72.48% LAS on fictional text and
77.21% LAS on newspaper text.

Future work in Slovene-Croatian treebank transfer will be
targeted to several directions. Domain-specific bilingual
lexica might introduce a positive bias for in-domain pars-
ing. One such lexicon could be constructed from the
Croatian-Slovene parallel corpus even in its early develop-
ment stage, e.g. by using parallel sentence extractors such
as LEXACC (Stefanescu et al., 2012), that operate on com-
parable corpora. The issue of bilingual lexica might also
be addressed by using English as interlingua. Regarding
bilingual lexica and transfer, a more elaborate approach to
machine translation could be implemented along the lines
of (Zhao et al., 2009) by using probabilistic word-by-word
decoding to obtain translations of higher quality. The ex-
periment presented here could also be repeated by setting
Croatian as source and Slovene as target language. The syn-
tactic annotation of the JOS corpus could also be mapped
to SDT style and vice versa, as well as HOBS, providing
an even larger resource for syntactic transfer. Moreover,
the method could also be tested on other language pairs
with compatible treebanks, e.g. Czech-Slovene and Czech-
Croatian, even though syntactic transfer via bilingual lex-
ica or statistical machine translation methods might pose a
challenge with respect to availability of parallel corpora for
these language pairs.
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Abstract

This paper presents an approach to enhance the extraction of translation equivalents from comparable corpora by plugging in bilingual
lexico-semantic knowledge harvested from a parallel corpus. First, the bilingual lexicon obtained from word-aligning the parallel
corpus replaces an external seed dictionary, making the approach knowledge-light and portable. Next, instead of using simple 1:1
mappings between the source and the target language, translation equivalents are clustered into sets of synonyms based on contextual
similarities, enabling us to expand the translation of vector features with several translation variants. And last but not least, the vector
features are disambiguated and translated only with the translation variants from the most appropriate cluster, thus producing less
noisy vectors that allow for a more successful cross-lingual comparison of the vectors compared to simpler methods.

Razdvoumljanje vektorjev za izbolj§anje lus¢enja dvojezi¢nih leksikonov iz primerljivih korpusov

V prispevku predstavljamo pristop za izboljSanje lus¢enja prevodnih ustreznic iz primerljivih korpusov z dodatnim virom leksiko-
semanti¢nega znanja, izlu§¢enega iz vzporednega korpusa. Za razliko od veéine sorodnih pristopov dvojezi¢ni leksikon, potreben za
prevajanje kontekstnih vektorjev, izdelamo avtomatsko iz vzporednega korpusa. Tako pristop ni ve¢ odvisen od slovarja, potrebnega
za prevajanje kontekstnih vektorjev in je tako prenosljiv na $tevilne jezikovne pare in strokovna podrodja. V naslednjem koraku
prevodne ustreznice v dvojeziénem leksikonu razvrstimo v gruce, kar nam omogoca, da lastnosti v kontekstnih vektorjev, izdelanih iz
primerljivih korpusov, prevajamo z ve¢ kot eno prevodno razli¢ico. To nam olajsa primerjavo kontekstnih vektorjev v izvornem in
ciljnem jeziku. Tretja izbolj$ava, ki jo v prispevku predstavljamo, pa je razdvoumljanje ve¢pomenski lastnosti kontekstnih vektorjev iz
primerljivega korpusa z gruami, generiranimi iz dvojezi¢nega leksikona, ki omogoca natan¢nejSe prevajanje vektorjev in izboljsa
njihovo primerjavo z vektorji v ciljnem jeziku.

The need to bypass pre-existing dictionaries has been
1. Motivation and related work addressed by Koehn and Knight (2002) who built the
initial seed dictionary automatically, based on identical
spelling features. Cognate detection has also been used by
Saralegi et al. (2008). Both approaches have been
successfully combined by Fiser and Ljubesi¢ (2011) who

Due to the lack of general language parallel corpora,
finding translations in comparable corpora has become a
very active area of research. The main idea behind this

approach is the assumption that a source word and its . .
translation appear in similar contexts, so that in order to showed that the results with an automatically created seed

identify them their contexts are compared via a seed lexicon, based on the similarity between the languages, can

dictionary (Fung, 1998; Rapp, 1999). The biggest D¢ as good as witha pre-existing dictionary.
advantage of the approach is that it offers low-resourced But all these approaches cannot be used as successfully

language pairs and domains a fast and affordable way to for l.anguage pairs with little lexigal _overlap ’ suph as
construct bilingual lexica. However, it also presupposes the English (EN) and Slovene (SL), which is the case in this

availability of a bilingual dictionary to translate vector SXPeriment. We believe we can produce less noisy vectors
features, which is not the case for many language pairs or and improve their comparison across languages by using
domains. In addition, the original approach and most of its ~contextual information to disambiguate their features. A
extensions (Shao and Ng, 2004; Otero, 2007; Yu and Tsujii, similar idea has been implemented by Kaji (2003) who
2009; Marsi and Krahmer, 2010) neglect polysemy and clusters:d synonymous Japanese' translations of Epghsh
consider a translation candidate as correct if it is an WOrdsin comparable corpora using pre-defined bilingual
appropriate translation for at least one possible sense of the ~ dictionaries. In  addition, ~instead of providing ~one
source word, which will often be the most frequent sense translation for each disambiguated feature, we translate it
of the word (iue to the way context vectors are built with all translation equivalents that belong to the assigned

The goal of this paper is twofold: (1) we eliminate the cluster similar to Déjean et al. (2005) who use a bilingual
need for an external knowledge source by automatically thesaurus instead of a lexicon. The contribution of this
extracting a bilingual lexicon from a parallel corpus, and PaPer is a language independent and fully automated
(2) we propose a way of disambiguating polysemous corpus-based approach to bilingual lexicon extraction from
features in the context vectors, as these features may be ~comparable corpora that does not rely on any external
translated differently according to the sense in which they ~KnoWledge sources to determine word senses or translation
are used in a given context. equivalents.



The rest of the paper is organized as follows: In the
next section we present the resources that were used in our
experiments. In Section 3, we describe the approach and
the experimental setup in detail. Evaluation and discussion
of the obtained results are given in Section 4, after which
the paper is wrapped up with some concluding remarks and
ideas for future work.

2. Resources used

2.1. Comparable corpus

The custom-built English-Slovene comparable corpus
that we use for bilingual lexicon extraction is a collection
of popular health and lifestyle articles found in healthy-
living magazines and on the Internet. The core part of the
corpus was collected manually from the Slovene reference
corpus FidaPLUS (Arhar et al. 2007), already part-of-
speech (PoS) tagged and lemmatized. All articles from the
Zdravje magazine published between 2003 and 2005 have
been included, amounting to 1 million words. For English,
an equivalent amount of articles from Health Magazine has
been included. We PoS-tagged and lemmatized the English
part of the corpus with TreeTagger (Schmid, 1994).

We then extended the initial corpus automatically from
the 2 billion-word ukWaC (Ferraresi et al., 2008) and the
380 million-word sIWaC (Ljubesi¢ and Erjavec, 2011). We
took into account all the documents that pass a document
similarity threshold with respect to the core corpus that
was experimentally set in FiSer et al. (2011).

2.2. Parallel corpus
2.2.1. Data

In this work, we enhance bilingual lexicon extraction
from comparable corpora by applying a data-driven
approach to the translation of source vectors. More
precisely, we replace the external seed lexicon, used in
previous work on lexicon extraction from comparable
corpora, with the output of a cross-lingual WSD method
(Apidianaki, 2009). The method exploits the results of a
cross-lingual Word Sense Induction (CL-WSI) method that
identifies word senses by clustering their translations in a
parallel corpus. In the current setting, the English
translations of Slovene in a parallel corpus are clustered
and the obtained sense-clusters describe the senses of
source words. The corpus used for sense induction is
composed of the Slovene-English part of Europarl (release
v6) (Koehn, 2005) and the Slovene-English part of the
JRC-Acquis corpus (Steinberger et al., 2006), amounting
to approximately 35M words per language.

2.2.2. Pre-processing

Prior to being used for sense induction, the training
corpus is subject to several pre-processing steps, such as
elimination of sentence pairs with a great difference in
length, lemmatization and PoS-tagging with TreeTagger
(for English) and ToTaLe (for Slovene) (Erjavec et al.,
2010). Next, the corpus is word-aligned with GIZA++
(Och and Ney, 2003) and two bilingual lexicons are
extracted from the alignment results, one for each
translation direction (EN—SL/SL-EN).

The lexicons are cleaned by applying a set of filters, in
order to retain only intersecting alignments of the same

PoS. The filtered EN-SL lexicon contains entries for 6,384
nouns, 2,447 adjectives and 1,814 verbs having more than
three translations in the training corpus. The translations
used for clustering are the ones with a minimum frequency
of 10 in the training corpus and a minimum alignment
certainty of 0.01. The resulting lexicon is then used for
word sense induction (cf. Section 3).

2.3. Gold standard

We evaluate the results of different experimental
settings by comparing them to a gold standard lexicon,
which was collected from the corpus and manually
inspected. It contains 187 domain terms (nouns) that are
present in the source language corpus with a minimum
frequency of 50. 23 of these terms have two attested
translations in the corpus (e.g. Eng. rectum — Slo. danka,
rektum) while the rest have just one (e.g. Eng. breast —
Slo. dojkay).

3. Experimental setup

3.1.

The translations of each English content word (w) in
the parallel corpus are clustered on the basis of source
language distributional information. Each Slovene
translation (7) of w is characterized by a vector built from
the co-occurrences of w in the aligned sentences where it is
translated by 7 The vectors contain lemmas of content
words that co-occur with w and their frequency counts.
Using these vectors, pairwise similarities between the
translations of w are calculated by a variation of the
Weighted Jaccard measure (Grefenstette, 1994; Apidianaki,
2008). This measure assigns weights to the features that
reflect their relevance for calculating the similarity of the
vectors. The score assigned to a pair of vectors and the
corresponding translations indicates their degree of
similarity. Translation pairs with a score above a threshold
defined locally for each w and dependent on the similarity
scores assigned to its pairs of translations are considered as
semantically related.’

The clustering algorithm groups Slovene translations
into clusters that describe the senses of the corresponding
English words. More precisely, the algorithm takes as
input the list of translations of an English word, their
similarity scores and the computed similarity threshold,
and it outputs clusters that contain semantically related
translations. Table 1 gives examples of clusters for words
of different PoS with clear sense distinctions. For each
English word, we provide its clusters of Slovene
translations that were obtained and include a description of
the sense described by each cluster. For instance, the
clusters of the word sphere: {krogla} and {sfera, podrocje},
describe the two senses of sphere observed in the corpus:
“geometrical shape” and “area”. The obtained cluster
inventory contains 13,352 clusters for 8,892 words. 2,585
of the words (1518 nouns, 554 verbs and 513 adjectives)
have more then one cluster.

Cross-lingual sense clustering

' The threshold is set following the method proposed in
Apidianaki and He (2010).



Language | POS [Source word Slovene sense clusters
{krogla} (geometrical shape)
sphere {sfera, podrocje} (area)
address {obravnava, reSevanje, obravnavanje} (dealing with)
{naslov} (postal address)
{kos} (piece)
Nouns portion  [{obrok, porcija} (serving)
{delez} (share)
{Stevilka, podatek, znesek} (amount)
figure {slika} (image)
{osebnost} (person)
seal {tesniti} (to be water-/airtight)
{zapreti, zapecatiti} (fo close an envelope or other container)
. {pretehtati} (consider possibilities)
EN-SL Verbs weigh {tehtati, stehtati} (check weight)
educate {pouciti} (give information)
{izobraZevati, izobraziti} (give education)
{potrositi} (spend money/goods)
consume {Eiivati, zaugti} (eat/dryingk)
mature {zrel, odrasel} (adult)
{zorjen, zrel} (ripe)
minor {nepomemben} (.not very important)
Adis {mladoleten, majhen} (under 18 years old)
. . {nedorasel} (not adult/biologically mature yet)
juvenile {mladoleten, mladoletniski} (not 18/legally adult yet)
N {odmaknjen, odroCen} (far away and not easily accessible)
{oddaljen, daljinski} (controlled from a distance)
Table 1: Entries from the English-Slovene sense cluster inventory.
3.2. Vector building from the comparable The use of external resources ensures the quality of the

corpus

Context vectors in both the source and the target
language are built for nouns occurring at least 50 times in
the comparable corpus. As features, we use three content
words to the left and to the right of the retained nouns,
stopping at the sentence boundary. The position of each
content word is not taken into account. Feature weights are
calculated by the TF-IDF measure, where IDF weights are
calculated on the whole ukWaC and slWaC. The feature
weights serve to filter out the weak features that were
shown not to be useful for the lexicon extraction task. The
threshold is experimentally set at 0.01.

3.3. Vector disambiguation

3.3.1. A data-driven approach

For extracting bilingual lexicons from comparable
corpora, the vectors built in the two languages must be
compared. This comparison serves to quantify the
similarity of the source and target language words
represented by the vectors, and the highest ranked pairs are
proposed as entries for the lexicon. For that, source
language vectors must first be translated into the target
language. In most previous work, the vectors were
translated with external dictionaries: the first translation in
the dictionary was used to translate all the instances of the
word in the vectors irrespective of their sense, and no
disambiguation was performed.

translations used for translating the source vectors.
Moreover, the selection of the most frequent translation
often results in good translations because of the skewed
distribution of the translations corresponding to different
senses of the words. Nevertheless, this technique limits the
usability of the proposed lexicon extraction methods to
languages and domains where such resources are available.

In this work, we translate the source language vectors
using a data-driven cross-lingual WSD method (CL-WSD)
(Apidianaki, 2009). The method exploits the sense clusters
acquired from parallel corpora (see Section 3.1). This
property extends the applicability of the method to
languages lacking large-scale lexical resources but for
which parallel corpora are available.

3.3.2. Cross-lingual WSD

The sense clusters of translations obtained during WSI
represent the candidate senses of the English words in the
parallel corpus. We exploit this sense inventory for
disambiguating the features in the English vectors
extracted from the comparable corpus. More precisely, the
CL-WSD method has to select among the available
clusters the one that correctly translates in Slovene the
sense of the English features contained in the vectors built
from the comparable corpus.

In the current setting, the selection is performed by
comparing information from the context of the features to
the distributional information that served to estimate the
semantic similarity of the clustered translations. The
context of a feature to be disambiguated corresponds to the



rest of the vector where it appears. Inside the vectors, the
features are ranked and filtered according to their score
(calculated as explained in Section 3.2). The retained
features are considered as a bag of words. On the clusters
side, the information used for disambiguation is found in
the source language vectors that revealed the semantic
similarity of the clustered translations.

If common features (CFs) are found between the
context of a feature and just one cluster, this cluster is
selected to describe the feature’s sense. Otherwise, if there
exist CFs with more than one cluster, then a score is
assigned to each ‘cluster-feature’ association. This weight
corresponds to the mean of the weights of the CFs relative
to the clustered translations (weights assigned to each
feature during WSI). In the following formula, CF; is the
set of CFs found between the cluster and the new context
and N¢r is the number of translations 7; in the cluster
characterized by a CF:

SeE S w(Ty, CF)
Ncr - |CF|

assoc_score =

The highest scored cluster is selected and assigned to
the feature as a sense tag. The features are also tagged with
the most frequent translation of the word in the training
corpus, which sometimes already exists in the cluster
selected during WSD. In Table 2, we present some

examples of disambiguated vector features of different PoS.

For each case, we provide the headword entry to which the
vector corresponds, a feature from the vector that has been
disambiguated and the context that was wused for
disambiguation, which consists of the other strong features
found in the same vector (i.e. features with a weight above
a threshold). From the candidate clusters available for the
feature (column 4), the WSD method selects the most
appropriate one (in boldface) to describe the feature’s
sense in this context. In the last column of the table, we
provide the most frequent sense/translation (MF) for the
feature. We observe that the MF translation may already
exist in the cluster selected by the WSD method, like in the
first example where obravnava is already in the selected
cluster. The inverse, i.e. that the MF is not found in the
proposed cluster, is also possible as is the case with the
zapecCatiti translation of the verb seal.

The disambiguation of source language features using
cross-lingual sense clusters constitutes the main
contribution of this work and presents several advantages.
First, the method performs disambiguation by using sense
descriptions derived from the data, which extends its

applicability to resource-poor languages. This procedure
clearly differentiates our method from previous approaches
where the first translation in a dictionary — which is often
the most frequent one — was selected for translating each
vector feature. An additional advantage is that the sense
clusters assigned to features may contain more than one
translation. This property is important in this setting as it
provides supplementary material for the comparison of the
vectors in the target language.

3.4. Cross-lingual vector comparison

For context vectors to be comparable between
languages, the same vector space has to be produced. This
is done by translating the source language features to the
target language. We translated the features in three ways:

1. by keeping the translation a feature was most
frequently aligned to in the parallel corpus (MF);

2. by keeping the most frequent translation from the
cluster assigned to the feature during disambiguation
(CLMF); and

3. by using the same cluster as in the second approach,
but producing features for all translations in the cluster
with the same weight (CL).

The first approach is used as a baseline since instead of
the sense clustering and WSD results, it just uses the “most
frequent sense/alignment” heuristic. Since in the first batch
of the experiments we noticed that the results of the CL
approach heavily depend on the part-of-speech of the
features, we divided the CL approach into three sub-
approaches:

1. translate only nouns with the clusters and other features
with the MF approach (CL-n);

2. translate nouns and adjectives with the clusters and
verbs with the MF approach (CL-na); and

3. translate all PoS with the clusters (CL-nav).

Once the source language vectors are built, the distance
between the translated source and the target-language
vectors is computed by the Dice metric which has proven
to be very efficient when combined with the TF-IDF
weighting (Ljubesic et al., 2011). We also experiment with
a minimum feature weight threshold since, during our
experiments, we observed the phenomenon where
discarding the weakest features from the context vectors in
the source language significantly improves the results. We
call this parameter the ‘minimum feature weight threshold’
(mfwt). By comparing the translated source vectors to the
target language ones, we obtain a ranked list of candidate
translations for each gold standard entry.

Headword |Feature (POS) Context Candidate clusters MF alignment
{zdravljenje, obdelava, obravnavanje,
infertility (n) | treatment (n) doctor, diabetes, health, obl:gv\ina'va, ravnanje} (treat an illness) obravnava
emergency, check, ... {CisCenje} (treat a person/animal)
{raba} (usage)
clot (n) seal (v) block, hea'rt, vessel, {tesnltl.} (to bve w‘/qterproof or airtight) Lapecatiti
pressure, infection, ... {zapreti, zapecatiti} (o close)
. . heart, abnormal, {nepravilen, nereden} (not regular) .
arthythmia (n)) - irregular (a) monitor, failure, risk, ... {ilegalen} (illegal) nepravilen

Table 2: Examples of disambiguated vector features.



4. Evaluation and discussion of the results

4.1.

We evaluate the final result of our method, i.e. the
ranked lists of translation candidates for gold standard
entries by the mean reciprocal rank (MRR) which takes
into account the rank of the first good translation found for
each entry. Formally, MRR is defined as

Evaluation procedure

1 Q] 1
MRR = — -
RE Q| ; rank;

where |Q] is the length of the query, i.e. the number of gold
standard entries we compute translation candidates for, and
rank; is the position of the first correct translation in the
candidate list. Since most of the entries of our gold
standard contain just one translation, we did not consider
using some more advanced evaluation measure, like mean
average precision.

4.2. Results & discussion

The results of our final experiment are shown in Figure
1. The x axis shows the minimum feature weight threshold
(mfwt) while on the y axis the evaluation measure MRR is
plotted. The phenomenon that is first observed on the
graphs is the one for which we have introduced the
minimum feature weight threshold parameter: the best
results are obtained when discarding all features that have
a TF-IDF weight score lower than 0.01. This is something
we had not noticed before and we will look into this
phenomenon more thoroughly in a new set of experiments,
by measuring its consistency when different weight
measures, distance measures, seed lexicons, language pairs
and comparable corpora are used.

Figure 1: Evaluation of the different translation
approaches regarding the minimum feature weight
threshold.

Overall, the worst results are obtained when using the
CLMF approach, i.e. using only the most frequent
translation from the cluster chosen through the WSD
procedure. A possible reason for this is the fact that
alignment frequencies used for finding the most frequent
alignment in the cluster were calculated on a corpus of a
different domain than our comparable corpus (Europarl vs.
health corpus). The baseline that always uses the most

frequent translation of the feature from the parallel corpus,

without any sense clustering and WSD, achieves a medium

result, being outperformed by the CL-n and the CL-na
approach but outperforming the CL-nav approach.

The CL sub-approaches yield somewhat expected
results. The biggest gain is obtained from clustering and
WSD information calculated on nouns, nouns and
adjectives scored second and the lowest results are
obtained when verbs are added to the mix. This is probably
due to the fact that the verbal clusters are noisier than the
nominal and adjectival ones. We intend to explore this
issue in future work.

Since our gold standard is quite small, we checked the
statistical significance of the difference in the results of the
baseline MF approach and the winning CL-n approach. We
used the approximate randomization procedure with R =
1000 (i.e. 1000 random assignments were done without
replacement of the two sets of results). The resulting p-
value is 0.091, which is higher than the commonly used
0.05 threshold. These results show that, in our future
experiments, we will need a larger gold standard to draw
safer conclusions on the statistical significance of the
results. However, since the p-value is below 0.1 and is
accompanied by a consistent increase in performance
throughout a large number of experiments, we are rather
confident that this increase is not the result of random
variation.

The main conclusions that can be drawn from the
results demonstrated here are that:
¢ extending the feature set with multiple translations

obtained by sense clustering and word sense

disambiguation of features is beneficial to the lexicon
extraction procedure;

* the most valuable information obtained from the
clustering and WSD approach comes from nouns;

* using just the most frequent translation inside the
cluster selected during WSD does not yield good
results, and

e further investigation of the phenomenon where
discarding the weak features improves the result is
needed.

5. Conclusions and future work

We presented an approach that allows to use lexico-
semantic knowledge acquired from parallel corpora in
order to improve the extraction of translation equivalents
from comparable corpora. A parallel corpus served as the
source of the seed dictionary, so that the translation of
features in context vectors no longer relies on an external
knowledge source. In addition, the seed dictionary was
enhanced with clusters of translation variants obtained
from the parallel corpus in an unsupervised way. The
cross-lingual clusters were used to disambiguate the
features in the context vectors, thus reducing noise, and
allowed for a more accurate comparison of source and
target vectors. Furthermore, the tagging of the vector
features with clusters during disambiguation increased the
translation information available for each feature and,
therefore, facilitated the comparison of context vectors
across languages.

The results show that lexico-semantic knowledge
derived from a parallel corpus can help to circumvent the
need for an external seed dictionary, traditionally



considered as a prerequisite for bilingual lexicon extraction
from parallel corpora. Moreover, it is clear that
disambiguating the vectors improves the quality of the
extracted lexicons and manages to beat the simpler, but yet
powerful, most frequent sense/alignment heuristic.

These encouraging results pave the way towards pure
data-driven methods for bilingual lexicon extraction from
comparable corpora. This knowledge-light approach can be
applied to languages and domains that do not dispose of
large-scale seed dictionaries but for which parallel corpora
are available. Moreover, the use of a data-driven cross-
lingual WSD method, such as the one proposed in this
paper, can contribute to obtain less noisy translated vectors,
which is important especially when lexicon extraction is
performed from general language comparable corpora.

The experiments carried out till now focus on a health
comparable corpus. Although this is not a very specialized
corpus but a rather popular one, cases of true polysemy are
still less frequent than in a general corpus. We would thus
like to extend this work by applying the method to a more
general comparable corpus, for instance a corpus built
from Wikipedia texts. We expect that the effect of
applying the WSD method on a general corpus will be
highly beneficial, as ambiguity problems will be more
prevalent.

Another avenue that we want to explore is to use
second order co-occurrences for disambiguation. For the
moment, the context used to disambiguate vector features
consists of the other features that appear in the same vector.
However, these features are direct co-occurrences of the
headword, which does not necessarily mean that the
features themselves co-occur with each other in the corpus.
We consider that it would be preferable to replace this
context with the co-occurrences of the features in the
corpus for disambiguation, which would correspond to the
second order co-occurrences of the English nouns, and
investigate the effect of using this type of context on
lexicon extraction. Last but not least, we would like to
apply the method to the opposite direction (i.e. from
Slovene to English) and compare the results obtained in
both directions.
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Povzetek
V projektu Sporazumevanje v slovenskem jeziku smo izdelali nov referen¢ni korpus slovens¢ine Gigafida. Gre za javno dostopni
lematizirani in oblikoskladenjsko oznaceni korpus pisnih besedil. Vzporedno z izdelavo korpusa je potekala priprava novih korpusnih
orodij z intuitivno zasnovanim spletnim vmesnikom, ki bi tudi nejezikoslovnim uporabnikom omogoc¢al enostavno korpusno iskanje.
V prispevku tako prikazujemo izhodi$¢a in resitve v zvezi z dvojim: (a) z zbiranjem gradiva in vsebino korpusa ter njegovo kon¢no
podobo glede na deleze besed po taksonomskih kategorijah in (b) z novostmi na ravni korpusnega vmesnika, kot so: uporabnisko
prijazne iskalne moznosti, samodejna lematizacija iskalnega pogoja, uvedba podatkovnih filtrov itd.

The development of the Gigafida corpus and its online interface
The paper describes the building of a new reference corpus of Slovene, called Gigafida, as part of the Communication in Slovene
project. The Gigafida corpus is freely available corpus of written texts, which has been lemmatized and POS-tagged. In addition to
building the corpus, we have developed new corpus tools with intuitive online interface, which enables easy corpus searches to
language users. The paper describes the design of the corpus, and decisions made in terms of a) collection of texts, corpus contents,
and its final structure according to taxonomic categories, and b) new features in interface functionality such as: user-friendly search
options, automatic lemmatization of query, introduction of filters etc.

1. Uvod

V sklopu projekta Sporazumevan('e v slovenskem jeziku
(http://www.slovenscina.eu/; SSJ)* je med drugim
potekala izdelava oz. posodobitev in nadgradnja veé
besedilnih korpusov za slovens¢ino. Nastalo jih je Sest,
med njimi korpusi pisne slovens¢ine Gigafida, KRES,
ccGigafida in ccKRES.? V prvem delu prispevka se bomo

posvetili predvsem zbiranju gradiva in vsebini
referenénega korpusa Gigafida, ki je uporabnikom od leta
2011 v razli¢ici beta prosto dostopen na spletu

(http://demo.gigafida.net/); prosta dostopnost v istem
konkordan¢niku in spletnem vmesniku bo kmalu veljala
tudi za uravnotezeni 100-milijonski podkorpus KRES (ve¢
v Logar Berginc et al., 2012), medtem ko sta drugi dve
izvedenki, ccGigafida in ccKRES, prosto dostopni kot
podatkovna baza za prenos pod licenco Creative
Commons: "priznanje avtorstva" + "nekomercialno" (vec¢
o cc-korpusih v Erjavec, Logar Berginc, 2012).

! Operacijo, v okviru katere je nastala raziskava, delno financira
Evropska unija iz Evropskega socialnega sklada ter Ministrstvo
za izobrazevanje, znanost, kulturo in Sport Republike Slovenije.
Operacija se izvaja v okviru Operativnega programa razvoja
¢loveskih virov za obdobje 2007-2013, razvojne prioritete:
razvoj CEloveskih virov in vsezivljenjskega ucenja; prednostne
usmeritve: izboljSanje kakovosti in ucinkovitosti sistemov
izobrazevanja in usposabljanja 2007-2013.

% Preostala dva korpusa sta §e korpus govorjene slovenicine
GOS  (http://www.korpus-gos.net/; Verdonik, Zwitter Vitez,
2011) in korpus Solar (Rozman et al., 2010).

Izhajajo¢ iz dejstva, da bo novi korpus v marsi¢em
nadaljevanje svojih dveh predhodnikov, korpusov FIDA
in FidaPLUS (konec koncev bo vseboval vsa njuna
besedila), smo si v projektu zastavili dva glavna cilja: na
eni strani izgradnjo javno in prosto dostopnega
lematiziranega ter oblikoskladenjsko oznadenega pisnega
korpusa sodobne slovens¢ine z obsegom milijarde besed
in na drugi strani pripravo zmogljivih prosto dostopnih
korpusnih orodij, ki bodo omogocala enostavno uporabo
korpusa tako strokovni kot $irSi zainteresirani javnosti. V
nadaljevanju predstavljamo del rezultatov teh dveh
projektnih aktivnosti in nekatere odloCitve, ki smo jih pri
delu sprejeli.

2. Gigafida: zbiranje gradiva, vsebina

Ob pripravi na izdelavo novega korpusa, ki smo ga
nekaj ¢asa imenovali Korpus SSJ (prim. Logar Berginc,
guster, 2009), smo se zavezali k ¢&im celovitejsi
dokumentiranosti zbiranja besedil in popisu koncne
vsebine. Tako lahko o zaklju¢eni Gigafidi predstavimo ne
le obicajne kljuéne sumarne podatke, ampak tudi vse
glavne sezname in merila, ki so nas vodili pri zbiranju;
dalje popoln seznam del, ki so v korpusu; seznam
zaloznikov, ki so ta besedila izdali, oz. spletnih strani, s
katerih smo jih pridobili; ter do besede natancen obseg
vseh vkljucenih besedil, skupaj s taksonomsko kategorijo,
ki smo jim jo pripisali (zlasti podrobno smo tak prikaz
pripravili za korpus KRES). V Gigafidi je poleg velike
vecine besedil iz FidePLUS gradivo, ki smo ga zbrali do
29. maja 2010 (tisk) oz. do 11. aprila 2012 (internet).
Koné¢no Stevilo besed v Gigafidi je 1.187.002.502, kar



pomeni, da je novi referencni korpus skoraj enkrat vecji
od predhodne razli¢ice.

V nadaljevanju tega razdelka osvetljujemo izhodisc¢a in
rezultate izdelave Gigafide z naslednjih nekaj vidikov:
ustavili se bomo pri seznamih Zelenih in pridobljenih
knjig ter periodike, dalje pri izboru spletnih strani in
nacinu pridobitve besedil z njih, nato pa bomo pojasnili Se
taksonomijo ter pokazali kon¢ni delez besed po njenih
kategorijah. Sledila bo primerjava dveh podkorpusov
Gigafide, in sicer podkorpusa besedil iz obdobja
1990-2006 (pretezno besedila iz FidePLUS) in
podkorpusa besedil iz obdobja 2007-2011 (na novo
zbrana besedila), pri éemer smo primerjali vrhnji del
frekvennega seznama lem (absolutna in relativna
frekvenca) ter vrhnji del seznama kljucnih besed.

2.1. Leposlovje, stvarna besedila

Pri zbiranju knjiznih del so bila nasa glavna izhodisca
naslednja: pregledali smo Cobissove sezname najbolj
izposojanih in najveckrat rezerviranih knjig ter sezname
slovenskih avtorjev, katerih dela so najveckrat izposojana
seznam zelenih knjig smo dali dela, ki so v zadnjih letih
prejela katero od knjiznih nagrad. Po evidenci AJPES-a
smo v kombinaciji s podatki iz Cobissa zbrali zalozbe, ki
so bile v zadnjih letih dejavne pri izdajanju knjig,
pridruzili pa smo jim Se tiste, ki so se predstavljale na
Knjiznem sejmu 2008 v Ljubljani. Poleg tega smo za
besedila zopet prosili vse besedilodajalce, ki so sodelovali
ze pri gradnji korpusa FidaPLUS.

V celoti je tako v korpusu Gigafida 534 razli¢nih
leposlovnih del (¢e navedeno le tri, ki so tudi med najbolj
izposojanimi: D. Brown: Da Vincijeva Sifra, V. Peéjak:
Drejéek in trije Marsovcki, N. Sparks: Viharna no¢), ki jih
je izdalo 55 razlicnih zaloznikov. Med najbolj
izposojanimi slovenskimi avtorji so v Gigafidi npr. dela P.
Suhadol¢ana, 1. Sivca, B. Novaka, J. Vidmar, M.
Podgorsek, T. Pavcka, K. Kovica, R. Berni itd.

Oznako stvarno besedilo ima v korpusu 1.082 razli¢nih
del, ki jih je izdalo 89 razli¢nih zaloznikov, med njimi so
naslovi Aromaterapija, Astronomija, Bivalni vrt, Branje z
dlani, Do zdravja z zdravo hrano, Geografija za 7. razred,
Mali druzinski katekizem, Najboljsi recepti itd.

2.2, Casopisi, revije

Ze pri gradnji prvega referenénega korpusa
slovenscine, korpusa FIDA, so sestavljalci pri (i)zbiranju
periodicnega gradiva izhajali iz podatkov raziskave
branosti tiskanih medijev, ki jo je pred dobrim desetletjem
izvajala Mediana. Pri najnovejSem zbiranju je izhodis¢ni
seznam zelenih c¢asopisov in revij nastal na podlagi
podatkov  Nacionalne raziskave branosti (NRB,
http://www.nrb.info/). Najbolj natanéno smo si ogledali
lestvico, ki zajema valutno obdobje 2. polletje 2009 in 1.
polletie 2010 (NRB 2010). Na njej je 53 naslovov
Casopisov in 93 naslovov revij. Od teh smo jih za korpus
uspeli dobiti 20 oz. 54, npr. Zurnal, Nedeljski dnevnik,
Dobro jutro, Slovenske novice, Kmecki glas, Delo, Vecer,
Dnevnik, Druzina, Finance;, Lady, Ognjisce, Motorevija,
Zdravje, Jana, Cosmopolitan, Roze & vrt, Avto magazin,
Smrklja, Mladina itd., nismo pa npr. dobili Goriske, Moje
Gorenjske, Mariborskega utripa; Razvedrila, Vzajemnosti,
Lovca ipd. Kljub priblizno poloviénemu uspehu glede na
NRB 2010 pa je treba poudariti, da je v Gigafidi Se kar

nekaj naslovov periodike, ki se sicer na lestvico NRB
2010 niso uvrstili — natancneje: gre za Se dodatnih 31
Casopisov (od tega dva Casopisa Slovencev v Italiji: Novi
Matajur in Novi glas) ter 73 revij.

2.3. Spletna besedila

Glede na predhodni korpus FidaPLUS (Arhar Holdt,
Gorjanc, 2007) smo znatno povecali obseg besedil s spleta
(v FidiPLUS je bil tak le 1,24-odstotni delez) — oz. bolje
reCeno: k vkljucitvi besedil s spleta smo tokrat pristopili
drugace. Dogovorili smo se, da bo kon¢ni delez besed s
spleta v korpusu vsaj 10-odstotni, nato pa smo izbrali 11
novicarskih spletnih strani (med njimi 24ur.com, siol.net,
rtvslo.si; pri tem smo upostevali tudi njihovo obiskanost,
zlasti merjenje MOSS, http://www.moss-soz.si/), 28 strani
najvecjih  slovenskih  podjetij (krka.si, mobitel.si,
mercator.si itd.) ter 62 strani pomembnih drzavnih,
izobrazevalnih, raziskovalnih in kulturnih ustanov (gov.si,
sazu.si, drama.si itd.), s katerih smo ta besedila zeleli
pridobiti. Sodelavec Miha Gréar (Institut Jozef Stefan) je
razvil spletnega pajka, ki je z omenjenega vnaprej
dolocenega seznama zacetnih naslovov dnevno, mesecno
ali enkratno (odvisno od dinamicnosti spletnega mesta)
zbiral tekstovne dokumente, iz Kkaterih so bila nato
odstranjena spremna in vnaprej pripravljena besedila ter
dvojniki in priblizni dvojniki.

Detekcijo (pribliznih) dvojnikov je M. Grcar izvedel
na naslednji nacin: sprva je bil uporabljen algoritem, ki
temelji na podobnostni razprSilni funkciji Simhash
(obcutljivost: k£ = 3 biti ali manj), ki pa ni bila zadostna.
Ker je tekstovne segmente doloCil Ze odstranjevalnik
spremnih in vnaprej pripravljenih besedil, je bil na koncu
cevovoda vsak tak segment po enostavni normalizaciji s
postopkom  MDS5  (http://en.wikipedia.org/wiki/MDS5)
pretvorjen v razprsilno kodo. Kode se hranijo v razprsilni
tabeli, kar omogoca preverbo, ali smo neki segment ze
zapisali v korpusa ali ne. Odstranitev podvojenih
segmentov je prvotno Stevilo znakov zmanj$ala za ve¢ kot
polovico (ve¢ v Logar Berginc et al., 2012). V Gigafido je
na koncu s spleta prislo ve¢ kot 180 milijonov besed oz.
skoraj 16 % korpusa.

2.4. Taksonomija z delezi besed

Medtem ko je bila taksonomija FidePLUS tridelna
(prenosnik, zvrst, lektoriranost) in tudi dalje notranje
dokaj podrobno c¢lenjena, smo taksonomijo korpusa
Gigafida poenostavili v enodelno ter ¢lenjeno do tretje
podravnine (gl. Tabela 1, prvi stolpec).

Izhajali smo iz naslednjega besedilnozvrstnega
izhodisc¢a, seveda primerjalno s FidoPLUS: (a) Clenitev na
umetnostna in neumetnostna besedila je samodejno
mogoca le pri knjigah; ter (b) izraz "neumetnostni" z
izloCitvijo periodi¢nega postane presirok in nepoveden.
Posledi¢no smo knjige locili na leposlovje in stvarna
besedila (tj. besedila z nefikcijsko vsebino) ter pri prvem
opustili delitev na pesnisko, prozno in dramsko, saj med
drugim ni bilo niti priblizno upravic¢eno pricakovati, da
bomo poezije dobili v zadostnem obsegu, da bi bil obstoj
te kategorije upravicen. Z mislijo na izdelavo 100-
milijonskega uravnotezenega podkorpusa smo namreé¢ kot
spodnjo mejo za obstoj loCene kategorije dolocili 5 %

3 Detekcijo dvojnikov in pribliznih dvojnikov smo izvedli le pri
internetnih besedilih, ne pa tudi pri tiskanih.



vseh besed, se pravi, da bi — Ce bi zeleli ohraniti
taksonomsko kategorijo poezije — morali zbrati vsaj 5
milijonov besed iz te besedilne vrste.*

Hkrati smo ocenili ¢lenitev periodike, npr. revijalnega
tiska na tedensko, Stirinajstdnevno, mese¢no, redkeje kot
na mesec in obcasno, ki je veljala pri korpusih FIDA in
FidaPLUS, za preve¢ podrobno, pa tudi raziskave
slovenskega porocevalstva je kot stilotvorno ali
jezikovnorazlikovalno relevantne (Se) niso potrdile (Kalin
Golob, 2003), zato smo locili le med Casopisi in revijami.

Za poenostavitev taksonomije smo se odlo¢ili tudi na
podlagi podatkov o nacinu podkorpusnega iskanja po
FidiPLUS; po statistikah iz novembra 2008 so bile npr.
podkategorije pri revijah in Casopisih glede na pogostost
izhajanja izbrane v manj kot enem odstotku razsirjenih
iskanj.

Edina kategorija, ki tako Se ostane, je kategorija
Drugo. Zanjo smo na novo zbrali podnapise filmov,
nadaljevank in dokumentarnih oddaj ter t. i
postprodukcijska besedila, ki smo jih vse dobili na RTV
Slovenija, iz obeh predhodnih korpusov pa smo sem
umestili $e zapise sej Drzavnega zbora RS in besedila z
ve¢ manjkajocimi bibliografskimi podatki, pri katerih
nismo mogli dolociti druge kategorije, tudi t. i. besedilni
drobiz (skupaj ta, "neznani" del v korpus prinasa 2,6
milijona besed).

Taksonomija Delez v %
tisk 84,35
knjizno 6,26
leposlovje 2,02
stvarna besedila 4,24
periodi¢no 77,42
Casopisi 55,91
revije 21,51
drugo 0,67
internet 15,65
Skupaj 100,00

Tabela 1: Delez besed po taksonomiji v Gigafidi (v %).

Leposlovje
Stvarna

besedila

Internet

Drugo

Revije Casopisi

Slika 1: Delez besed po taksonomiji v Gigafidi.

Tabela 1 in Slika 1 kaZeta rezultat nasega dela Se z
vidika Stevila oz. deleza besed: v Gigafidi imajo ve¢ kot

* V FidoPLUS so pesniska besedila prinesla 366.215 besed,
dramska 480.957 besed, prozna 20.178.021 besed, dodatno pa
nadkategorija "umetnostna" $e 543.750 besed (Erjavec, 2008).

polovi¢ni delez Casopisna besedila, tem nato sledijo z
21 % revije. Periodika ima v Gigafidi skupaj 77-odstotni
obseg 0z. vanjo prinasa 918.936.054 besed. Knjige imajo
v Gigafidi 6-odstotni delez ali 74.356.531 besed, od tega
sta 2 % besed iz leposlovja, 4 % besed pa prihajajo iz
stvarnih besedil. Kategorija Drugo je majhna, manj kot
enoodstotna, vsebuje pa 7.951.450 besed. Celotni tisk ima
84-odstotni delez, preostalih skoraj 16 % pripada
internetnim besedilom.

Glede na podobno, po obsegu prvenstveno vlogo
periodike v FidiPLUS in glede na to, da je tudi sicer
dnevna, tedenska ali mese¢na produkcija Casopisov ter
revij veliko vecja (merjeno v Stevilu besed) kot produkcija
knjig, so razmerja pri¢akovana, poleg tega so tudi rezultat
veéje zadrzanosti pred brezpla¢no oddajo elektronskega
izvoda, na katero smo naleteli pri knjiznih zalozbah. Bolj
uravnotezena razmerja med besedilnimi zvrstmi smo zato
ze predhodno nacrtovali in jih tudi uresnicili v korpusu
KRES (Logar Berginc et al., 2012).

2.5. Staro proti novemu

Polovico korpusa Gigafida (52 %) predstavljajo
besedila korpusa FidaPLUS in poraja se vprasanje, ali
Gigafida v leksikalnem smislu prinasa kaj bistveno
novega. Zaradi razlinega nacina oblikoskladenjskega
oznaCevanja — za oznacevanje Gigafide smo uporabili
statisti¢ni oznacevalnik Obeliks (Krek, Gréar, Dobrovoljc,
2012), medtem ko je FidaPLUS oznacena =z
oznacevalnikom, ki deluje na podlagi pravil — bi bile
primerjave besednovrstnih statisticnih podatkov obeh
korpusov dokaj neustrezne. Poleg razlik v sami
metodologiji oznacevalnikov namre¢ obstajajo tudi razlike
v oznakah, ki jih uporabljata. Kot primer lahko navedemo
pogostost veznika kof, ki je v korpusu Gigafida 17.
najpogostejsa lema (4.556,8 pojavitev na milijon besed),
medtem ko je v FidiPLUS Sele na 227. mestu (338,3
pojavitve na milijon besed) — do takSne razlike pride
predvsem zato, ker ima oznacevalnik, ki deluje na podlagi
pravil, tri besednovrstne oznake za kot (samostalnik,
predlog in veznik), statistini oznacevalnik pa samo dve
(veznik in samostalnik). Zaradi tak$nih razlik med
oznacevalnikoma lahko torej kveCjemu primerjamo
metodi  oblikoskladenjskega oznaCevanja pri obeh
korpusih, ne pa tudi leksike.

Zato smo ubrali drugacno pot in Gigafido razdelili na
dva podkorpusa: podkorpus 1990-2006 (682.902.105
besed), v katerem je velika vegina besedil iz FidePLUS,’
in podkorpus 2007-2011 (504.100.397 besed), v katerem
so samo na novo dodana besedila. Nato smo opravili dve
primerjavi: med 25 najpogostej$imi lemami v podkorpusu
1990-2006 in v podkorpusu 2007-2011 ter 30 kljuénimi
besedami® v obeh podkorpusih (Tabela 3).

Primerjava 25 najpogostejsih lem in njihovih relativnih
frekvenc (Tabela 2) na prvi pogled ne kaze vecjih razlik
med podkorpusoma, vendar pa lahko pri dolo¢enih lemah
v podkorpusu 2007-2011 opazimo obcéutno povecanje v
frekvenci na milijon besed (npr. zaimka fa in se, veznika

> Priblizno 10 % besedil oz. besed tega podkorpusa je bilo
pridobljenih pri novem zbiranju in jih v FidiPLUS $e ni.

% Seznam kljuénih besed, torej besed, ki se v enem (pod)korpusu
pojavljajo precej bolj pogosto kot v drugem, smo izdelali v
orodju Sketch Engine s funkcijo Keywords (Klju¢ne besede) v
zavihku Word list (Seznami).



da ter pa, Clenek ne), pri drugih pa opazno zmanjSanje

(npr. zaimek on).

amer. RS

am. toZen
dolenjski pooblaséenec
show tukaj

novica praven
milijarda naveden

nad. podlaga

1990-2006 2007-2011
Lema Frekv. na Lema Frekv. na
milijon besed milijon besed
biti 73.280,9 biti 73.493,1
v 26.388,5 \s 26.167,8
in 25.629,3 in 25.432,9
na 15.683,6 se 16.194,2
se 15.613,4 na 16.020,1
z 13.336,8 za 13.299,6
za 12.889,1 z 13.143,9
da 11.595.0 da 13.116,7
ki 10.068,3 ta 11.095.8
on 9.981,3 ki 10.408.,2
ta 9.388,2 pa 9.872,1
pa 9.097,4 on 9.469,3
tudi 6.902,0 tudi 7.022,7
ne 5.876,3 ne 6.787,2
po 5.164,9 po 5.093,5
Se 4.725.5 se 4.809,6
kot 4.462.4 kot 4.684,7
leto 3.933,9 leto 3.985,9
iz 3.631,8 imeti 3.834,9
imeti 3.458,9 jaz 3.590,0
pri 3.458,8 0 3.529,8
ves 3.407,2 ves 3.455,1
od 3.339,5 iz 3.309,1
0 3.274,4 od 3.263,6
do 3.129,1 pri 3.246,5

Tabela 2: 25 najpogostejsih lem v podkorpusih Gigafide

1990-2006 in 2007-2011.

Kljucne besede

Kljucne besede

1990-2006 2007-2011
tolar EUR

SIT evro
LJUBLJANA Clen
ponovitev odstavek
murski NP
marka Pahor
TV dolo¢ba
dnevnik organ
porocilo kriza
VPS hvala
vreme ja
magazin sgam
serija postopek
vestnik odlo¢ba
val javen

tel. St.

oglas SD
kronika zakon
kmetijski nadaljevanje
toda sodisce
nan. Jansa
novomeski amandma
slika NLB

Tabela 3: 30 klju¢nih besed podkorpusov Gigafide
1990-2006 in 2007-2011.

Precej bolj pomenljive razlike med podkorpusoma
pokaze primerjava kljuénih besed oz. lem (Tabela 3). Ker
smo pri izdelavi klju¢nih besed primerjali oba podkorpusa
— to dejansko pomeni, da bodo klju¢ne besede za en
podkorpus tiste, ki so v drugem podkorpusu redkejse — sta
seveda seznama v vrhnjem delu povsem razli¢na.

Na prvih mestih klju¢nih besed obeh podkorpusov sta
poimenovanji oz. kratici za staro in novo slovensko
valuto, kar je lep odraz (zunaj)jezikovne spremembe, ki se
je zgodila prav v prelomnem letu, ki smo ga izbrali tudi za
lo¢itev obeh podkorpusov; sem sodi tudi marka, ki je v
podkorpusu 2007-2009 izredno redka, pretezno na
denarni svet pa je vezana tudi milijarda, ki ji tipi¢no
sledijo dolarji, evri, tolarji itd.

Podobnosti med obema podkorpusoma pa se tu
konéajo. Pri podkorpusu 1990-2006 je namre¢ na vrhu
seznama kljuénih besed veliko lem, ki so znacilno vezane
na cCasopise in revije, natanneje na televizijske ter
radijske sporede, v katerih se nenehno ponavljajo izrazi
kot ponovitev, VPS, serija, am.(eriski), nan.(izanka) in/ali
naslovi (delov) oddaj, programov, rubrik, casopisov ipd.
tipa TV-dnevnik, Porocila, Vreme, (Oprah/Cosby/ Muppet)
show, (Gospodarski) vestnik, Val (202), Dolenjski (list)
itd. V tem okviru $e najbolj izstopata pridevnika kmetijski
in novomeski. Hiter vpogled v okolico pokaze, da so bile v
tem Casu v Casopisih in revijah aktualne teme v zvezi s
kmetijskimi  zemljis¢i, Kmetijsko svetovalno sluzbo,
kmetijskim ministrstvom in ministrom itd. ter novomesko
ob¢ino, Krko, porodnisnico, zupanom, kosarkarji ipd.

Po drugi strani med kljuénimi besedami podkorpusa
2007-2011 prevladujejo leme, vezane na pravno-upravno
vsebino: ¢len, odstavek, dolocba itd. (prim. Erjavec, Logar
Berginc, 2012); zgolj v manjsini so tu e leme, povezane z
aktualno politiko in gospodarstvom (Pahor, Jansa, SD,
kriza, NLB). Izstopajo NP, ki je kratica z ve¢ pomeni, npr.
nepovezani poslanci, notranja politika, ni podatka ipd. in
v tem delu Gigafide skoraj v celoti prihaja iz Dnevnika,
dalje sgam, ki je ime sklada, hvala, ki v veliki vecini
prihaja iz internetnih besedil, natan¢neje s strani dz-rs.si
(tudi tu prim. Erjavec, Logar Berginc, 2012), in ja, katere
glavni vir je prav tako internetni del korpusa. Izpostaviti
velja Se dve lemi: veznik foda v podkorpusu 1990-2006,
ki je glede na sploSno pogostost funkcijskih besed
nekoliko presenetljiva kljucna beseda, in prislov fukaj, ki
ga v podkorpusu 2007-2011 spet "krepijo" internetna
besedila.

Nakazali smo le nekaj analiz, s katerimi bi lahko
izvedeli ve¢ o podobnostih in razlikah med korpusom
Gigafida in njegovim predhodnikom, korpusom
FidaPLUS. Za podrobnejSe razumevanje odnosa med
korpusoma pa bo potrebna obseznejsa Studija, v zvezi z
Gigafido vsekakor dopolnjena tudi s primerjavami s tujimi
referen¢nimi korpusi.




3. Spletni vmesnik za dostop do korpusov

Ze predhodni referenéni korpus FidaPLUS je bil
uporabnikom prosto dostopen na spletu
(http://www.fidaplus.net), in sicer skupaj s
Konkordanénikom ASP32, ki ga je razvilo podjetje
Amebis, d. 0. 0., Kamnik. Ker se je predvidevalo, da bo
vsak uporabnik za delo s korpusom ustrezno strokovno
izobrazen, pa tudi zato, ker v predhodnih projektih to
Casovno-finanéno  preprosto ni  bilo izvedljivo,
uporabniSka prijaznost korpusnega vmesnika ni bila med
razvojnimi prioritetami. Glavnina pozornosti je bila
usmerjena k razvoju iskalnih postopkov, ki na razli¢ne
nacine upostevajo raznovrstne korpusne oznake.

Z rastjo koli¢ine gradiva, zajetega v besedilne korpuse,
in novimi vrstami korpusnih podatkov oz. novimi
moznostmi obdelave slednjih se je pojavila potreba po
celoviti prenovi konkordanc¢nika za slovenske korpuse. Ta
prenova je ponudila moznost, da vmesniski del
konkordan¢nika zasnujemo povsem na novo — z
upostevanjem tujih dobrih praks, ugotovitev korpusnih
jezikoslovcev ter nenazadnje mnenj in Zzelja dosedanjih
korpusnih uporabnikov.

3.1. FidaPLUS: uporaba, uporabnik

Prvi korak pri snovanju novega korpusnega vmesnika
je bil izvedba uporabniske evalvacije korpusa FidaPLUS.
Rezultati evalvacije so na voljo na spletu (Arhar Holdt,
2010), na tem mestu zato le povzemamo bistveno.

Velika vecina uporabnikov korpusa FidaPLUS se
Studijsko ali poklicno ukvarja z jezikom. Korpus se
uporablja primarno kot pripomocek pri lektoriranju,
prevajanju in pisanju besedil in pri pripravi jezikoslovnih
raziskav. VecCina uporabnikov se je dela s korpusom
naucila samih, tipicno pa ga uporabljajo nekajkrat
tedensko do nekajkrat mesecno.

Obenem se je pokazalo, da uporabniki S$tevilnih
programskih moznosti ne uporabljajo oz. zanje sploh Se
niso sliSali. Pri vsem trudu, vloZzenem v oznacevanje
korpusnih besedil, nas je resni¢no presenetilo dejstvo, da
vec kot Cetrtina vprasanih ni vedela za moznost iskanja z
uporabo besedne leme, dobra tretjina pa ne za moznost
iskanja s pomocjo oblikoskladenjskih oznak. Rezultati
vprasalnika so pokazali tudi, da velik del vprasanih — tudi
tistih, ki korpus redno uporabljajo — v resnici nima
pravega znanja za ucinkovito ter ustrezno izrabo
moznosti, ki jih ta vir ponuja.

Ugotovili smo torej: ¢e zelimo omogociti (redno in
napredno) SirSo rabo referenénega korpusa, je v prvi vrsti
nujno do skrajnosti poenostaviti iskalne postopke,
pregledovanje in nadaljnjo obdelavo korpusnih podatkov
pa zasnovati tako, da bo uporabnikom intuitivna in
enostavno razumljiva. Cilj je 1izCiS¢ premisljeno
strukturiran vmesnik, ki se v osnovnih funkcionalnostih
priblizuje drugim programom, s katerimi se uporabniki
sreCujejo na vsakodnevni ravni, obenem pa ohranja vse
potrebne specifike in zmogljivosti korpusnega orodja.

3.2.

Natanc¢en opis vseh nadgradenj in sprememb vmesnika
je na voljo v Logar Berginc et al. (2012). V tem prispevku
predstavljamo le odloditve, ki prinasajo najpomembnejse
novosti na podrocju slovenskih korpusnih vmesnikov.

Osnovna struktura vmesnika je s staliS¢a, kako so
jezikovni podatki na spletni strani razporejeni in kako se

Gigafida: spremembe v vmesniski zasnovi

uporabnik po podatkovnih seznamih premika, sorodna
spletnim iskalnikom. Korpus ne zahteva registracije in
prijavljanja za delo, pred pri¢etkom rabe se prav tako ni
potrebno prebijati skozi navodila za uporabo ali druge
informacije o korpusu. Izdelava iskalnega pogoja je prva
aktivnost, ki se od uporabnika pricakuje, zato je na
osnovni, vhodni strani vmesnika v ospredju predvsem
iskalno okence.

Iskanje po korpusu je v zelji po intuitivnosti rabe
primerljivo uporabi spletnih iskalnikov. Pri izdelavi
iskalnega pogoja ni nujno poznavanje regularnih izrazov,
oblikoskladenjskih  oznak, posebnih simbolov oz
postopkov, ampak v iskalno okence preprosto vnesemo
znakovni niz, ki ga v korpusu Zzelimo poiskati. I§¢emo
lahko posamezne besede (npr. medved), besedne zveze
(npr. polarni medved) oz. besedne nize, ki lahko vsebujejo
tudi locila (npr. kljub temu, da).

Pri naprednem iskanju lahko wuporabnik dodatno
pogojuje, katere zadetke Zeli pridobiti, recimo glede na
oblikoskladenjske lastnosti iskane besede ali glede na
druge besede v besedilni okolici. Tudi tukaj ni zahtevano
poznavanje posebnih postopkov, ampak uporabnik pogoje
enega za drugim enostavno poklika v predpripravljenih
vmesniskih tabelah.

Velika razlika glede na prejSnje slovenske
konkordan¢nike je wvpeljava samodejne lematizacije
iskalnega pogoja.” Ce je pri korpusu FidaPLUS uporabnik
moral v iskalnem okencu opredeliti, da ga zanimajo vse
oblike vnesene besede, mora po novem (tako, da iskano
obliko postavi v narekovaje) opredeliti, kadar ga zanima
ena sama, doloCena oblika. S staliS¢a tipicne uporabe
slovenskih besedilnih korpusov je ta pot izdelave
iskalnega pogoja precej bolj smiselna.

Pomembna novost je tudi uvedba t. i. podatkovnih
filtrov. Filtri, ki se ob vsakem korpusnem iskanju
avtomatsko pripravijo na osnovi korpusnih oznak (tako
podatkov v glavah korpusnih besedil kot tudi lem,
oblikoskladenjskih in  korpusnih  pojavnic samih),
uporabniku na pregleden nacin pokaZejo razprSenost
iskanega jezikovnega pojava po besedilih. Uporabnik
lahko v filtrih denimo vidi, kako pogosto se iskana beseda
pojavlja glede na leto izida, vir besedila itd. Filtri obenem
omogocajo, da uporabnik z enim samim klikom lo¢i
dolocen nabor podatkov iz celotne mnozice, npr. iz
celotnega konkordanénega niza izbere samo tiste zadetke,
ki izvirajo z interneta, ali iz celotnega nabora kolokatorjev
izbere le tiste, ki so besednovrstno oznaceni kot glagoli.

Preglednost vmesnika smo dosegli tako, da smo
uporabniku vedno ponudili samo tiste programske
funkcije in povezave, ki jih pri dolo€enem koraku svojega
dela dejansko potrebuje. Na temeljni ravni se to odraza v
delitvi vmesnika na tri dele (zavihke), vsak omogoca
iskanje in pregledovanje druge vrste korpusnih podatkov:
konkordan¢nih nizov, seznamov konkordanc ali besednih
seznamov.® Vsak od treh delov vmesnika prinasa enako
osnovno strukturo — moznost izvoza in tiskanja podatkov,

7 Kadar je iskalni pogoj na ravni lem dvoumen, program poiice
vse ustrezajoe zadetke in obenem ponudi mozZnost, da
uporabnik v naslednjem koraku (z enim samim klikom) zadetke
selekcionira sam.

8 Besedni seznam je seznam besed, ki so v dolo¢enem delu
enake, v drugem delu pa se razlikujejo. Za primer, v vrhu
seznama lem, ki vsebujejo -pisati, so primeri: napisati, zapisati,
podpisati, vpisati, opisati, pripisati itd.



podatkovne filtre, iskalno okence, zgodovino iskanj ipd.
uporabnik najde vedno na istem mestu — obenem pa je v
dolocenih tockah prilagojen specifikam obravnave
jezikovnih podatkov, ki jih prinasa.

V primerjavi z vecino korpusnih orodij vmesniku
Gigafida manjka nekaj funkcionalnosti, ki so bile
opusene ravno z namenom zagotavljanja uporabniske
prijaznosti. Tako je bil npr. izbor vzorca naklju¢nih
zadetkov opuscen, ker po eni strani vzorec lahko ponudi
napacno sliko o rabi besede, po drugi strani pa smo
menili, da ustrezno vzor¢enje omogocajo ze podatkovni
filtri. Bolj tehni¢ne narave je bila odlocitev o opustitvi
moznosti abecednega razvrs¢anja zadetkov, npr. po prvi
besedi pred iskano besedo, saj je tako razvr$anje pri
(zelo) pogostih besedah nadvse dolgotrajno in posledi¢no
uporabniku neprijazno, z uvedbo zmogljive izdelave
seznama kolokatorjev pa postane vprasljiva tudi njegova
smiselnost. Problem razvr§¢anja velikega Stevila zadetkov
je vsekakor sploSen, saj tudi najbolj napredna korpusna
orodja, npr. Sketch Engine, ne ponujajo hitrejsih resitev.’

4. Sklep

V prispevku smo predstavili nekaj novosti, ki jih na
podrocje referencnega besedilnega korpusa za slovenséino
prinasa korpus Gigafida. Slednji je skoraj enkrat veéji od
predhodnega korpusa FidaPLUS, sodobnejSi na ravni
zajetih besedil, pregledne;jsi na ravni taksonomije, v katero
besedila  uvri¢amo,'®  kvalitetneje  lematiziran  in
oblikoskladenjsko oznacen (o ¢emer sicer v tem prispevku
nismo govorili), korpusni konkordan¢nik je znatno
hitrej$i, na voljo pa je s povsem novim, izrazito
uporabnis$ko naravnanim vmesnikom.

Korpus Gigafida sledi ideji, da je potrebno referenéni
besedilni korpus neprestano nadgrajevati in izboljSevati,
saj je to edina moznost, da imamo na voljo kvalitetne in
sodobne jezikovne podatke, na podlagi katerih je mogoce
izvajati verodostojne jezikoslovne raziskave. Pri korpusu
Gigafida pa smo Zeleli narediti $e korak dlje in korpusno
rabo dejansko — ne le v teoriji — odpreti za SirSo javnost.

Ceprav smo z razvojem vmesnika, ki neposredno
izhaja iz uporabniskih Zelja in potreb,'' brez dvoma
naredili pomemben korak naprej, se zavedamo, da so
pojmi uporabniska prijaznost, intuitivnost, preglednost
ipd. precej subjektivni. Zato imamo v nacrtu tudi za novi
vmesnik izvesti enako evalvacijo, kot smo jo izvedli za
korpus FidaPLUS in primerjati rezulate. Na tej podlagi bo
mogoce o izboljSavah novega vmesnika govoriti z vecjo
objektivnostjo.

Novi konkordanénik se je oblikoval pri grajenju
korpusa Gigafida, vendar je uporaben tudi za druge vrste
korpusov; kot smo Ze zapisali, bomo v projektu SSJ vanj

° Npr. v po velikosti primerljivem korpusu ukWac smo v orodju
Sketch Engine razvrstili po prvi besedi na levi zadetke za
samostalnik relationship (‘odnos'), ki je po pogostosti (225.868
zadetkov) primerljiv z glagolom kupiti (231.509 zadetkov), tj.
579. besedo (lemo z besednovrstno oznako) na frekvenénem
seznamu korpusa Gigafida. Razvr$canje zadetkov je trajalo
dolgih 42 sekund.

19 Pri ¢emer nov prihodnji izziv vidimo v dodatni taksonomski
kategorizaciji besedil glede na njihovo tematiko, kakr$no je npr.
uresniCil Oxford English Corpus (prim. Atkins, Rundell, 2008:
72-73, 89).

! Slednje smo identificirali ob evalvaciji korpusa FidaPLUS
(Arhar Holdt, 2010).

vkljuéili tudi korpus KRES, s pomembnimi prilagoditvami
pa je bil konkordanénik uporabljen tudi pri govornem
korpusu GOS (Verdonik, Zwitter Vitez, 2011). Na daljsi
rok zelimo namre¢ za vse $irSe rabljene korpusne vire
omogociti dostopnost v enotnem programskem okolju, kar
bi dodatno poenostavilo korpusno uporabo tako za
specializirane kot laiéne uporabnike.

Da bi bili novi korpus res na voljo Sirokemu spektru
uporabnikov, pa bo treba poskrbeti tudi za organizirano
opismenjevanje uporabnikov za delo z njim, predvsem na
ravni interpretacije korpusnih podatkov, s Cimer naSa
ciljna publika trenutno Se nima prav dosti izkusenj.
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Povzetek

V prispevku predstavljamo prvi poskus ro¢nega semanti¢nega oznacevanja vzporednega prevodoslovnega korpusa SPOOK. Pri
oznafevanju smo uporabljali pomene iz semanti¢nega leksikona sloWNet, ki temelji na Princeton WordNetu in je bil izdelan
avtomatsko s pomocjo prosto dostopnih korpusnih in leksikalnih virov. Glavni namen raziskave je bil s primerjavo oznak v angleskem
in slovenskem delu korpusa ugotoviti, v kolik§ni meri se pojmi med jezikoma prekrivajo in ali je na tujem viru temelje¢ sloWNet
primeren za oznacevanje slovenskih besedil. Z raziskavo pa smo zeleli tudi zasnovati in preizkusiti oznacevalni sistem, ki bi bil
uporaben za oznacevanje obseznejSega korpusa, ter preuciti moznosti avtomatskega oznac¢evanja vzporednih korpusov na semanti¢ni
ravni.

SPOOK.Sem: semantic annotation of a parallel translational corpus
This paper presents the first attempt to semantically annotate the parallel translational corpus SPOOK. The sense inventory used for
annotation was the Slovene semantic lexicon sloWNet which is based on the Princeton WordNet and was developed automatically
from a number of freely available corpus and lexical resources. The main goal of the study was a comparison of the annotations
assigned in both languages in order to determine to what extent the concepts overlap in the two languages and whether the English-
based sloWNet is suitable for annotating Slovene texts. In addition, we also wanted to develop and test an annotation scheme that
would be suitable for the annotation of a larger corpus, and look into the possibilities of automatizing the annotation of parallel corpora

at the semantic level.

1. Uvod

Semanti¢no oznacevanje je ena od ravni oznacevanja
korpusov, pri kateri besedam v korpusu pripisujemo
pomenske lastnosti, ki jih izkazujejo glede na sobesedilo.
Ne glede na to, ali semanti¢no oznadevanje izvajamo
ro¢no ali avtomatsko, velja semanti¢no oznacevanje za
eno najtezjih vrst oznacevanja korpusa. Za razliko od
oblikoskladenjskega  oznacevanja, kjer vse enote
oznacujemo z istim naborom kategorij, moramo pri
oznacevanju pomena besed za vsako besedo uporabiti
druga¢ne kategorije. Osnovni problem pri semanticnem
oznadevanju je v tem, da je pomen besed zelo izmuzljiva
kategorija. Meje med posameznimi pomeni so pogosto
zabrisane, razlikovanje med njimi pa je vsaj do neke mere
subjektivno (Lakoff 1987). Kritiki kategorizacije besednih
pomenov opozarjajo, da so le-ti izpeljani, prilagojeni ali
celo ustvarjeni s konkretnim kontekstom, v katerem je
beseda uporabljena, zaradi Cesar jih ni mogoce vnaprej
nasteti v leksikonu (Kilgarriff 1997, Hanks 2000). Poleg
tega se pod predpostavko, da imajo besede dolocljivo
Stevilo lo¢enih pomenov in podpomenov, takoj pojavi tudi
vprasanje, kako to Stevilo dolo¢iti in kako pomene
klasificirati, kar je ena od osrednjih tem v leksikografiji in
leksikalni semantiki.

Ne glede na vse tezave, na katere oznacevalci naletijo
med oznacevanjem korpusa, pa se je potrebno zavedati, da
so semanti¢no oznaceni korpusi nepogresljiv vir za razvoj
sodobnih jezikovnih tehnologij, kot so avtomatsko
razreSevanje vefpomenskosti, iskanje informacij po
obseznih zbirkah dokumentov in strojno prevajanje, prav
tako koristijo tudi v uporabnem jezikoslovju na podroc¢ju
leksikografije in jezikovne pedagogike ter v sploSnem
jezikoslovju za proucevanje pogostosti in sopojavljanja
posameznih pomenov.

Glede na to, da semanticno oznaCevanje korpusov Se
precej zaostaja za oznacevanjem na oblikoslovni in
skladenjski ravni, ne presenea dejstvo, da se s
semantiénim oznaéevanjem vzporednega prevodoslovnega
korpusa sre¢ujemo prvic, saj je za slovens¢ino zaenkrat na
voljo le manj$i enojeziéni semanti¢no oznaceni Korpus
(Fiser 2010), ki je nastal v okviru projekta Jezikovno
oznacevanje slovenscine (Erjavec et. al. 2010).

V prispevku najprej na kratko predstavimo uporabljene
vire in sorodne raziskave. Nato natan¢no opiSemo
postopek in rezultate oznacevanja ter predstavimo tipi¢ne
tezave, na katere smo med delom naleteli, ter podamo
predloge za spopadanje z njimi. Prispevek sklenemo z
zakljuénimi mislimi in predlogi za nadaljnje delo.

2. Uporabljeni viri

2.1. Princeton WordNet

Princeton WordNet (PWN) je obsezna leksikalna
zbirka za angleski jezik, ki je zacela nastajati v 80. letih
prej$njega stoletja na Univerzi v Princetonu in je kmalu
postala zelo priljubljen vir pri najrazli¢nej$ih nalogah
raCunalniSke obdelave naravnega jezika. V njej so
samostalniki, glagoli, pridevniki in prislovi razvrs¢eni v
t.i. sinsete, nize kognitivnih sinonimov oz. literalov, ki se
uporabljajo za izraZanje istega pojma (npr. sick, ill, slo.
bolan). Sinsetom je dodana razlaga, pogosto tudi primer
rabe in domenska oznaka, posamezni sinseti pa so s
semantiénimi in leksikalnimi relacijami (npr. anfonym,
slo. protipomenka) povezani v pojmovno mrezo. Wordnet
vsebuje tako enobesedne kot vecbesedne nize, pri emer je
upostevana tudi metafori¢na in idiomatska raba (Fellbaum
1998: 3-17).



V tej raziskavi uporabljamo razli¢ico 3.0, ki vsebuje
155.327 razliénih besed. Te so razvr§¢ene v 117.597
sinsetov, od katerih je slabih 70 % samostalniskih.
Enopomenskih besed v PWN je 128.321, ve¢pomenskih
pa 27.006, povprecna stopnja ve¢pomenskosti je tako 1,23
za samostalnike, 2,16 za glagole, 1,41 za pridevnike in
1,24 za prislove'.

2.2. sloWNet

Po vzoru PWN je nastal tudi slovenski wordnet
(sloWNet), ki je bil izdelan avtomatsko in je pri tem
ohranil strukturo ter pojme iz PWN. Gradnja sloWNeta, ki
je Se vedno v razvoju, je doslej potekala v treh fazah:
avtomatska indukcija slovenskih sinsetov na podlagi
razliénih Ze obstojeéih dvo- in vecjeziénih jezikovnih
virov (Fiser in Sagot 2008), Sirjenje sloWNeta s pomocjo
metod strojnega ucenja (Sagot in FiSer 2011) in
identifikacija  nezanesljivih  literalov =~z  uporabo
referenénega korpusa in temeljnih nacel distribucijske
semantike (Sagot in Fiser 2012).

V najnovejsi razlic¢ici sloWNeta je 82.721 literalov, ki
so razvrSceni v 42.919 sinsetov, kar predstavlja 36 % vseh
sinsetov v Princeton WordNetu. Zaradi virov in metod,
uporabljenih pri izdelavi wordneta, je v sloWNetu dale¢
najve¢ samostalnikov (70 % vseh sinsetov). 66 % literalov
je enopomenskih, povpre¢na stopnja veépomenskosti je
2,07, kar je nekoliko ve¢ kot v angleskem wordnetu, iz
Cesar pa ne gre sklepati, da je slovensko besedis¢e bolj
vecpomensko, ampak je treba vzeti v obzir dejstvo, da je
bil sloWNet izdelan avtomatsko, zato Se vedno vsebuje
mnogo napak, ki jih je v prihodnje potrebno odpraviti.

2.3. Korpus SPOOK

Slovenski prevodoslovni korpus SPOOK (Vintar
2009), ki je nastal v okviru projekta Slovensko
prevodoslovje — wviri in raziskave (2009!2012), je
petjezi¢ni primerljivo-vzporedni korpus, ki v vzporednem
delu vsebuje literarna besedila v angles¢ini, nemscini,
franco§¢ini in italijan§¢ini ter njihove prevode v
slovens¢ino, v primerljivem delu pa izvirna besedila v
slovenskem jeziku. Korpus, ki obsega 8 milijonov besed,
je stavéno poravnan, tokeniziran, oblikoskladenjsko
oznacen, lematiziran in zapisan v XML v skladu z naceli
TEI P5 (Erjavec 2012).2

Podkorpus, ki smo ga iz korpusa izbrali za semanti¢no
oznacevanje, obsega pet angleskih romanov, pri ¢emer
smo v zelji po ¢im bogatejSem besedis¢u in ¢im vedji
raznolikosti zastopanih pomenov pazili na to, da smo
izbrali dela petih razliénih avtorjev in razli¢nih Zanrov.
Izdelani podkorpus tako vsebuje znanstveno-fantasti¢ni
roman The Supernaturalist avtorja Eoina Colferja, ki je
bogat s tehni¢nimi opisi izmiSljenega sveta iz bliznje
prihodnosti, kriminalko The Way through the Woods
Colina Dexterja, Harry Potter and the Deathly Hallows
pisateljice J.K.Rowling, White Teeth britanske pisateljice
Zadie Smith, ki v svojem romanu veliko uporablja
pogovorni jezik ter Tolkienov The Two Towers, drugi del
epske fantazijske pripovedi Lord of the Rings. lzbrana
besedila je v slovens¢ino prevedlo pet razliénih slovenskih
prevajalcev, v tabeli 1 pa je mogoce videti velikost
posameznih del, ki smo jih oznacevali.

! http://wordnet.princeton.edu/man/wnstats, 7WN [15.5.2012]
? http://lojze.lugos.si/spook/korpus.html [18.9.2012]

St. besed | St. besed -
Naslov in avtor dela - izvirnik | prevod

The Supernaturalist
(Eoin Colfer) 62.235 58.775
The Way through the Woods
(Colin Dexter) 87.024 76.270
IHarry Potter and the Deathly
IHallows (J. K. Rowling) 56.078 58.778
Lord of the Rings: The Two Towers
(J. R. R. Tolkien) 146.771]  150.367
White Teeth (Zadie Smith) 169.099] 171.548

Skupajl 521.207] 515.738

Tabela 1: Seznam in velikost del, zajetih v raziskavo

3. Sorodne raziskave

Ker se pri tej raziskavi prvi¢ sreCujemo s semanti¢nim
oznacevanjem vzporednega korpusa za slovens¢ino, smo
se pri oznacevanju naslanjali na izkusnje, ki so jih pri
semanti¢nem oznacevanju korpusov pri sorodnih projektih
pridobili tuji kolegi. Prvi vzporedni korpus, oznacen s
pomeni iz wordneta, je MultiSemCor (Bentivogli, Forner
in Pianta 2004), ki temelji na predpostavki, da se med
prevajanjem izvirnika semanti¢ne funkcije v veliki meri
ohranijo, zato uporabijo angleski korpus SemCor (Miller
idr. 1994), ki ze vsebuje semanti¢ne oznake iz Princeton
WordNeta (Fellbaum 1998), ga prevedejo v italijans¢ino,
avtomatsko poravnajo na besedni ravni, nato pa
semantiéne oznake iz izvirnika prenesejo Se v prevod.
Recikliranje semanti¢nih oznak je mogoce, ker italijanski
wordnet (Artale, Magnini in Strapparava 1997) vsebuje
identi¢ne kode za sinsete.

Podoben pristop smo v pri¢ujoci raziskavi uporabili
tudi sami, tako da smo se skuSali izogniti najbolj pere¢im
problemom iz omenjene raziskave. Pri MultiSemCoru so
uporabili angleski korpus, ki so ga prevedli v italijans¢ino,
vendar so prevajalcem narocili, naj izvirne stavke
prevajajo ¢im bolj dobesedno, da bi korpus ¢im laZzje
poravnali na besedni ravni. S tem so bistveno vplivali na
podobo italijanséine v prevodu in leksikalno-semantiéni
inventar, ¢emur smo se v nasi raziskavi izognili, saj smo
oznacevali vzporedni korpus, ki vsebuje prevode
profesionalnih prevajalcev, namenjene knjizni objavi.

Po prevajanju so italijanski kolegi izvirnike in prevode
avtomatsko poravnali na besedni ravni, kar jim je
omogocCilo prenos originalnih semanticnih oznak v
italijan§¢ino. Na podlagi lastnih izkuSenj z uporabo orodij
za besedno poravnavo vzporednih besedil lahko trdimo,
da taks$ne poravnave zaenkrat vsebujejo toliko napak, da ta
pristop brez temeljitega rofnega popravljanja za
sloven$¢ino $e ni uporaben. To je za na$ korpus Se toliko
relevantnejse, ker vsebuje literarna besedila, za katera je
tipi¢no, da so njihovi prevodi ohlapnejsi in se manj drzijo
izvirnika, s ¢imer je avtomatska poravnava stavkov na
besedni ravni Se veliko tezja.

Avtorji, ki pri svojem delu potrebujejo semanti¢no
oznadene korpuse, pogosto posegajo po semantiénih
oznacevalnikih, kot sta na primer UKB (Agirre in Soroa
2009) in SenseRelate (Pedrsen in Kolhatkar 2009), ki
korpus avtomatsko oznacujeta tako, da veépomenskim
besedam glede na sobesedilo pripiSeta najverjetnejsi
pomen iz wordneta. Za naSe potrebe so omejitve pri
uporabi tovrstnih orodij naslednje: vecina orodij zaenkrat
Se ni prilagojenih za slovenscino, zato bi jih lahko



uporabili samo za angleski del korpusa. Edino orodje, ki
ga je po naSih informacijah mogoce uporabiti za kateri
koli jezik, za katerega obstaja wordnet, je UKB. Vendar
zanj avtorji porocajo, da pri oznacevanju dosega priblizno
70-odstotno natan¢nost, kar je za naSe potrebe premalo,
saj to pomeni, da bi med 100 oznafenimi pojavitvami
nekega ve¢pomenskega samostalnika v povpreéju imeli 30
napaéno pripisanih oznak, pri ¢emer bi bila ta Stevilka
najverjetneje Se bistveno vi§ja za samostalnike z visoko
stopnjo ve¢pomenskosti.

Tretja pomembna ovira pri uporabi avtomatskega
oznacevalnika pomenov pa je ta, da je za oznacevalnike,
ki temeljijo na wordnetu, zelo pomembno, da je wordnet,
ki ga pri odloCanju za izbiro najustreznejSega pomena
uporabljajo, ¢im obseznejsi in kvalitetnej$i, saj bi sicer
Sum iz wordneta negativno vplival na oznacevanje. Ker je
bil sloWNet izdelan avtomatsko in Se ni bil rocno
pregledan, opazamo, da je za ucinkovito rabo v te namene
zaenkrat Se premalo obsezen (vsebuje Stevilne prazne
sinsete), vsebuje pa tudi precej napak (v sinsetih se
pojavljajo besede, ki niso ustrezne leksikalizacije tega
pojma), zato menimo, da ga je pred uspeSno uporabo v
oznacéevalnikih potrebno $e izpopolniti.

Iz naStetih razlogov smo se za pilotno $tudijo
oznaCevanja lotili ro¢no, ki ga bomo na podlagi
pridobljenih izkuSenj v najkrajSem mozZnem casu tudi
avtomatizirali. Na izbranem vzorcu, izlu§¢enem iz
korpusa, oznaCevanje najprej preizkusimo v smeri
anglei¢ina-sloveni&ina, nato pa $e v obratni smeri. Ceprav
se zavedamo, da bi za celovit preizkus semanticnega
inventarja v sloWNetu potrebovali vzporedni korpus s
slovenskimi izvirniki in angleskimi prevodi, smo Vv
priCujo¢i raziskavi omejeni z naborom besedil Vv
slovensko-angleskem delu korpusa SPOOK, ki zaenkrat

vsebuje  zgolj znanstvene prispevke s podrocja
jezikoslovja, ta pa =za proucevanje vecpomenskosti

splosnega besedi$¢a niso primerna. Zato v tej raziskavi za
oznacevanje v smeri slovens¢ina-angles¢ina uporabljamo
kar obrnjen anglesko-slovenski korpus. Kljub temu da se
zavedamo, da bomo pri tem izgubili doloceno Stevilo
kulturno-specifiécnih  pomenov, ki se pojavljajo v
slovenskem izvirnem leposlovju, pa ocenjujemo, da so
izbrani prevodi delo najboljsih slovenskih prevajalcev in
so zato izrazno in slogovno na zelo visoki ravni, tako da
nam bo tudi ta korpus omogocal zanimiv vpogled v
zastopanost, distribucijo in prekrivnost pomenov med
jezikoma. Vsekakor pa raziskavo nameravamo razsiriti na
avtenti¢na slovenska besedila in njihove prevode takoj, ko
bodo na voljo.

4. Oznacevanje korpusa

4.1. Izbor besed za oznacevanje

Pri izboru besed za semanti¢no oznacevanje smo se
omejili na vecpomenske obcne samostalnike, saj je
razdvoumljanje osrednji problem semanti¢nega
oznaevanja. Iz istega razloga smo uvedli tudi dva
dodatna pogoja, in sicer, da se besede v vseh petih knjigah
podkorpusa pojavijo vsaj desetkrat in se hkrati pojavljajo
tudi v angleskem ter slovenskem wordnetu. Iskanje
konceptualnih razlik med jezikoma in kulturno-specifi¢nih
pomenov bi bilo verjetno bolj zanimivo na redkejSem
besedis¢u, vendar je le-to v sloWNetu zaenkrat Se
razmeroma slabo pokrito in s staliS¢a vecpomenskosti

manj problemati¢no, poleg tega pa na$§ osnovni namen
raziskave ni identifikacija izjem in redkih pojavov, temve¢
predvsem medjezikovno proucevanje pomenskega
inventarja osnovnega besedis¢a z dolgorocnejSim ciljem
razvoja avtomatskega pomenskega oznacevalnika.

V angles¢ini omenjenim pogojem ustreza 39 besed, v
slovenséini pa 35. Vefpomenskost med posameznimi
besedami je mocéno variirala, najbolj vecpomenska
angleska beseda glede na wordnet je beseda head s 33
enobesednimi pomeni, najmanj pomenov pa imajo besede
child, hour, people in year, in sicer po 4. Od izbranih
slovenskih samostalnikov je imela najvi§jo stopnjo
ve¢pomenskosti beseda vrsta (35 pomenov), najmanj pa
misel, oci, postelja in roka (po 4 pomene). Ker slovenski
wordnet vsebuje precej Suma, smo vse pomene izbranih
35 besed pred zacetkom oznacevanja ro¢no pregledali in
popravili napake.

Za vsako izbrano besedo smo iz vsake knjige izlus¢ili
po pet nakljucnih stavkov, ki so vsebovali izbrano besedo,
so obsegali med 5 in 50 besed, oznacevana beseda pa ni
ne prva ne zadnja v stavku. Za vsako besedo smo tako
zbrali 25 oznak, kar skupno pomeni 975 anglesko in 875
slovensko semanti¢no oznaéenih stavkov.

4.2. Oznaclevanje korpusa

Semanti¢no oznacevanje korpusa je potekalo roc¢no.
Vsaki izmed 975 angleSkih besed smo glede na sobesedilo
v korpusu in razlago ter semanti¢ne relacije v wordnetu
pripisali pomen (sinset ID) iz semanti¢nega leksikona
PWN. Nato smo v slovenskem prevodu istega stavka
preverili, ali prevodna ustreznica, ki jo je izbral
prevajalec, v sloWNetu sodi v isti koncept ter Se njej
pripisali ustrezen sinset ID. V nasprotnem primeru smo
zanjo poiskali najustreznejSi pojem in ji pripisali njegov
ID. Po =zaklju¢enem oznacevanju anglesko-slovenskih
stavkov smo postopek ponovili §¢ v obrnjeni smeri,
slovensko-angleski, kjer smo pomen pripisovali besedam
v 875 stavkih.

4.3. Rezultati oznacevanja

Izkazalo se je, da je bilo vse angleske izlu§¢ene besede
podkorpusa mogoce oznaditi z enim izmed pomenov v
wordnetu, prav tako to velja tudi za njihove prevodne
ustreznice v slovens¢ini. Precej tezje je bilo oznacevanje v
slovensko-angleski smeri, ker so se pojavljali pomeni, ki
jih na prvi pogled ni bilo lahko lo¢iti, saj so bile razlike
med njimi ponekod minimalne ali celo nejasne. Na
zahtevnost pripisovanja pomenov je vplivala tudi stopnja
veépomenskosti posamezne besede v sloWNetu. To
pomeni, da bo sloWNet v prihodnosti potrebno Se bolj
natan¢no pregledati in te nejasnosti odpraviti.

Po konfanem oznaevanju smo imeli za izbrane
besede in njihove prevodne ustreznice v obeh jezikovnih
smereh skupaj pripisanih 3.700 pomenov iz wordneta.
Zaradi boljSe preglednosti rezultate anglesko-slovenskega
in slovensko angleSkega podkorpusa navajamo v loc¢enih
razdelkih.

4.3.1. Rezultati angleSko-slovenskega korpusa

Med oznaCevanjem anglesko-slovenskega korpusa
smo od 372 moznih pomenov izbranih besed v wordnetu
uporabili zgolj 205 (55 %). Med posameznimi besedami
so velika odstopanja, saj so za besedi child in people
uporabljeni vsi pomeni, ki so bili na voljo (4), najmanjsi



odstotek pomenov pa je bil uporabljen za besedo head (7
od 33). Ko smo za oznacene besede v vzporednih stavkih
iskali prevodne ustreznice, smo nasteli 163 razli¢nih.
Poleg oznacevanja pomena posameznih besed smo v
korpusu pri 14 besedah od skupno 39 izbrali sinset, kjer
oznadena beseda tvori del vecbesedne zveze in tako
uporabili 22 razli¢nih pomenov za vecbesedne literale, ki
so bili uporabljeni v 50 stavkih (npr. arm rest). Nadaljnjih
11 besed oz. 40 stavkov je bilo oznacenih s pomenom
nesamostalniskega literala (npr. by heart)

4.3.2. Rezultati slovensko-angle§kega korpusa

Med oznacevanjem slovensko-angleskega korpusa je
bil delez uporabljenih pomenov za oznaéevanje nekoliko
vecji (58 %), Stevilo moznih pomenov za enobesedne
literale v wordnetu pa nekoliko nizje kot za angleski del
korpusa (262). Samostalnik glava se je pojavil v 2 od 13
pomenov iz sloWNeta, miza pa v vseh svojih 4 pomenih.
Oznacene besede imajo v korpusu 125 razli¢nih angleskih
ustreznic, ena sama je uporabljena za Zivijenje, kar devet
pa za vrsto. Pri 12 od 35 besed smo poleg pomenov za
enobesedne uporabili tudi 25 pomenov za vecbesedne
literale (npr. rojstni dan), pri petih pa Se sedem pomenov
nesamostalni$kih literalov (npr. v redu).

4.3.3. Analiza ujemanja pojmov med jezikoma

Med semanti¢nim oznacevanjem nas je zanimalo tudi,
kaks$no je (ne)ujemanje izbranega sinset id-ja za angleske
besede in sinset id-ja, ki je bil pripisan njeni prevodni
ustreznici v slovens¢ini. Izkazalo se je, da ujemanje v
anglesko-slovenskem podkorpusu povpreéno znasa 75 %,
v slovensko-angleskem pa je nekoliko visje, in sicer 78 %.

IRazlog za ANG-SLO SLO-ANG
neujemanje (St. primerov) |($t. primerov)
IParafraza 162, 84
Spec./generalizacija 44 84
Idiomatska raba 21 5
[Vecbesedna zveza 7 21
IKonceptualna razlika 5 0
Skupaj 239 194

Tabela 2: Pregled razlogov za neujemanje sinset ID-jev

Na tem mestu bi bila zanimiva primerjava
medjezikovnega ujemanja pojmov v kakSnem od sorodnih
projektov  semantinega  oznaCevanja  vzporednih
korpusov, vendar, kolikor nam je znano, tuji kolegi o
tovrstnih analizah ne porocajo, saj so se posvecali
predvsem proucevanju (ne)ujemanja uporabljenih oznak
med razli¢nimi anotatorji. Analiza, ki jo predstavljamo v
tem razdelku, tako podaja pogled na oznaceni korpus z
novega zornega kota. Posebno pozornost smo namenili
primerom, pri katerih ni bilo ujemanja med pripisanimi
sinset id-ji v obeh jezikih. Razloge za neujemanje smo
razvrstili v pet kategorij. Stevilo posameznih primerov je
za oba podkorpusa razvidno iz tabele 2.

Ker smo oznacevali korpus literarnih besedil, prevodi
katerih so pogosto svobodnejSi, neujemanje ne pomeni
nujno, da pojmi med jezikoma niso prekrivni, saj so
Stevilni avtorji pri proucevanju prevodoslovnih pojavov
(Baker 1993) ugotovili, da prevajalci tovrstnih besedil radi
posegajo po parafrazah in izpustih ter natancnejSih oz.

ohlapnejsih prevodih glede na izvirnik. To se je izkazalo
tudi za nasa podkorpusa. Ugotovili smo namre¢, da po
pogostosti najbolj izstopa parafraziranje, ko prevajalec iz
slogovnih ali individualnih razlogov izvirno besedo
nadomesti z drugacnimi jezikovnimi sredstvi, ¢eprav bi bil
neposredni prevod, v katerem je uporabljen literal iz istega
sinseta kot v izvirniku, jezikovno povsem ustrezen.

Primer 1:

Ang.: I'd rather go to bed than get into this.
Slo.: Rajsi bi $la malo spat kot pa tole.
(Ceprav bi bilo ustrezno tudi sla v posteljo).

V slovensko-angleskem delu je Stevilo primerov
spec./generalizacije enako Stevilu parafraz, v anglesko-
slovenskem delu pa smo na prevode, ki so pod- ali
nadpomenke o0z. mero- oz. holonimi izvirnikov, naleteli
44-krat.

Primer 2:

Ang.: The sniper in the rafters transferred the laser
dot to Stefan's head.

Slo.: Ostrostrelec je laserski Zarek nameril v Stefanovo
celo.

(Seprav bi bilo ustrezno tudi Stefanovo glavo)

V obeh podkorpusih so se pojavljali tudi primeri, ko je
bila idiomatska raba nekega izraza v izvirniku prevedena
razlagalno oz. nadomes¢ena s slovenskim idiomom s
podobno funkcijo oz. obratno.

Primer 3:

Ang.: I had some part in that: for I sat in a high place,
and I strove with the Dark Tower, and the Shadow
passed.

Slo.: Nekaj prstov sem imel pri tem zraven jaz: kajti
sedel sem na visokem kraju in se kosal s Temnim
stolpom, in Senca je presia.

Do neujemanja sinset ID-jev v enem in drugem jeziku
je prislo tudi zato, ker so nekateri koncepti v enem jeziku
izrazeni z vecbesedno zvezo, v drugem pa z enobesednim
leksemom. Do razlike lahko prihaja, ker vecbesedna zveza
v enem od jezikov v wordnetu ne obstaja (glej primer 4)
ali pa se ji spremeni besedna vrsta (glej primer 5).

Primer 4:

Slo.: No, ampak ravno sem te hotela vprasati, ce imas
kaksno posebno Zeljo v zvezi s praznovanjem rojstnega
dne.

Ang.: Actually, I've been wanting to ask you how you
want to celebrate your birthday, Harry.

Primer 5:

Slo.: Vrecka je bil v redu, samo govoril je prevec.
Ang.: Ziplock was OK, except that he talked too much.




Vsekakor pa nas je pri oznadevanju presenetilo
dejstvo, da smo naleteli na zelo majhno $tevilo
konceptualnih razlik. V anglesko-slovenskem delu je bilo
tak$nih 7, v slovensko-angleSskem delu pa nobene, kar je
za metodo, s katero je bil izdelan sloWNet zelo spodbudna
ugotovitev, saj kaze na to, da prevzemanje konceptualne
strukture iz tujega jezika za uporabo leksikona v praksi
nima velikega negativnega vpliva. Vse konceptualne
razlike izhajajo iz kulturno-specifi¢nih razlik, kot je npr.
sistem merskih enot.

Primer 6:

Ang.: You know it only rises about two feet off the
ground but he nearly killed the cat and he smashed a
horrible vase Petunia sent me for Christmas (no
complaints there).

Slo.: Kot ves, se metla dvigne najvec pol metra visoko,
a skoraj bi ubil macka in razbil je grozljivo vazo, ki mi
Jjo je Petunija poslala za bozic.

4.4. Opis tipi¢nih teZav in
spopadanje z njimi

Pri oznacevanju korpusa z ustreznim sinset ID-jem iz
semanti¢nega leksikona se je izkazalo, da je bilo veliko
lazje oznacevati anglesko-slovenski korpus kot slovensko-
angleskega. Eden izmed razlogov za to ti¢i v tem, da smo
pri oznacevanju slovensko-angleskega dela morali najprej
pocistiti napake, ki so nastale pri avtomatski gradnji
sloWNeta. Ce si ogledamo samo 4 od 35 oznagevanih
besed (vrsta, mesto, glava in konec), lahko vidimo, da smo
omenjenim besedam s popravljanjem napak v sloWNetu
Stevilo pomenov ve¢ kot prepolovili. Pri besedi vrsta smo
tako Stevilo pomenov zmanjSali s 54 na 21, pri mestu s 54
na 14, pri glavi s 53 na 13, pri besedi konec pa z 42 na 12.

Kot smo Zze omenili, ve¢jih tezav s konceptualnimi
razlikami pri oznaCevanju izbranega korpusa nismo imeli.
Veliko ve¢ je bilo primerov, pri katerih ni bilo ujemanja
med besednima vrstama izbranega pojma v enem in
drugem jeziku. Ceprav smo se zaradi najvedje
zastopanosti samostalnikov v sloWNetu odlocili za
oznacevanje slednjih, smo med oznacevanjem stavkov
mnogokrat ugotovili, da je izbrana beseda nastopala v
vlogi prislova ipd., kar je posledica napak pri
avtomatskem oznacevanju korpusa na oblikoskladenjski
ravni. Tako se je npr. izkazalo, da se beseda strah v 4 od
25 stavkov pojavi v povedno-prislovni obliki biti strah, za
katero v wordnetu nismo nasli primernega sinseta.

strategij za

Primer 7:

Slo.: Harry, vem, kako te viece v Godricov Dol, ampak
mene je strah...

Ang.: Harry, I know you really want to go to Godric's
Hollow, but I'm scared.

Problemati¢na je bila tudi vebesedna zveza pri roki.
Kot kaze primer 8, je njena angleska ustreznica af hand v
Princeton WordNetu uvr§¢ena med pridevnisSke sinsete,
medtem ko v slovensCini pri roki obravnavamo kot
prislov.

Primer 8:

Slo.: Nemogoce, da bi bili z opremo, ki jo imamo pri
roki, kos taksni okvari.

Ang.: There's no way we could deal with this kind of
damage with the equipment we have at hand.

Kar se ti¢e tezav pri pripisovanju pomenov, pa se je pri
oznacevanju besed v obeh delih podkorpusa izkazalo, da
je mnajtezje dolociti ustrezen sinset ID abstraktnim
samostalnikom. Na angleski strani so takSni bili: thing,
life, part, time, na slovenski strani pa vrsta, Zivijenje, cas,
prostor, ki so sicer izkazovali nekoliko vi§jo stopnjo
veépomenskosti, vendar je bilo veliko bolj kot $tevilo
pomenov problemati¢no to, da so bili posamezni pojmi v
wordnetu opredeljeni z ohlapnimi in nejasnimi razlagami
ter primeri rabe. Veliko hitreje je oznacevanje potekalo pri
stvarnih samostalnikih, §e posebej tistih, ki v enem svojih
pomenov oznacujejo del ClovesSkega telesa (arm, back,
head, hand, eye, foot, mouth oz. glava, noga, obraz, prst,
roka), saj se je pri oznacevanju kot najpogostejsi koncept
izkazalo prav poimenovanje za del Cloveskega telesa.
Ceprav ima tudi beseda head oz. glava razmeroma visoko
stopnjo ve¢pomenskosti, 33 pomenov v angleséini in 13 v
slovenséini, pa to ni povzrocalo tezav pri oznacevanju, saj
so razlike med izbranimi pomeni jasne.

Vecjo zanesljivost oznak bi bilo mogoce dosei z
uporabo ve¢ kot enega anotatorja za vsak stavek, kot je to
v navadi pri veCini projektov, ki se ukvarjajo z
jezikoslovnim oznacevanjem korpusov. To bi bilo Se
posebej koristno pri tezjih primerih, ki bi jih z ve¢jim
Stevilom anotatorjev veliko lazje identificirati, prav tako
pa bi na podlagi ve¢ glasov lahko izbrali splosno najbolj
sprejemljivo reSitev. Ker je dvojno ali veckratno
oznacevanje korpusa presegalo zmoznosti in okvire te
pilotne Studije, se bomo primerjavi in analizi odlocitev
razli¢nih anotatorjev posvetili v prihodnje.

5. Zakljucek

V prispevku smo predstavili uporabo medjezi¢no
poravnanih wordnetov za semantiéno oznaéevanje
vzporednega korpusa literarnih besedil, ki je bil izlus¢en
iz prevodoslovnega korpusa SPOOK. Analiza pripisanih
oznak je pokazala, da vecjih tezav z neujemanjem zaradi
jezikovnih in kulturnih razlik med angles¢ino in
slovens¢ino ni bilo, nad ¢imer smo bili vsekakor pozitivno
preseneceni. Ker smo za oznaCevanje uporabili samo
anglesko-slovenski korpus, bi bilo stopnjo ujemanja na
konceptualni ravni med tema dvema jezikoma v
prihodnosti nujno potrebno preveriti tudi na korpusu
avtentiénih slovenskih besedil z angleskimi prevodi, kjer
pricakujemo vecja odstopanja. Kljub vsemu pa izkusnje,
pridobljene v predstavljeni raziskavi, ne kazejo bistvenih
konceptualnih razlik, ki bi izdelavo slovenskega wordneta
s prevzemanjem semanticnega inventarja iz Princeton
WordNeta postavljala pod vprasaj, kar je za nadaljnji
razvoj vira zelo spodbudno.

Vendar je pri tem treba poudariti, da kljub spodbudnim
rezultatom, pridobljenih v pricujoéi raziskavi, Se vedno
obstaja precejSen razkorak med angleSkim in slovenskim
wordnetom na ravni pokrivanja leksikalnega inventarja, ki
se pojavlja v korpusu. Medtem ko Princeton WordNet
vsebuje vecino sploSnega in specializiranega besediSc¢a,
zaenkrat sloWNet zadovoljivo pokritost zagotavlja le za



najpogostejSe  besedis¢e, medtem ko je v njem
srednjepogostih in redkejSih izrazov bistveno manj, kar
mu mocno zmanjs$uje uporabno vrednost, zato bi ga bilo
potrebno ¢im prej razSiriti tudi z manj pogostim
besedis¢em.

Poleg analize semanti¢no oznacenega korpusa ima
opravljena raziskava tudi povsem oprijemljiv rezultat, ki
se kaze v obliki prvega vzorénega vzporednega korpusa za
slovens¢ino, ki je oznacen na semanti¢ni ravni. Na podlagi
izkuSenj, pridobljenih v prvem poskusu tovrstnega
oznacevanja, bomo v prihodnje definirali smernice za
obseznej$e oznacevanje korpusa SPOOK na semanti¢ni
ravni, s ¢cimer bomo omogocili najrazli¢nejse leksikoloske
in komparativne $tudije, ter razvili vir, ki bo uporaben tudi
v vefjeziénih jezikovnotehnoloskih aplikacijah. Poleg
raz§iritve roénega oznacevanja nacrtujemo s sistemati¢nim
popravljanjem sloWNeta in prilagajanjem avtomatskih
orodij, potrebnih za delo z jezikovnim parom angles¢ina-
slovens¢ina, omogociti tudi avtomatsko oznacevanje
celotnega vzporednega korpusa.

Ceprav se opravljena raziskava ukvarja z eno
najpomembnejSih posledic prevzemanja tujejeziCnega
vira, tj. testiranjem nabora in distribucije pomenov
slovenskih besed glede na jezikovno realnost, izpri¢ano v
korpusu, v njej nismo preverjali, v kolik§ni meri zasnova
semanti¢nega leksikona na obstoje¢em viru vpliva tudi na
strukturo dobljene semanti¢ne mreze in na katerih mestih
bi bilo zaradi konceptualizacijskih razlik ter jezikovnih
posebnosti med angles¢ino in slovens$¢ino potrebno
omogociti odstopanja od nje. Diagnosti¢ni testi, ki jih v
sorodnih  raziskavah  uporabljajo za  potrjevanje
semantiénih relacij med dvema pojmoma, so namreé
zanesljivi le na zelo velikih koli¢inah podatkov, bistveno
veéjih od oznacenega korpusa, Cemur se nameravamo
posvetiti v nadaljnjem raziskovalnem delu.
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Povzetek
Prispevek predstavlja sistem vsebinskega priporo¢anja dokumentov v digitalni knjiZnici Univerze v Mariboru. S pomocjo takSnega sis-
tema lahko uporabnikom ponudimo vec¢ vsebine, hkrati pa izboljSamo nekatere Ze obstojece funkcionalnosti v digitalni knjiZnici. Sistem
priporocanja obdeluje vsebino dokumentov in pri razvrs¢anju zadetkov uposteva tudi uporabniske aktivnosti. V prispevku podrobneje
opiSemo kako sistem obdela besedila in razvrsti zadetke po podobnosti. Podamo rezultate meritev vplivov razli¢nih obdelav besedila na
kvaliteto priporocil. Na koncu podamo nekaj idej za izboljSave funkcionalnosti v digitalni knjiZnici.

A content-based recommender system and its role in functionality improvements of the Digital Library of
University of Maribor

This article presents a content-based document recommender system in the digital library of University of Maribor. By using this kind of
a system, we can offer users more content while simultaneously enhancing some established features of the digital library. In the system
workflow, the documents are processed and user activities are also taken into account in the document similarity ranking process. The
article describes in detail, the document processing, as well as the document similarity ranking process. We provide the measurement
results which show the effect of different document processing techniques on recommendation quality. Some ideas where to use the

functionality of this system in the digital library, apart from recommending documents, are also provided.

1. Uvod

Sistemi priporo¢anja so del vsakdanje izkusSnje na
spletu, predvsem pri spletnih trgovinah in spletnih iskal-
nikih. Glavni cilj teh sistemov je ponuditi uporabniku
vsebine, ki bi ga najbolj zanimale. Motivacija za to je
lahko razli¢na. Spletne trgovine uporabljajo taksne sisteme,
da bi povecale predstavitev ponudbe. Pri spletnih iskal-
nikih iskalnikih je cilj nuditi poosebljeno iskanje in tako
uporabniku dostaviti najbolj ustrezne zadetke. Sistem pri-
porocanja mora torej na inteligentni nacin razpoznati upo-
rabnikovo zanimanje zgolj na podlagi njegovih aktivnosti
na spletni strani.

Pristopi priporo€anja se delijo na dve skupini. Prva sku-
pina pristopov deluje nad uporabniskimi aktivnostmi. Va-
njo spadajo sodelujoce filtriranje (angl. collaborative fil-
tering), pristopi z binarnimi vektorji (Melville in Sindh-
wani, 2010) in algoritmi Slope One (Lemire in Macla-
chlan, 2005). Druga skupina pristopov priporocanja deluje
zgolj nad vsebino, uporabniske aktivnosti pa nimajo pogla-
vitne teZe in se tako navadno uporabljajo za dodatne uteZzi
pri razvr$Canju rezultatov. Te metode se uporabljajo tudi
na podro¢ju pridobivanja informacij (angl. information re-
trieval). Med bolj znane spadajo metoda BM25 (Garcia,
2011), latentna semanti¢na analiza (LSA) (Deerwester et
al., 1990) in druge, ki so bile izpeljane iz podobnih predpo-
stavk.

V tem Clanku predstavimo sistem vsebinskega pri-
porocanja dokumentov v digitalni knjiZnici Univerze v Ma-
riboru (v nadaljevanju DKUM) in pokaZemo kako posre-

dno in neposredno izboljSuje njene trenutne funkcionalno-
sti. Pokazemo tudi, da se lahko sistemi priporocanja upo-
rabijo tudi v druge namene. Izhajamo iz dejstva, da je de-
lovanje sistema priporoc¢anja podobno delovanju spletnega
iskalnika. Obema je skupno, da vracata najbolj ustrezne re-
zultate glede na vhodni vnos. Razlikujeta se le v nacinu po-
dajanja vhodnega vnosa. Iskalni pojem kot vhod v spletni
iskalnik najveckrat vnese uporabnik, medtem ko se pri sis-
temu priporoc¢anja kot vhod ovrednoti uporabnikova aktiv-
nost. Kadar izvajamo vsebinsko priporocCanje, pravzaprav
tvorimo znacilke iz besedila. Slednje pocnejo tudi spletni
iskalniki. Ceprav imajo uporabnikove aktivnosti pri tem
stransko vlogo pa jih lahko Se vedno uporabimo kot doda-
tne uteZi, da bi Se bolje filtrirali ustrezne vsebine in se s tem
pribliZali ideji poosebljenega iskanja.

V prispevku najprej opiSemo sistem vsebinskega pri-
porocanja dokumentov v . DKUM. Podrobneje opiSemo
strukturo sistema, uporabljene obdelave besedila in posto-
pek razvricanja zadetkov. Sledi analiza vpliva razli¢nih
obdelav besedila na kvaliteto priporocil. Zatem opiSemo
mozne uporabe sistema priporocanja v druge namene - na-
tan¢neje pri iskanju potencialnih plagiatov in svetovanju pri
izbiri mentorjev zaklju¢nih del. V zakljuc¢ku podamo smer-
nice za nadaljnje delo.

2. Sistem vsebinskega priporoc¢anja

Nas sistem tvorijo streznik in spletne storitve za dostop
do streznika. StreZnik je sestavljen iz treh kljuénih kompo-
nent, ki omogocajo priporocanje (slika 1). Z modulom za



beleZenje uporabniskih aktivnosti pridobimo informacije o
uporabniskih aktivnostih kot so Stevilo ogledov, Stevilo pre-
nosov in ocene gradiv. Modul obdelave dokumentov za-
gotavlja poenoteno predstavitev vseh dokumentov v obliki
naslova, klju¢nih besed in povzetka. Hkrati se v tem mo-
dulu izvaja izraCun ocen BM25, ki tvori indeks dokumen-
tov. Slednjega lahko predstavimo kot matriko podobnosti
vseh dokumentov. Streznik izvaja obdelavo dokumentov
periodicno, saj se v zbirko dokumentov dodajajo novi do-
kumenti. Na tak nacin posodabljamo indeks dokumentov.
Podatki o uporabnikih in izraunane podobnosti med do-
kumenti so vhod v modul razvrs$¢anja dokumentov, kjer iz-
beremo podobne dokumente glede na dokument, ki si ga
uporabnik trenutno ogleduje.

Ogled Priporoceni
vsebine dokumenti
A
: Streznik
i v
: Mehanizem
Obdelava I belezenja Razvrscanje
[Tl dokumentov | | | uporabnigkih dokumentov
: aktivnosti
A ! A4
|
|
: YV — ——
I
Dokumenti | | Profili Indeks
: uporabnikov dokumentov
I
I
| Podatkovna baza f
1
|

Slika 1: Struktura sistema priporoc¢anja dokumentov.

2.1. Obdelava besedila

Vhodne dokumente smo predstavili z naslovi, klju¢nimi
besedami in povzetki. Iz besedila vhodnih dokumentov
smo najprej odstranili pogoste besede, ki ne vsebujejo in-
formacije o njegovem pomenu. To so slovni¢ne besedne
zveze med katere spadajo vezniki, predlogi, ¢lenki in med-
meti. Seznam pogostih besed smo tvorili sami s Stetjem
besed v dokumentih, ki so trenutno v DKUM. Nadalje smo
uporabljali dve vrsti obdelave - lematizacijo in avtomatsko
pridobivanje klju¢nih besed s pomenskim oznacevanjem.
Tako lematizator kot tudi pomenski oznacevalnik sta plod
dela naSe razvojne skupine in ju uporabljamo po principu
¢rne Skatle.

2.1.1. Lematizacija

Lematizacija (angl. lemmatisation) ali geslenje je po-
stopek dolocanja osnovne slovarske oblike (leme) besedam
v besedilu (Brezovnik, 2009). Lematizaciji zelo podoben
postopek je krnjenje. Glavna razlika med lematizacijo in
krnjenjem je v tem, da krnjenje besede ne pretvori v slovar-

sko obliko, ampak preprosto odreZe kon¢nico besede tako,
da ostane le krn. Pri besedilnem rudarjenju se lematizacija
lahko uporablja pri odkrivanju kontekstov besedil. Tako
si z lematizacijo olajSamo delo, saj sklepamo, da bo lema
obdrzala pomen besede.

2.1.2. Avtomatsko pridobivanje kljucnih besed s
pomenskim oznacevanjem

Za opis tematike dokumenta ponavadi vzamemo
slednjimi lahko uvrstimo dokument v ustrezne kategorije.
Nekatere kljucne besede pa niso vedno primerne, saj so
prevec splosne ali pa prevec specifiCne. V tem primeru po-
znamo reSitev v obliki avtomatskega pridobivanja klju¢nih
besed. Postopek deluje tako, da kot vhod podamo celoten
dokument ali pa le en odsek, na izhodu pa dobimo besede,
ki opisujejo tematiko vhodnega besedila. Uporabili smo
postopek, ki uporablja pomensko oznafevanje s pomocjo
Wikipedije (Burjek, 2011). Pridobivanje klju¢nih besed po-
teka v naslednjih korakih:

I. Z algoritmom za iskanje besed najdi primerne besede
za pomensko oznacevanje.

II. Razvrsti besede glede na podatek o temah, na katere
je posamezna beseda kazala v Wikipediji.

IlI. S pomocjo algoritma za izraCun sorodnosti,
razloCevalnika in klasifikatorja naucenega z al-
goritmom C4.5, izracunaj sploSnosti besed.

IV. Za vsako besedo izracunaj vrednost za verjetnost, da
bi bila beseda povezava na temo, ¢e bi se pojavila v
Wikipediji.

V. Vrni seznam besed,
izraCunanih v koraku IV.

urejenih  po verjetnostih

Tabela 1: Primer rezultata pridobivanja klju¢nih besed s po-
menskim oznacevanjem.

Vhod

V diplomskem delu obravnavamo problematiko pisa-
nja tehni¢nih vsebin in objavljanj le-teh na spletu. V
teoreti¢nem delu predstavimo slovnico oznacevalnih
jezikov LaTeX in MathML. V prakticnem delu smo
izdelali spletni urejevalnik WYSIWYG, ki omogoca
vnos matemati¢nih in kemijskih formul, zapisanih v
oznacevalnem jeziku MathML.

Izhod

MathML, WYSIWYG, LaTeX, Jezik, Slovnica,
Splet, Tehnika

V koraku I pred izbiranjem primernih besed za pomen-
sko oznaCevanje uporabimo parameter Pmin, ki predstavlja
minimalno zahtevano verjetnost, da je beseda oznacena kot
povezava v Wikipediji. Ta parameter lahko nastavljamo



poljubno, avtor pa svetuje vrednost 0.85, kar pomeni 85%
verjetnost, da gre za povezavo v Wikipediji. Verjetnosti se
izra¢unajo z enacbo 1, kjer nj(w) pomeni Stevilo pojavitev
kot beseda, Ny (W) pa Stevilo vseh pojavitev v Wikipediji.

ni(w) 0
Nw (W)

Po koraku I so znane besede, ki so se pojavile v be-
sedilu, ne pa tudi njihov pomen. Zato v koraku II ugota-
vljamo pomen besed na podlagi tematik, v katerih so se
pojavile. Besede lahko imajo ve¢ pomenov, zato je treba
ugotoviti katere so enopomenske in katere ve¢pomenske.
To storimo tako, da ovrednotimo povezavo med besedami
in tematikami glede na pogostost uporabe. Tukaj igrajo
glavno vlogo verjetnosti, da so besede povezave v Wikipe-
diji. V kolikor je verjetnost besede ve¢ja od minimalne zah-
tevane verjetnosti, jo smatramo kot enopomensko in tako
dolo¢imo pomen besede.

V koraku III s pomocjo razlocevalnika izratunamo
verjetnosti miSljenih pomenov pri ostalih besedah.
RazloCevalnik izraCuna verjetnost s pomocjo sploSnosti
angl. commonness, sorodnosti in podatkov s konteksta.
Pri kontekstu se upoSteva kvaliteta konteksta; ce so
enopomenske besede v istem dokumentu sorodne, je pri
dolocanju pomena vecpomenskih besed bolj pomembna
sorodnost, v primeru slabe sorodnosti pa je bolj pomembna
splosnost.  Splosnost je dana z enacbo 2 in predstavlja
inverz verjetnosti, da je beseda povezava v Wikipediji.

pi(w) =

(@)

Sledi Se korak IV, kjer se za vsako besedo izrauna vre-
dnost za verjetnost, da bi bila beseda povezava na temo, ce
bi se pojavila v Wikipediji. Izracun poteka s pomocjo al-
goritma C4.5, ki tvori odlocitveno drevo s katerim klasifici-
ramo primerne besede. Uporabljen pomenski oznacevalnik
je zasnovan na odprtokodni resitvi Wikipedia Miner, kjer se
prav tako uporablja algoritem C4.5, zanimivo pa bi bilo pre-
izkusiti tudi kaksSen drug algoritem za gradnjo odlocitvenih
dreves. Vhod v ta algoritem so torej pojavitve besed, iz-
hod razlocevalnika (verjetnost, da je pomen pravilen), so-
rodnost z ostalimi tematikami, verjetnost povezave, globina
tematike v hierarhiji in pozicija besede v besedilu (pojavi-
tev na enem mestu ali razprSena pojavitev). Vse verjetnosti
za besede, ki so manjSe od Pmin, se odstranijo iz seznama.
S korakom V se seznam preostalih besed uredi po verjetno-
stih.

2.2. Razvrscanje zadetkov

Za razvr$Canje zadetkov smo uporabili metodo
razvr§¢anja BM25 skupaj z dodatnimi uteZmi, ki so
pridobljene z metapodatki dokumentov in opazovanjem
aktivnosti uporabnikov.

2.2.1. BM25

BM25 (Best Match 25) je metoda razvrS€anja, ki
omogoca razvr§¢anje dokumentov po podobnosti na pod-
lagi besed, ki se pojavljajo v dokumentih. BM25 v bistvu
ni samo ena funkcija, temve¢ druZina ve¢ funkcij, ki se raz-
likujejo po uteZnih shemah in vrednostih parametrov po-
membnosti za uteZi. NajveCkrat se uporabljata utezi tf in

idf. Utez tf (angl. term frequency) predstavlja frekvenco
doloCene besede v dokumentu, utez idf (angl. inverse do-
cument frequency) pa pomembnost besede glede na celotno
zbirko dokumentov.

tf(t,d) = |In:ted|| 3)
nit)=|[de D:ted| 4)
. D|| — n(t) +0.5
idf (t) = log . |l] (t)ni 2); 5)

[ID|| v enalbi 5 predstavlja kardinalnost (velikost)
zbirke D, n(t) dan z enacbo 4 pa Stevilo dokumentov, ki
vsebujejo besedo t. Ocena BM25 (s(d, q)) je odvisna od
utezi tf in idf ter parametrov ki in b. Splo$na enacba
izraCuna ocene BM25 za dokument d glede na zahtevo (
z besedami @; je podana z enacbo 6.

lall
. (i, d) - (k
(e 0) = Y i0F@) - e ),

i=1

gieq (6

2.2.2. Parametrak; inb

Kljuéno vlogo imata parametra K; in b, ki uravna-
vata tezo utezi tf in teZo dolZine dokumentov v konénem
izracunu. DolZina dokumentov se meri s Stevilom besed.
Parametra sta bila utemeljena zaradi dveh predpostavk o
znacilnostih, ki se pojavljajo pri pisanju dokumentov. Pred-
postavka o Sirini vsebine dokumenta (angl. verbosity hypo-
thesis) govori o tem, da je lahko dokument daljsi zaradi
uporabe nepomembnih ali redundantnih besed, medtem ko
predpostavka o obsegu dokumenta (angl. scope hypothesis)
govori o daljSih dokumentih zaradi dejanske koristne vse-
bine. V praksi gre za kombinacijo teh dveh predpostavk,
zato potrebujemo ustrezno normalizacijo. DolZino vsakega
dokumenta lahko normaliziramo s povprecno dolZino do-
kumentov (enacba 8). Nadalje lahko to normalizacijo regu-
liramo s parametrom b kot kaZe enacba 9.

ld[| = > tf(ti,d), ted )
i=1
DY A
AR ®
B=l—b+b-—”ij\H )

Parameter K; uravnava pomembnost utezi tf, parameter b
pa pomembnost dolZine dokumentov. Vrednosti parame-
trov K; in b lahko dobimo z optimizacijskimi postopki, na-
vadno pa se uporabijo vrednosti ky € [1.2,2.0]inb = 0.75.

2.2.3. Dodatne utezi

Vsak dokument je ob vsebini predstavljen tudi z me-
tapodatki. Ti vsebujejo podatke o organizaciji, mentorju,
Studijskem programu, letu izida, primarnem jeziku ipd.
Skupaj s temi podatki smo uporabili tudi uporabniske aktiv-
nosti, ki se odrazajo v Stevilu ogledov, Stevilu prenosov in



Tabela 2: Obdelava besed in tokenizacija besedne zveze ob lematizaciji

obdelava besed

porazdeljenega — porazdeljen
raCunalniskega — racunalniski

sistema —> sistem

obdelava besednih zvez | porazdeljenega racunalniskega sistema — porazdeljen_racunalniski_sistem

povprecni oceni dokumenta. Tako uporabljamo ve¢ kriteri-
jev za razvrs€anje, ki jih zdruzimo v strategijo razvrscanja,
v kateri ima vsak kriterij svojo prioriteto. Slednja je pred-
stavljena s tabelo 3.

Tabela 3: Strategija razvrS€anja rezultatov priporocanja.

pomembnost utez

1 ocena BM25

leto izida

Stevilo prenosov

Stevilo ogledov

povprecna ocena

fakulteta

mentor

0| NN WD

Studijski program

2.2.4. Odstranjevanje neustreznih zadetkov z
dinami¢no mejo

V¢asih se lahko zgodi, da za rezultat ne bomo dobili do-
brih priporocil. Razlog je v raznolikosti gradiv, ki nam ne
zagotavlja, da obstaja toliko podobnih dokumentov, kolikor
je nase minimalno Zeleno Stevilo priporocil. V tem primeru
je potrebno razviti naknadno filtriranje z dinami¢no mejo.
Ce je v seznamu priporo¢il zaznana velika razlika med vre-
dnostmi ocen BM25, lahko iz seznama odstranimo vse za-
detke, ki se pojavijo za zaznano veliko razliko. S tem za-
gotovimo le pomensko ustrezne zadetke. Primer filtriranja
z dinami¢no mejo je podan v tabeli 5, kjer je vrednost mi-
nimalnega Zelenega Stevila zadetkov enaka 5. Dinamicna
meja je postavljena na polovico najvecje ocene, kar lahko
interpretiramo kot upoStevanje vseh zadetkov, ki so za vec
kot 50% pomensko povezani z najustreznejSim zadetkom.
Nato izracunamo razlike AAj med najvecjo oceno in vsako
naslednjo oceno. Iz seznama odstranimo tiste zadetke, kjer
je razlika ocen vecja od dinami¢ne meje.

3. Vpliv razli¢nih obdelav besedila

Pri naSem delu smo preucevali obnaSanje sistema pri
razli¢nih obdelavah vhodnih besedil. Preverjali smo kva-
liteto rezultatov ob obdelavi na nivoju besed in besednih
zvez. Ker so metode, ki smo jih uporabljali, namenjene

obdelavi besed, smo upostevanje besednih zvez omogocili
tako, da smo besedno zvezo prepoznali in jo tokenizirali.
Tako smo dobili tokenizirano besedno zvezo, ki se je v me-
todi za izraCun podobnosti obnaSala kot beseda. Primerjavo
obdelave besed in tokenizacije besednih zvez prikazuje ta-
bela 2.

Hkrati smo preucevali vpliv lematizacije. Podobno smo
preucevali tudi vpliv avtomatskega pridobivanja klju¢nih
besed s pomenskim oznacevanjem. Uspesnost je bila zmer-
jena na 80 naklju¢no izbranih dokumentih v DKUM, kjer
smo se omejili na gradiva iz Fakultete za elektrotehniko,
racunalnistvo in informatiko Univerze v Mariboru (v na-
daljevanju UM-FERI). Za vsako gradivo smo vrnili 5 pri-
poroCil in ugotavljali ustreznost priporocila za cloveka.
Ustreznost smo merili tako, da je skupina izbranih ljudi
ocenjevala seznam priporoCil z oceno med 0 in 5. Ta
ocena pomeni Stevilo za Cloveka ustreznih zadetkov v se-
znamu priporo€il. Ocene smo za vsako kombinacijo obde-
lav seSteli in izraCunali odstotek ustreznosti. Med ocenje-
valci so bili Studenti zaklju¢nih letnikov Studijskih progra-
mov 1. in 2. bolonjske stopnje, kot tudi nekateri zaposleni
na UM-FERI. Te ljudi smo smatrali kot domenske strokov-
njake. Ocenjevalci so za vsak dokument dobili le informa-
cije o naslovu in kljuénih besedah.

Tabela 4: Rezultati kvalitete rezultata pri razli¢nih obdela-
vah vhodnih dokumentov.

brez lem. z lem.

besede 51.80% 55.70%

besedne zveze 52.60% 59.70%
besede + pom. ozn. 47.40% 46.20%
besedne zveze + pom. ozn. 48.60% 55.50%

Dobljeni rezultati so pokazali, da se z vidika kvalitete
priporocanja bolje obnese obdelava besedil na nivoju be-
sednih zvez, kot tudi obdelava z lematizacijo. Slednja je
bistveno pripomogla k boljSemu odstotku ustreznosti. Av-
tomatsko pridobivanje klju¢nih besed se je v vecini prime-
rov izkazalo kot dober nacin bogatenja konteksta v opisu
dokumenta. Ob podrobnejsi analizi spreminjanja vrednosti
parametra Pmin pri pomenskem oznacevalniku menimo, da
bi lahko Se povecali faktor vpliva na koncen rezultat.



Tabela 5: Filtriranje z dinami¢no mejo; neustrezen zadetek izpade iz seznama zadetkov, saj ima meja vrednost 6.32.

Naslov vhodnega dokumenta

Izdelava WYSIWYG urejevalnika s podporo matemati¢nim in kemijskim znakom

Seznam zadetkov

i | Naslov dokumenta Ocena BM25 | A
1 | Izdelava e-dokumentov s programskim jezikom LaTeX 12.64 0
2 | Objava znanstvenih dokumentov na spletnih straneh 10.91 1.73
3 | Urejanje in obdelava besedil 7.05 5.59
4 | Analiza uporabnosti urejevalnikov besedil v poslovnih sistemih 6.85 5.79
5 | Virtualna radijska novinarska redakcija 5.93 6.71

4. Uporaba priporocanja v druge namene

Priporo¢anje dokumentov lahko uporabimo tudi za
druge namene. Zaradi narave rezultata (to je seznam po-
dobnih dokumentov) lahko priporo¢anje dokumentov uvr-
stimo v delovni tok kot korak obseZnejSega procesa. Primer
takSnega procesa sta recimo odkrivanje potencialnih plagi-
atov in svetovanje pri izbiri mentorjev zaklju¢nih del.

4.1. Izboljsava iskalnika

Trenutni iskalnik na DKUM deluje na podlagi ujemanja
iskalnega niza z naslovi, klju¢nimi besedami in avtorji gra-
div. Pri tem nekatere ustrezne zadetke uvrs€a nizje, saj ne
uposteva sinonimov in drugih pomenskih informacij. Tre-
nutni iskalnik prav tako ne smatra sklanjatev vhodnih besed
kot ene besede, temvec kot razli¢ne. Posledi¢no vraca le ti-
sta gradiva, ki vsebujejo to¢no podano sklanjatev ali pa jo
imajo vsebovano v naslovu in klju¢nih besedah kot podniz.
Iskalnik bi lahko izboljsali z upostevanjem zadetkov, ki jih
najde sistem priporocanja. Slednji je odporen na problem
sklanjatev zaradi uporabe lematizacije in upoSteva pomen
dokumenta, ne le ujemanja nizov.
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Slika 2: Vloga sistema priporoc¢anja znotraj procesa iskanja
potencialnih plagiatov.

4.2. Iskanje potencialnih plagiatov

Pri iskanju potencialnih plagiatov navadno delamo pri-
merjave med vsemi dokumenti. Z vkljucitvijo delovanja
priporoc¢anja dokumentov bi lahko eliminirali dokumente,
ki si niso podobni, kar bi zmanjS$alo obdelovano mnoZico.
S tem bi ustvarili seznam filtriranih dokumentov, katere naj
sistem za iskanje potencialnih plagiatov upoSteva pri na-
daljnji obdelavi. Priporo¢anje dokumentov sluZi kot pred-
hodna obdelava dokumentov, ki vrne le najbolj podobne
dokumente in s tem pohitri dejanski postopek odkrivanja
potencialnih plagiatov nad njimi (slika 2).

4.3. Svetovanje pri izbiri mentorja zakljucnih del

Se ena aplikacija priporocanja bi lahko bila v obliki
orodja, ki Studentom svetuje izbiro mentorja pri zaklju¢nih
delih. Student bi v aplikacijo vpisal klju¢ne besede iz po-
drocja, ki ga zanima, aplikacija pa bi med diplomskimi,
magistrskimi in doktorskimi nalogami nasla najbolj ustre-
znega mentorja (slika 3). To bi potekalo tako, da bi naj-
prej poiskali dokumente, ki so podobni vhodnim klju¢nim
besedam, nato pa bi presteli, kolikokrat se mentorji poja-
vljajo v seznamu. V primeru izenacenja bi lahko uporabili
Se dodatno utez glede na to, kateri dokument ima najvecjo
podobnost z vhodnimi klju¢nimi besedami.

ik
by 4

Sistem
priporocanja

KI'uéne[:

besede

Student J7
f Seznam mentorjev

Slika 3: Uporaba sistema priporoCanja pri svetovanju men-
torja.



5. Zakljucek

Prispevek predstavlja sistem vsebinskega priporoCanja
dokumentov v digitalni knjiznici Univerze v Mariboru. S
pomocjo takSnega sistema lahko uporabnikom ponudimo
veC vsebine, hkrati pa izboljSamo nekatere Ze obstojeCe
funkcionalnosti v digitalni knjiznici. Sistem priporocanja
obdeluje vsebino dokumentov in pri razvr$¢anju zadetkov
uposteva tudi uporabniSke aktivnosti. Predstavili smo tudi
notranje funkcije sistema priporocanja v smislu obdelave
besedil, pomenskega oznacevanja in razvr$¢anja zadetkov,
katerih delovanje smo tudi podrobneje opisali. Pokazali
smo, da se je najbolje obnesla obdelava besedil na nivoju
besed v navezi s pomenskim oznafevanjem in lematiza-
cijo. V sploSnem je obdelava z lematizacijo doprinesla k
boljsi ustreznosti priporocil. Opisali smo kako lahko pred-
stavljeni sistem priporocanja izboljSa trenutne funkcional-
nosti DKUM v smislu izpopolnjenega iskanja in potencial-
nega iskanja plagiatov ter omogoca izdelavo aplikacije za
svetovanje mentorjev pri zakljucnih delih. Razvit sistem
priporocanja se od junija 2012 aktivno uporablja na straneh
DKUM.

Nadaljnje delo obsega preucevanje drugih metod za is-
kanje vsebinske podobnosti. Med te metode spada latentna
semanti¢na analiza, katero bi v prihodnosti radi vkljucili
v delovanje sistema, saj omogoca boljSo razpoznavo si-
nonimov. Rezultat bi tako bila hibridna dvofazna funk-
cija razvrS€anja, ki bi v prvi fazi grobo filtrirala zadetke s
pomocjo BM25, v drugi fazi pa fino filtrirala z latentno se-
manti¢no analizo in upoStevanjem uporabniskih aktivnosti.
Prav tako bi Zeleli preizkusiti kvaliteto delovanja sistema,
¢e bi dokumente predhodno grucili in klasificirali glede na
tematiko. Trenutno delovanje bi morda lahko Se izboljsali
z optimizacijo parametrov BM25 glede na korpus besedil.
Zeleli bi preveriti vpliv parametrov BM25 na rezultat pri-
porocanja in izvesti uglasevanje teh parametrov s pomocjo
nekaterih optimizacijskih postopkov. Predvsem Zelimo za-
snovati Se objektivno metriko za ocenjevanje priporocanja,
na podlagi Stevila obiskanih priporo¢il.
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Abstract
Starting in 1966 with the introduction of the ELIZA chatbot, a great deal of effort has been devoted towards the goal of developing a
chatbot system that would be able to pass the Turing Test. These efforts have resulted in the creation of a variety of technologies and
have taken a variety of approaches. In this paper we compare and discuss the different technologies used in the chatbots which have
won the Loebner Prize Competition, the first formal instantiation of the Turing Test. Although there was no game changing
breakthrough in the chatbot technologies, it is obvious they evolved from the very simple pattern matching systems towards
complicated patterns combined with ontologies and knowledge bases enabling computer reasoning.

Pregled najboljSih programov za klepetanje z racunalnikom iz Loebnerjevega tekomovanja

Vse od leta 1966 naprej, ko se je pojavil prvi program za klepet ELIZA, se poskusa razviti program ki bi bil sposoben opraviti
Turingov test. V tem Casu je bilo razvitih veliko razli¢nih resitev in pristopov k resevanju tega kompleksnega problema. V tem ¢lanku
primerjamo in opiSemo pristope pri programih za klepetanje ki so zmagali na Loebnerjevem tekmovanju. Loebnerjevo tekmovanje je
prva formalna izvedba Turingovega testa in se izvaja Ze vse od leta 1991. Kljub temu, da do danes Se nobenemu programu ni uspelo
prestati testa, so mo¢no napredovali. Iz zelo enostavnih algoritmov z iskanjem vzorcev besedila, so se z leti razvili v kompleksne

sisteme prepoznavanja vzorcev, ki vkljucujejo tudi ontologije in tako do neke mere Ze omogocajo tudi racunalnisko sklepanje.

1. Introduction

There are numerous approaches to human-computer
interaction. One of them is via natural language (NL),
which again has more sub-approaches and goals. In this
paper we focus on chatbots, which are gaining popularity
again due to success of virtual assistants such as Siri, Evi,
S-Voice, Jeannie, CallMom and others.

The main purpose and idea of the so called chat-bots is
that the computer is performing a natural language
conversation with human clients which should be as
human-like as possible. Based on the task bot was made
for, the conversations then usually serves some specific
purpose such as searching the web, organizing files on the
computer, setting up appointments, etc.

Currently the biggest challenge that existing chat-bots
have is maintaining of the context and understanding the
human inputs and its responses. Most of the existing bots
still work just on the pattern matching of inputs and then
trying to find a scripted response which matches the input.
This approach however cannot result in a fully satisfying
conversation or lead a conversation with some specific
purpose.

Due to the obvious drawbacks of scripted responses,
developers and researchers kept adding new
functionalities to the existing ways how chatbots works,
converging mostly to the use some sort of ontologies and
remembering facts from the conversation. While these
improvements made chatbots much more successful, at
the same time introduced a number of different
approaches, systems and solutions to the same problem.

The goal of this paper is to make a survey of chatbot
technologies and approaches and thus make it easier for a
developer and/or a researcher on to which technology to

use for the research or further development of the chatbot
system.

2. Early chatbots

There were numerous chatbots and chatbot
technologies already before the first Loebner competition,
mostly in games and focused domain expert systems. It is
not known how well they performed and they were never
compared against each other.

The very first known chatbot was Eliza, which was
developed in 1966. Its goal was to behave as a Rogerian
psychologist. It used simple pattern matching and mostly
returned users sentences in a form of questions. Its
conversational ability was not very good, but it was
enough to confuse people at a time when they were not
used to interact with computers and to start the
development of other chatbot systems. The very first
online implementation of Eliza was done by the
researches at Jozef Stefan Institute in Ljubljana, Slovenia
and is still available' for testing.

The first such a system that was actually evaluated
using some sort of Turing Test was PARRY (Colby,
1975). Parry was designed to talk as a paranoid person. Its
transcripts were given to psychiatrists together with
transcripts from real paranoia patients for comparison.
The psychiatrists were able to make the correct
identification only 48% of the time.

3. Loebner Prize Competition

Loebner Prize Competition” (Loebner prize for
artificial intelligence) is an annual competition for
conversational agents (chatbots), where they are being

! http://www-ai.ijs.si/eliza-cgi-bin/eliza_script
2 http://www.loebner.net




Year |Chatbot Technology Language Tricks
1991 | PC Therapist III (Weintraub, 1986)* parsing, pattern matching, word non sequitur, canned
1992 | PC Professor (Weintraub, 1986)* vocabulary, remembers sentences responses
1993 | PC Politician (Weintraub, 1986)*
1994 | TIPS (Whalen, 1994; Hutchens, 1997) | Pattern matching, database like system Model of personal
history
1995 | PC Therapist (Weintraub, 1986)* Same as in 1991 Same as in 1991
1996 |HeX (Hutchens, 1997) Pattern matching, Markov chain models to|database of trick
construct some replies sentences, Model of
personal history, not
repeating itself
1997 |CONVERSE (Levy, 1997) Statistical parser, pattern matching, Proactivity
modular with weighted modules, WordNet
synonyms, list of proper names, ontology,
database for storing facts
1998 | Albert One (Garner, 1995) Pattern matching, hierarchical composition| Proactive monologues
1999 | Albert One (Garner, 1995) of other chat bots (Eliza, Fred, Sextalk)
2000 |[A.L.I.C.E (Wallace, 2003) AIML (Artificial Intelligence Mark-up Language — advanced pattern
2001 | A.L.IC.E (Wallace, 2003) matching)
2002 |Ella (Copple, 2009) Pattern matching, phrase normalization,| Monologues, not
abbreviation expansion, WordNet repeating itself, identify
gibberish, play knock-
knock jokes
2003 | Jabberwock (Pirner, 2003) Parser, pattern matching — simpler than AIML, Markov Chains,
Context free grammar (CFQG)
2004 | A.L.IC.E (Wallace, 2003) Same as in 2000
2005 | George (Carpenter, 2006) Based on Jabberwacky chatbot. No pattern matching or scripts. Huge
2006 |[Joan (Carpenter, 2006) database of people’s responses.
2007 | UlrtraHAL by Robert Medeksza* Combination of VB code and pattern matching scripts
2008 | Elbot (Roberts, 2007)* Commercial NLI system
2009 | Do-Much-More (Levy, 2009)* Commercial property of Intelligent Toys Ltd.
2010 | Suzette (Wilcox, 2011) ChatScript (AIML successor. Concepts, triples, variables)
2011 | Rosette (Wilcox, 2011)
2012 | Chip Vivant (Embar, 2011) Not publicly disclosed. Common ontology and Al, responses taken
from ChatScript (but not in ChatScript format or engine).

Table 1: List of Loebner winners with appropriate technologies

tested via a method called Turing Test (Turing 1950).
Loebner Competition is known to be the first formal
instantiation of a Turing Test.

There is a controversy whether this competition is
really contributing to the development of Al, or it is
blocking it (Shieber, 2006; Maughan, 2002; Hutchens,
1997; French, 1990). The doubt is because the
competition is forcing chatbots to pretend to be a human
which causes bots to simply pretend they are thinking
without real intelligence. Some of the chatbots even fake
the spelling mistakes and corrections. Another stated flaw
is that the competition causes people to work apart instead
to collaborate and thus lead to many incompatible chatbot

technologies.
However this competition still methodologically
compares chatbot technologies, rates them in a

conversational sense and thus gives some sort of a general
feedback over the used technologies.

3.1. Turing Test

Turing Test is also known as the Imitation Game. In
this test, the goal for the chatbot is to maintain a
conversation which is indistinguishable from a human

conversation. The usual way to apply the test is that there
is a human observer (judge), who is asking questions or
having a conversation with someone over the computer
link. That someone can be a computer (chatbot) or a
person. If on the other side there is a chatbot and the judge
would think it is a person, then the chatbot would pass the
test.

3.2. Winning chatbots

Regardless of the fact that none of the existing
chatbots were able to pass the Turing Test, each there is a
winner of the Loebner Prize Competition that appears
most human from all the competing chatbots. The list of
each year’s winners together with the used technologies
can be seen on the Table 1. We tried to separate the
technology part into the technical approaches and
algorithms and the language and approach tricks used to
confuse judges on the Turing Test. The technologies are
explained in the following chapters in more detail. The
winners marked with asterisk (¥) are commercial
programs and thus their technologies and internal structure
is not publicly available.



4. Technical approaches and algorithms

4.1. Pattern Matching

This is by far the most common approach and
technique used in chatbots. Variations of some pattern
matching algorithm exist in every existing chatbot system.

The pattern matching approaches can vary in their
complexity, but the basic idea is the same. The simplest
patterns were used in earlier chatbots such as ELIZA and
PC Therapist. For example:

Pattern: “I need a ?X”

Response: “What would it mean to you if you got a

7X7?”

4.2. Parsing

Textual Parsing is a method which takes the original
text and converts it into a set of words (lexical parsing)
with features, mostly to determine its grammatical
structure. On top of that, the lexical structure can be then
checked if it forms allowable expression (syntactical
parsing).

The earlier parsers were very simple, looking for
recognizable keywords in allowed order. Example of such
parsing would be that sentences “please take the gold” and
“can you get the gold” would be both parsed into “take
gold”. With this approach the chatbot with a limited set of
patterns can cover multiple input sentences.

The more complicated parsers used in latter chatbots
do the complete grammatical parsing of the natural
language sentences.

4.3. Markov Chain Models

The Idea behind Markov Chain Models is that each
occurrence of a letter or a word in some textual dataset
occurs with a fixed probability. The order of a model
means how many consecutive occurrences the model takes
into the account. For example if an input text is
“agggcagcgggeg”, then the Markov model of order 0
predicts that letter ‘a’ occurs with a probability 2/13. The
model with order 1 would state that each letter still occurs
with a fixed probability, but that probability depends on
the letter before.

In chatbots the Markov Chain Models were being used
to construct responses which are probabilistically more
viable and thus more correct. In some cases (HeX) these
models were even used to generate a nonsense sentence
that sounds right, as a failback method.

4.4. Ontologies (semantic nets)

Ontology or semantic network as it is called in some
chatbot systems is a set of hierarchically and relationally
interconnected concepts. These concepts can have natural
language names and can be used directly in chatbots, to
figure out hyponyms, synonyms and other relations
between the concepts. Example of such an ontology which
is often used or at least tried to be used in chatbots is
OpenCyc’ (Lenat, 1995). The advantage of the ontologies
is that the concepts are interconnected into a graph, which
enables computers to search through and using special
reasoning rules even imply new statements (reasoning).

3 http://www.opencyc.org/

4.5. AIML

AIML’s syntax is XML based and consists mostly of
input rules (categories) with appropriate output. The
pattern must cover the entire input and is case insensitive.
It is possible to use a wildcard (*) which binds to one or
more words. The simplest example of it can be written
like seen on Figure 1. Due to simple and effective
explanation, this and as well the other examples were
taken from the paper Beyond Facade: Pattern Matching
for Natural Language Applications (Wilcox, 2011).

<Category>

<pattern> I NEED HELP * </pattern>

<template>Can you ask for help in the form of a question?
</template>

</category>

Figure 1: Simple AIML rule (pattern).

The real power of AIML lies in its ability to
recursively call itself (Wallace, 2003; Wilcox, 2011). It
can submit input to itself using the <srai> tag and the
contents of * using <star/>. Example of such recursion
can be seen on Figure 2, where the AIML engine forwards
everything before the phrase “right now” to another
pattern. The second pattern then forwards everything after
the phrase “can you please”.

=> Can you please tell me what LINUX is right now?
<category>

<pattern> * RIGHT NOW <\pattern>

<template> <srai><star/></srai></template>
</category>

=> CAN YOU PLEASE TELL ME WHAT LINUX IS
<category>

<pattern> CAN YOU PLEASE * <\pattern>
<template> <srai> Please <star/></srai></template>
</category>

Figure 2: AIML recursion.

AIML allows chatbots to have topics which give it a
way to prioritize the patterns. It has the <thar> pattern as
well, which if it matches the output of the previous
sentence it has priority over the other rules.

4.6. ChatScript

ChatScript is successor of the AIML language. It
focuses on the better syntax which makes it easier to
maintain. It fixes the zero word matching problems and
introduces a bunch of additional functionalities such as
concepts, continuations, logical and/or, variables, fact
triples and functions. With these functionalities it tries to
cover the need for ontologies inside the scrip itself.
Example of a script defining a concept of meat and one
pattern can be seen on Figure 3.

concept: ~meat ( bacon ham beef meat flesh veal lamb
chicken pork steak cow pig )
s: (Ilove ~meat ) Do you really? I am a vegan.

Figure 3: Chatbot concept definition and simple pattern.




5. Language approaches and tricks

5.1. Non Sequitur

Non sequitur (Latin) is an argument that has
conclusions which does not imply from its premises.
Example from everyday speech would be: “Life is life and
fun is fun, but it’s all so quiet when the goldfish die.”

5.2. Simulating keystrokes and typing errors

The chat protocol that is used in Loebner Competitions
works in a way that the judges see the sentences as they
are being typed. This forces the chatbots to “pretend” they
are tying word by word. Some of the bots even fake the
spelling mistakes and backspacing.

5.3. Canned responses

Canned responses are predefined (hard coded)
responses to questions. To some extent all of the chatbots
patterns could be counted as canned responses if bot only
uses these. This would vastly increase the number of
patterns and would make them even more unmanageable,
so these responses are usually used only for things which
cannot be covered with the main chatbot technology.

5.4. Model of personal history

With the goal for a chatbot to appear more convincing,
developers are inserting a personal story (imaginary or
based on a real person) into chatbot responses. This
includes memories from the past, childhood stories,
parents, interests, political and religious views etc.

6. Conclusions

Through the years of Loebner Prize Competitions we
can see how the chat technologies evolved from the very
simple pattern matching systems, over the statistical
models of chats, towards complicated patterns in
combination with ontologies and knowledge bases. It can
be argued that even the newest approaches (ChatScript,
AIML) are still just a small improvement over the ELIZA
pattern matching idea and that the biggest improvement is
the amount of scripts written for it. We agree that there is
some truth in it; however it is notable that the recent
developments, especially with ChatScript the chatbots are
moving out of the scripted era.

It is obvious that there is a trend towards semantics,
which can lead to a conclusion that future chat bots will
evolve from the pattern matching, towards more semantic
approaches and will probably start to incorporate more
and more computer reasoning systems.

Independently of Loebner competitions and other chat
bot systems, IBM in 2004 started developing a question
answering system (Watson), which won the show in 2011.
Technically it is not a chatbot, since it is only able to
answer questions, but their research currently leads into
that direction as well. On top of more than 100 different
text processing approaches, they used ontologies such as
DBPedia, WordNet, and Yago for support to other
techniques and to enable reasoning, which goes in hand
with other newer chatbot approaches.
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Povzetek
V ¢lanku je podan pregled obstojece in mozne uporabe tehnologij govorjenega jezika v t.i pametnih (inteligentnih) nadzornih sis-
temih. Tehnologije, ki omogocajo samodejno razpoznavanja govora, govorcev in njihovega psihofizicnega stanja s pomocjo
racunalni$ke analize govornega zvo¢nega signala, odpirajo povsem nove dimenzije razvoja pametnih nadzornih sistemov. Predstavlje-
no je trenutno stanje razvoja teh tehnologij ter razliéni scenariji uporabe in primeri tovrstnih sistemov. Naslovljena so tudi §irSa pravna
in eti¢na vpraSanja, ki jih odpira razvoj in uporaba tovrstnih tehnologij.

Spoken language technologies in smart surveillance systems

The paper provides an overview of existing and potential use of spoken language technologies in so-called smart (intelligent) sur-
veillance systems. Technologies that enable automatic speech and speaker recognition as well as their psychophysical state by
computer analysis of acoustic speech signals provide an entirely new dimension to the development of smart surveillance systems. The
paper investigates the current state of development of these technologies and different application scenarios as well as existing exam-
ples of such systems. It also addresses the broader legal and ethical issues raised by the development and use of such technologies.

1. Uvod

Izjemen tehnoloski napredek v zadnjih desetletjih je
omogocil razvoj vedno bolj kompleksnih in vseprisotnih
nadzornih tehnologij, katerih glavni namen je izboljSanje
uéinkovitosti pri zaznavanju in preprecevanju kriminala
in terorizma. Pri sodobni varnostni paradigmi se pojavlja
potreba po prehodu iz retroaktivnega forenzi¢nega preis-
kovanja preteklih varnostnih incidentov v proaktivno
sprotno odzivanje na samodejno zaznane varnostne inci-
dente in groznje s pomoc¢jo t.i. inteligentnih oziroma
pametnih nazornih tehnologij.

Pametne nadzorne tehnologije so integrirani racunalni-
§ki sistemi, ki vkljucujejo tehnologije za zajem raznih
senzorskih in drugih nadzornih podatkov ter racunalnisSke
postopke za njihovo samodejno obdelavo, ovrednotenje in
analizo, kakor tudi postopke za samodejno odlocanje
oziroma podporo odloanju varnostnih operaterjev na
podlagi rezultatov samodejne analize zbranih podatkov. Ti
sistemi predstavljajo razvojni napredek v primerjavi s
tradicionalnimi nadzornimi sistemi, ki navadno vkljucuje-
jo le osnovno infrastrukturo za zajemanje, shranjevanje in
distribucijo nadzornih podatkov, nalogo zaznavanja ozi-
roma preiskovanja varnostnih incidentov in groZenj pa v
glavnem Se vedno prepuséajo razmeroma neuéinkovitim
Cloveskim operaterjem. Tipi¢ni tovrstni tradicionalni
sistemi so t.i CCTV video-nadzorni sistemi.

Pri novejsih CCTV sistemih se danes z metodami
samodejne racunalniske analize video vsebin Ze poskusSa
doseci zmoznost samodejnega zaznavanja in razpoznavan-
ja varnostno sumljivih dogodkov, okolis¢in ali obnaSanja
ljudi (Piciarelli et al., 2011). Mnogih varnostnih inciden-
tov pa ni mogoce zaznati zgolj z analizo videa. Povsem
novo dimenzijo inteligentnega nadzora ponuja integracija
video-nadzornih  sistemov z inteligentnimi  avdio-

nadzornimi sistemi, ki omogocajo samodejno varnostno
analizo zajetega zvocnega signala (Onut et al., 2011).

Avdio-nadzorni sistemi z zmoZnostjo tristoSestdeset
stopinjskega pokrivanja prostora omogocajo razsiritev
nadzorovanega prostora preko vidnega polja navadnih
nadzornih kamer. S samodejnim zaznavanjem in razpoz-
navanjem varnostno sumljivih zvokov, kot je kricanje,
klicanje na pomo¢, glasno izgovarjanje grozenj ali pa
zvoki razbijanja predmetov, korakov, odpiranje vrat, poka
pistole ipd., lahko nadzornemu sistemu dodamo zmoznost
samodejnega osredotocanja pozornosti v smeri izvorov teh
sumljivih zvokov. Samodejno razpoznani varnostni inci-
denti bi lahko sprozili ustrezen odziv sistema, kot je
samodejni klic policije in reSevalnih sluzb ali umetno
govorno opozarjanje in obveséanje prisotnih ljudi o zaz-
nanem varnostnem incidentu.

Tehnologija Varnostno-nadzorna uporaba
Razpoznavanje |Razpoznavanje izgovorjenih grozenj in
govora drugih varnostno sumljivih izjav ter
neposrednih in prikritih klicev na pomo¢
Razpoznavanje |Razpoznavanje znanih kriminalcev in
govorcev varnostno sumljivih posameznikov
Razpoznavanje |Razpoznavanje agresivnega in drugace
psihofizi¢nega varnostno sumljivega obnaSanja ali
stanja govorca prestrasenosti ljudi
Umetno tvorjenje | Govorno obvescanje prisotnih ljudi o
govora zaznanem varnostnem incidentu

Tabela 1: Pregled moznih varnostno-nadzornih uporab
tehnologij govorjenega jezika.

Med razvijajocimi se tehnologijami govorjenega jezika
je precej taksnih, ki jih je mogoce neposredno uporabiti v
inteligentnih avdio-nadzornih sistemih. Osnovni pregled
teh tehnologij in njenih moznih uporab v razli¢nih varnos-
tno-nadzornih scenarijih je podan v tabeli Tabela 1, v



naslednjem poglavju pa bolj podrobno obravnavamo nekaj
razliénih moznih varnostno-nadzornih scenarijev, pri
katerih pridejo v postev navedene tehnologije.

Uporaba teh tehnologij odpira precej pravnih in etiénih
vprasanj, ki jih naslavljamo v zadnjem delu ¢lanka. Dej-
stvo pa je, da se v Evropi in po svetu te tehnologije razvija
in uporablja tudi v vedno bolj integriranih nadzornih
sistemih.

2. Varnostno-nadzorni scenariji

Pri razvoju novih tehnologij navadno izvedemo $tudijo
in ovrednotenje scenarijev njihove smiselne uporabe. Pri
pametnih nadzornih sistemih, ki vkljucujejo tehnologije
govorjenega jezika, pridejo v poStev varnostno-nadzorni
scenariji, ki se kakor koli nanasajo na samodejno racunal-
nisko analizo zajetih zvo¢nih govornih signalov.

2.1. Avdio nadzor komunikacijskih kanalov

Uporaba tehnologij govorjenega jezika za nadzor
avdio-komunikacijskih in informacijskih kanalov je med
vsemi obravnavanimi varnostno-nadzornimi scenariji Se
najbolj znana in tudi razvita. Zaradi nacionalnih varnost-
nih interesov razvoj teh tehnologij v najvedji meri
neposredno podpirajo kar vlade razli¢nih najbolj razvitih
drzav.

Na tem podrocju se za proaktivne nadzorne sistem Ste-
jejo predvsem sistemi za samodejno zaznavanje in
razpoznavanje (identifikacijo) govorcev, ki jih varnostno-
obvescevalne sluzbe obravnavajo in spremljajo zaradi
utemeljenih sumov storitve kaznivih dejanj in katerih
govor se pojavi v avdio-komunikacijskih kanalih. S tehno-
logijo razpoznavanja govora pa se poskusa samodejno
zaznati in razpoznati izgovorjena sporocila, ki so varnost-
no sumljiva (denimo, napeljevanje in napovedovanje
kriminalnih ali teroristi¢nih dejanj ipd) in so potrebna
proaktivne in preventivne obravnave varnostno-
obvescevalnih sluzb.

Poleg navedenih tehnologij je za tovrstne varnostno-
nadzorne scenarije uporabna tudi tehnologija razpoznava-
nja govorjenega jezika, s katero se lahko doseze, da
nadzorni sistem samodejno zazna in razpozna jezik govor-
ca ali celo njegov materni jezik, ko ta govori tuj jezik.

2.2. Integrirani avdio-vizualni nadzor prostorov

Varnostni nadzor prostorov se danes izvaja predvsem z
video-nadzornimi sistemi. Vecino tovrstnih varnostnih
scenarijev je mogoce razSiriti z dodajanjem funkcije
pametnega avdio nadzora. Ta razsiritev predvideva obstoj
moznosti namestitve mikrofonov za zajemanje zvocnih
signalov. NajsodobnejSe motorizirane mrezne nadzorne
kamere imajo pogosto Ze vgrajen mikrofonski vhod (slika
1) in z njihovo primerno namestitvijo lahko postavimo
nadzorno polje mikrofonov. S sodobnimi postopki obde-
lave zvo¢nih signalov iz polja mikrofonov lahko izvedemo
Casovno in prostorsko lokalizacijo zvoénih virov, ki se
pojavljajo v nadzorovanem prostoru (Keyrouz, 2007). Po
lokalizaciji zvocnih virov lahko izvedemo postopke
samodejnega razpoznavanja varnostno sumljivih zvokov,
med katerimi je lahko tudi govor in drugi ¢loveski glasovi,
kot so kri¢anje, izgovarjanje grozenj, klici na pomo¢ ipd.

Po lokalizaciji in razpoznavanju varnostno sumljivih
zvokov ali glasov bi takSen sistem lahko preusmeril
pozornost in vidno polje motoriziranih video-nadzornih
kamer v smeri teh zvo¢nih virov in pritegnil pozornost
morebitnih ¢loveskih varnostnih operatorjev in sluzb.

Slika 1: Primer mrezne motorizirane video-nadzorne
kamere firme Axis z mikrofonskim vhodom.

Tipicni varnostno-nadzorni scenariji, ki bi vkljucevali
takSne razsirjene sisteme, so danes Ze skoraj obicajni
varnostni nadzori javnih prostorov, kot so mestne ulice,
potniske postaje, podhodi in dvigala ter javna parkirisca,
garaze, igri$ca in tudi javna prevozna sredstva.

V primeru zaprtih varovanih javnih prostorov, kjer je
veéja moznost poskusov ropa (to so na primer zlatarne,
poste, banke ipd), bi samodejnemu razpoznavanju izgo-
vorjenih grozenj, kri¢anja in klicev na pomo¢ lahko dodali
tudi funkcijo za samodejno govorno prozenje alarma ter
klic policije in reSevalnih sluzb z izgovarjanjem vnaprej
predvidenih prikritih prozilnih govornih izjav. S tehnolo-
gijami samodejnega razpoznavanja psihofizicnega stanja
govorca pa bi bilo sistem mozno usposobiti tudi tako, da
bi samodejno zaznal izrazito agresivnost ali prestrasenost
govorecih prisotnih ljudi. Tovrstni sistemi bi tako lahko
reSevali zivljenja, saj so znani primeri (ropi na postah in v
zlatarnah), ko v ropu ranjeni ljudje niso uspeli sproziti
klasi¢nega alarma ali pravocasno priklicati pomoci.

2.3. Samostojni avdio-nadzor prostorov

V primerih, ko video nadzor §e ni ali ne more/sme biti
vzpostavljen (slaba vidljivost ali varovanje zasebnosti), je
mogoce razmi$ljati o uporabi samostojnih pametnih
avdio-nadzornih sistemov. Taksni sistemi bi prisli denimo
v postev v javnih prostorih, kjer je ve¢ja moznost krimi-
nalnih dejanj v no¢nem casu (spolno nadlegovanje,
poskusi ropa ipd). Primeri tak$nih prostorov so odprta ali
pokrita slabo osvetljena parkiris¢a, garazni koridorji,
cestni podhodi in prehodi, javna dvigala, javna strani$¢a
ipd. V vseh teh primerih bi priSel v poStev samostojni
avdio-nadzorni sistem, ki bi imel poleg samodejnega
razpoznavanja varnostno sumljivih zvokov, kot je razbija-
nje in drug neobicajen hrup, tudi zmoznost samodejnega
razpoznavanja kri¢anja, izgovorjenih grozenj, klicev na
pomo¢ ipd. V primeru, ko so v prostor namesceni tudi
zvocniki (tipiéno je to v dvigalih), bi lahko sistem tudi
govorno opozoril prisotne na zaznano neobi¢ajno obnasa-
nje, kar bi lahko prisotne obvarovalo ali odvrnilo od
kriminalnih dejanj.

Avdio-nadzorne sisteme je mogocCe uporabiti tudi za
druge namene, kot je le preprecevanje kriminala in terori-



zma. Mozno jih je namre¢ uporabiti tudi v zasebnih varo-
vanih stanovanjih, v katerih bivajo ostareli, bolni ali
onemogli ljudje, ki jih zaradi zasebnosti moti video nad-
zor. V teh primerih bi avdio-nadzorni sistem lahko
uporabili za samodejno razpoznavanje klica na pomo¢ ali
poslabsanega psihofizi¢nega stanja oziroma stiske varo-
vancev. Tak sistem bi lahko samodejno razpoznal tudi
druge neobicajne zvoke v prostoru, kot je hrup padajocih
predmetov ipd. Tovrstni sistemi bi lahko preprecili pogos-
te neprijetne dogodke, ko osamljeni onemogli starejsi
varovanci po padcu na svojem domu lezijo tudi po nekaj
dni na tleh in ne uspejo priklicati pomoci.

Vsi navedeni varnostno-nadzorni scenariji ponujajo
precej moznosti bolj intenzivnega razvoja tehnologij
govorjenega jezika, ki presega uporabo v klasi¢nih upora-
bniskih vmesnikih za mobilne in druge informacijsko-
komunikacijske platforme.

3. Varnostno-nadzorne govorne tehnologije

Pri razvoju in uporabi obstojecih tehnologij govorje-
nega jezika v pametnih nadzornih sistemih se izkaze, da
jedro teh tehnologij navadno ni potrebno posebej prilaga-
jati varnostno-nadzornemu podrocju uporabe. Se najvec
tezav se pojavlja pri pridobivanju primernih zbirk zvo¢nih
govornih posnetkov, ki ustrezajo izbranim varnostno-
nadzornim scenarijem in so nujno potrebne za izvedbo
raznih ucnih postopkov in ovrednotenje zanesljivosti
delovanja sistemov.

3.1. Varnostno-nadzorne zbirke govornih posnetkov

Pri pridobivanju varnostno-nadzornih zbirk govornih
posnetkov je moznih ve¢ pristopov in vsak ima svoje
slabosti in prednosti. Pridobivanje govornih posnetkov, ki
verodostojno odrazajo obravnavan varnostno-nadzorni
scenarij, je razmeroma zahtevno in pri tem se navadno
posluzujemo ene od treh metodologij.

Pri prvi se zanaSamo na snemanje govora v igranih
razmerah, ki jih izvedemo posebej za te potrebe, pogosto
pa uporabimo kar posnetke igranih ali dokumentarnih
filmov, ki vsebujejo primerne filmske sekvence. Druga
moznost je, da pri pridobivanju govorne zbirke sodelujejo
prostovoljci, ki jih z razliénimi psiholoskimi tehnikami
spodbudimo k pri¢akovanemu obnasanju. Najtezje pa je
pridobiti posnetke resni¢nih varnostno-nadzornih razmer,
kot so posnetki ze name$c¢enih avdio-vizualnih nadzornih
sistemov, posnetki klicev ljudi v komunikacijski center
policije ali reSevalnih sluzb ipd. Te zbirke najbolj verno
odrazajo resni¢ne varnostno-nadzorne razmere, vendar jih
je zelo tezko pridobiti zaradi pravnih in drugih ovir.

S to razmeroma zahtevno problematiko se ubadajo
predvsem raziskovalci na podrocju Custvenega racunalni-
Stva (angl. affective computing), ki v okviru razli¢nih
projektov in mrez odli¢nosti (denimo, http://emotion-
research.net) pridobivajo tovrstne zbirke avdio-vizualnih
posnetkov (denimo, korpus SAFE — Clavel, 2006).

3.2. Razpoznavanje govora

Obstojeco razmeroma razvito tehnologijo samodejnega
razpoznavanja govora je mogoc¢e neposredno uporabiti za
razlicne varnostno-nadzorne scenarije (razpoznavanje

izgovorjenih grozenj, klicev na pomo¢ in varnostno sum-
ljivih izjav ter prikrito govorno proZenje alarma ipd). Ta
tehnologija danes v glavnem temelji na racunalniskem
izvajanju postopka dekodiranja govornega signala z
uporabo govornega modela, ki je predstavljen kot hierar-
nivo te hierarhi¢ne strukture modelira dani govorjeni
jezik, vmesni nivo slovar izgovarjav danih besed in najni-
7ji nivo akusti¢ne uresnifitve posameznih glasov danega
govorjenega jezika.

Celotno strukturo govornega modela se lahko obrav-
nava kot strukturirani kon¢ni pretvornik (angl. Finite State
Transducer), ki v najnizjem nivoju vsebuje stanja prikritih
Markovovih modelov (Jelinek, 1998; Mohri et al.,2008).
Taksen govorni model se je izkazal kot zelo prilagodljiv
razlicnim podro¢jem uporabe. Za sisteme avdio-nadzora
prostora je potrebnega Se nekaj razvojnega in raziskoval-
nega dela za zagotavljanje vecje robustnosti delovanja v
zahtevnih akustiénih okoljih (uliéni hrup ipd), ter za
boljSo izrabo metod casovne in prostorske lokalizacije
govornih zvo¢nih virov v prostoru.

3.3. Razpoznavanje govorcev

Postopke razpoznavanja govorcev bi lahko v grobem
razdelili v dve skupini. V prvo uvr§¢amo postopke, ki se
uporabljajo za besedilno-odvisno razpoznavanje, v drugo
pa postopke, ki se uporabljajo za besedilno neodvisno
razpoznavanje. Za avdio-nadzorne sisteme (razpoznavanje
poljubnega govora znanih kriminalcev in osumljencev)
pridejo v postev predvsem besedilno-neodvisni sistemi.

Tehnologija  besedilno-neodvisnega razpoznavanja
govorcev je v zadnjem poldrugem desetletju dozivela
precejSen napredek. V veliki meri gre zasluge za to pripi-
sati ameriski organizaciji NIST, ki je z rednim prirejanjem
dogodkov, na katerih se med seboj »pomerijo« najboljsi
raziskovalci s tega podrocja, uspela privabiti ugledne
raziskovalne ustanove s celega sveta.

Eden izmed kljuénih prebojev na tem podrocju je bil
dosezen z uvedbo t.i. sploSnega modela govorcev (UBM),
ki iz ve€ sto ur posnetkov govora velikega Stevila razliénih
govorcev strne vecino pomembnih akusti¢nih lastnosti
govorcev v relativno majhno mnozico parametrov statisti-
¢nega modela meSanice Gaussovih porazdelitev (GMM)
(Reynolds et.al., 2000). Uvedba modela UBM pa je poleg
Stevilnih drugih prednosti preko postopka najvecje poste-
riorne verjetnosti (MAP) wuspela zagotoviti visoko
zanesljivost razpoznavanja.

Pristop z uporabo modela UBM je zelo ucinkovit v
primeru, ko so akusti¢ne razmere (Sum, lastnosti mikrofo-
na in prenosnih poti itd.) v govornih posnetkih enake, a se
uspesnost razpoznavanja precej poslabsa, kadar temu ni
tako. Raziskovalci so predlagali Stevilne resitve, s katerimi
so poskusali izni€iti ali vsaj zmanjSati vpliv sejne spre-
menljivosti. Med vsemi predlaganimi reSitvami je bila
najve¢je pozornosti delezna analiza vezanih faktorjev
(JFA) (Kenny et al., 2007; Dehak et al. 2011), s katero se
govorne posnetke danega govorca da pretvoriti v nizko-
razsezen vektor znacilk (poimenovan i-vektor), ki ohrani
vecino diskriminatorne informacije, ki jo potrebujemo za
lo¢evanje med razlicnimi govorci.



3.4. Razpoznavanje psihofizi¢nega stanja govorcev

Tehnologija razpoznavanja psihofizi€nega stanja
govorcev je v osnovi precej podobna tehnologiji razpoz-
navanja govorcev (uporaba UBM-MAP modela itd), pri
Cemer se govorne posnetke razvrS¢a namesto v razrede
govorcev v nekaj razredov obravnavanih psihofizi¢nih
stanj (Gajsek et al., 2012). Za razloc¢ljiva psihofizi¢na
stanja govorcev, ki bi jih naj bilo mogoce razpoznati na
podlagi akusti¢ne analize govornega signala, se navadno
obravnava nekaj izbranih emocionalnih stanj (strah, jeza,
presenecenje, ipd) ter psihofizi¢na stanja, ki so posledica
alkoholiziranosti ali vpliva mamil.

Precej spodbude razvoju na tem podrocju so dala tek-
movanja, ki so organizirana v okviru serije najvecjih
mednarodnih konferenc na podroc¢ju tehnologij govorje-
nega jezika Interspeech (Schuller et al., 2009). Tovrstne
sisteme bi se dalo neposredno uporabiti za razpoznavanje
agresivnega obnasanja ali prestrasenosti posameznikov, ki
S0 prisotni v varovanem prostoru.

4. Pravna in eti¢na vprasanja

Predstavljene tehnologije in njihova uporaba v razli¢-
nih varnostno-nadzornih scenarijih odpirajo precej pravnih
in eti¢nih vprasanj, Se posebej v Evropi, kjer se daje precej
poudarka c¢lovekovim pravicam do varovanja osebnih
podatkov in pravici do zasebnosti. Veljavna zakonodaja v
Evropi je precej nedorecena glede vprasanja varovanja teh
pravic pri samodejni obdelavi in izmenjavi varnostno-
nadzornih podatkov (Cannataci, 2010). Veljavna zakono-
daja tako prakti¢no onemogoca uporabo pametnih avdio-
nadzornih sistemov za varnostni nadzor javnih prostorov
in to kljub temu, da bi ti sistemi lahko v precej primerih
reSevali Zivljenja. Obstaja namre¢ upravicen strah, da bi
tovrstni  sistemi omogocili  varnostno-obvescevalnim
sluzbam neupraviceno prisluskovanje pogovorom ljudi v
nadziranih prostorih. To skrb je potrebno upostevati, zato
bi se moralo v obravnavane tehnologije vgraditi sistemske
varovalke, ki bi onemogocile zlorabo v druge namene, kot
je bilo prvotno zamisljeno (denimo, onemogoc¢anje nepot-
rebnega shranjevanja zajetih govornih posnetkov ipd).

Sodelavci nasega laboratorija sodelujemo pri evrop-
skih projektih, ki naslavljajo ta vprasanja in katerih cilj je
podpora modernizaciji in izboljSanju ucinkovitosti sred-
stev in delovanja organov kazenskega pregona ter
izmenjavi informacij na tem podro¢ju za izmenjavo
dobrih praks ter pripravo smernic in modelnih zakonov, ki
bi vsebovali primerne zas¢itne ukrepe za drzavljane pri
implementaciji pametnih nadzornih tehnologij. Pridoblje-
no znanje v okviru teh projektov v laboratoriju
upostevamo tudi pri svojem razvojno-raziskovalnem delu,
ki ga izvajamo na tem podro¢ju.

5. Sklep

V ¢lanku je obravnavana problematika uporabe tehno-
logih govorjenega jezika v pametnih nadzornih sistemih.
To podrocje ponuja precej priloznosti za bolj intenzivno
razvojno in raziskovalno delo tudi pri nas, saj so te tehno-
logije v veliki meri odvisne od govorjenega jezika in ni
pri¢akovati, da bodo tuji razvijalci v kratkem razvili
tovrstne sisteme, ki bodo uspesno delovali tudi za sloven-

sko govorno podrocje. V laboratoriju imamo dolgoletne
izkusnje z razvojem vseh omenjenih tehnologij za sloven-
ski govorjeni jezik, vkljuéno z razvojem emocionalnega
sintetizatorja govora. V prihodnosti se imamo zato namen
bolj posvetiti razvoju teh tehnologij tudi za uporabo v
izbranih primernih varnostno-nadzornih scenarijev.

6. Zahvala

Delo, predstavljeno v tem prispevku, je bilo deloma
podprto s financiranjem iz Sedmega okvirnega programa
Evropske unije (FP7-SEC-2010-1) na podlagi sporazuma
o financiranju Stevilka 261727. Raziskovalno delo druge-
ga avtorja je delno financirala Evropska unija iz
Evropskega sklada za regionalni razvoj v okviru Operati-
vnega programa krepitve regionalnih  razvojnih
potencialov za obdobje 2007-2013 po pogodbi §t. 3211-
10-000468 KC OpComm.
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Povzetek

V prispevku opiSemo skladenjski raz¢lenjevalnik za slovenscino, ki je osnovan na raz¢lenjevalniku MSTParser (Minimum-Spanning
Tree Parser) in je bil izdelan v okviru projekta Sporazumevanje v slovenskem jeziku. Naucen je na u¢nem korpusu ssj500k, ki vsebuje
11.411 roc¢no preverjenih povedi, raz€lenjenih po sistemu odvisnostne drevesnice JOS. Pri sistemu JOS je natan¢nost raz¢lenjevalnika
90,43 % za napovedane povezave in 87,52 % za napovedane in oznaCene povezave. Prispevek predstavi zasnovo razclenjevalnika,
ucni korpus ssj500k ter sistem odvisnostne drevesnice JOS. Jedro prispevka je podrobna analiza natancnosti raz¢lenjevanja po
skladenjskih oznakah, na koncu prispevka pa predstavimo moznosti za izbolj$anje raz¢lenjevalnika na podlagi analize. Raz¢lenjevalnik
je prosto dostopen pod licenco Apache License V2.0.

Dependency Parser for Slovene

This paper introduces the dependency parser for Slovene based on the MSTParser (Minimum-Spanning Tree Parser), which was
developed as part of the Communication in Slovene project. It was trained on the ssj500k training corpus, containing 11.411 manually
annotated sentences, parsed in accordance with the JOS Dependency Treebank system. For the JOS system, the parser's accuracy
measures 90.43% for unlabelled dependencies and 87.52% for labelled dependencies. The paper presents the design of the parser, the
$sj500k training corpus and the JOS Dependency Treebank system. The core of this paper consists of a detailed analysis of the parser’s
accuracy in relation to dependency labels, which also serves as the basis for the final part of the paper, in which we present
possibilities for further improvement. The parser is freely available under the Apache License v2.0.

mnozico ro¢no napisanih pravil, s katerimi interpretirajo

1. Uvod slovni¢nost ali neslovni¢nost analiziranih struktur. Na
Skladenjsko razélenjevanje predstavlja enega od nasprotni strani so statisti¢ni razclenjevalniki, ki ne
temeljnih jezikovnotehnoloskih  postopkov obdelave ~ Potrebujejo vnaprej pripravljenih informacij o jeziku,

potrebujejo pa uéno mnozico oz. u¢ni korpus, iz katerega
izdelajo statisticni model, s katerim interpretirajo nova,
neznana besedila. Obe metodi imata svoje prednosti in
slabosti. Kot prednost statisticne metode je mogoce
omeniti predvsem manjsi ¢asovni in finanéni vlozek, ki je
potreben za hitro doseganje razmeroma dobrih rezultatov,
kar je spodbudilo nastanek mnozice statisticnih
raz€lenjevalnikov v 90-ih letih prejsnjega stoletja.

V prispevku opisujemo statisti¢ni raz¢lenjevalnik, ki je
nastal na podlagi razélenjevalnika MSTParser, ki kot
statisticno metodo uporablja iskanje minimalnega vpetega
drevesa v usmerjenih grafih in ga podrobneje opiSemo v
nadaljevanju.

besedil, ki omogoca in podpira kompleksnejse jezikovne
tehnologije, kot so strojno prevajanje, luséenje informacij,
govorno  komuniciranje, avtomatsko  povzemanje,
odgovarjanje na vprasanja itd.

Pri obravnavi skladenjskega razélenjevanja je treba
lo¢iti med uporabljenim (teoretskim) jeziko(slo)vnim
modelom in metodo, ki jo uporablja razclenjevalnik.
Jezikoslovni modeli, uporabljeni za razlicne jezike, so
zelo raznoliki, naceloma jih lahko razdelimo v dve vegji
skupini: sistem odvisnostnih drevesnic ter frazna
gramatika, pri Cemer velja, da je prva uporabnejSa za
jezike, ki imajo prost besedni red (npr. slovanski jeziki),
druga pa za jezike s staln(ej§)im besednim redom (npr.
angles¢ina). Obstajajo tudi hibridni modeli, ki belezijo

informacije tako o odvisnostnih razmerjih kot o notranji 2. Odyvisnostni model

sestavi zvez.

Po drugi strani so strojne metode, uporabljene pri
raz€lenjevanju, tipino treh vrst: raz€lenjevanje na podlagi
vnaprej pripravljenih pravil', statisti¢no raz¢lenjevanje ter
razClenjevanje s hibridnimi postopki, pri katerih je
uporabljena kombinacija obeh metod. Raz¢lenjevalniki, ki
delujejo na podlagi pravil, za svoje delovanje potrebujejo

' Tak razélenjevalnik za sloveni¢ino je denimo integriran v
slovni¢ni  pregledovalnik ~ BesAna  podjetja ~ Amebis:
http://besana.amebis.si/preverjanje/.

Pri obravnavanem razélenjevalniku je bil uporabljen
odvisnostni model, razvit v okviru projekta Jezikoslovno
oznacevanje slovenscine (JOS) (Ledinek in Erjavec, 2009;
Erjavec et al., 2010). Sistem obsega 10 oznak, ki jih glede
na strukturnoskladenjsko raven delimo na tri skupine.

Povezave prvega nivoja (oznake del, dol, vez, skup,
prir) oznacujejo razmerja znotraj besednih zvez — med
jedrmim in nejedrnim delom povedka, predlogom in
jedrom besedne zveze, (stavénimi oz. nestavénimi)
prilastki in odnosnico, modalnim glagolom in dopolnilom
ter med povedkom in povedkovim dolocilom.



Povezave drugega nivoja (oznake ena, dve, tri, Stiri)
sovpadajo s tradicionalnim pojmovanjem osebka,
predmeta in prislovnih dolo¢il ter se uporabljajo tako za
oznacevanje stavénoclenskih vlog znotraj stavka kot za
oznacevanje odvisnikov.

Povezava tretjega nivoja je pravzaprav ena sama
(modra), uporablja pa se za povezovanje hierarhi¢no

i§ji del povedka
glavnega stavka in priredij) ter skladenjsko manj
predvidljivih ali oddaljenih struktur, ki bi sicer ostale
nepovezane, pa tudi za vsa lo€ila, ki niso povezana s
katero izmed ostalih povezav.

Posamezne oznake in njihova razmerja do skladenjskih
kategorij, kakrSne poznamo iz tradicionalnih opisov
slovenskega jezikoslovja in zaradi robustne narave
avtomatskega ozna¢evanja niso neposredno prenosljive v
predstavljeni model, so podrobneje opisani Vv
specifikacijah za oznagevalce uénega korpusa®.

3. Uporabljeni viri in orodja
3.1. MSTParser

3.1.1. Razélenjevalnik

V pricuyjoCem razdelku bomo povzeli delovanje
skladenjskega raz¢lenjevalnika Minimum-Spanning-Tree
Parser (MSTP) (McDonald, Lerman in Pereira, 2006).
Najprej uvedimo nekaj osnovnih pojmov. Naj bo besedilo
B = (x4, ..., %) zaporedje povedi, kjer vsaka poved
x; = (ti1, - tin,) predstavlja zaporedje pojavnic t; ;, kjer n;
oznacuje Stevilo pojavnic v i-ti povedi. Odvisnostno drevo
y za dano poved x = (ty,..,t;) je definirano kot
usmerjen povezan acikliCen oznaCen graf y =
(Vx,Ay,Ly), kjer V, = (v4, ..., v) predstavlja mnozico
oznacenih vozlis¢ (prirejenih pojavnicam),
A = (lzvory,cil)y), .., (izvoryy | . ciljia ) )) predstavlja vektor
usmerjenih povezav med pari vozlis¢, kjer sta izvor in
cilj zaporedji indeksov. i,=q,,...1,p predstavlja mnozico
oznak, prirejenih usmerjenim povezavam. Vsak [; je
element mnoZice moznih oznak povezav: {“dol”, “del”,
“vez”, “prir”, “skup”, “ena”, “dve”, “tri”, “Stiri”,
“modra”}. Zaradi pogojev acikli¢nosti in povezanosti
sledi, da je y drevo. S povezavo (izvor;,cilj;)
predstavimo skladenjsko odvisnost pojavnice, prirejene
vozlis¢u cilj;, od pojavnice, prirejene vozlis€u izvor;.
Zaradi tehni¢nih razlogov dodamo grafu Se tehni¢no
vozlis¢e v,, ki v mnozici povezav lahko nastopa samo kot
izvor (metaelement). Naloga odvisnostnega razélenjevanja
je za dano poved x poiskati najustreznejS$e odvisnostno
drevo y. Najprej bomo povzeli, kako se v modelu MSTP
izracuna ustreznost drevesa y za dano poved x. Predstavili
bomo resitev za iskanje neoznacenih odvisnostnih dreves
in kasneje omenili razsiritev z oznacenimi povezavami. S
pomoc¢jo funkcije ustreznosti lahko raz¢lenjevanje
prevedemo na problem iskanja najustreznejSega drevesa
med vsemi moznimi odvisnostnimi drevesi, ki jih lahko
priredimo dani povedi. Sedaj poenostavimo oznake in
povezavo (izvor; , cilj;) oznacimo kot (i, j).

Model MSTP je predstavljen kot N-dimenzionalni
vektor utezi w = (wy,...,wy), skupaj z N funkcijami

2

http://www.slovenscina.eu/Media/Kazalniki/Kazalnik2/SSJ Kaz
alnik 2 Specifikacije-ucni-korpus_v1.pdf

lastnosti ~ (f;(-), ..., fy(-)). Vsaka funkcija lastnosti
preslika par povedi in usmerjene povezave, (x,(v,v)), V
mnozico {0,1}. Naloga funkcij lastnosti je zaznava
razliénih znacilnosti dane povezave med parom pojavnic.
Naj bo tag(x) = (posy, ...poSy) zaporedje
oblikoskladenjskih oznak, prirejeno povedi x. Navedimo
nekaj primerov funkcij lastnosti:

filx = (b s ), (L)) = {

1; Ce: t; = "strgan”, t; = "Cevelj"

’

0; sicer
1; ce: t; = "je", pos; = "Gp — ste —n"
x=(ty, ., ), @)) =" ! Pt
folx = (a8, ) = { o :
1; &e: pos; = "Rsr", pos;_, = "Kav",pos; = "Dr",pos;,, = "Somer"

£l = (8,6 0) = |

0; sicer

Kvaliteto odvisnostnega drevesa v MSTP izrazimo kot
vsoto kvalitet povezav: score(x,y) = 5%4's(x, 4,(0), Kjer kvaliteto
i-te povezave izraCunamo kot utezeno vsoto vektorja
lastnosti: s (x,4,(0) = £, w, - fe(x, Ay()). UteZi w, so rezultat
strojnega ucenja in predstavljajo pomembnost funkcij
lastnosti f, za merjenje kvalitete povezav. Tehni¢no
poroc¢ilo (Mcdonald, Crammer in Pereira, 2005) vsebuje
podroben opis vseh tipov funkcij lastnosti, ki so
uporabljene v sistemu MSTP. Ce na kratko povzamemo,
avtorji uporabijo indikatorje razliénih kombinacij: beseda
izvora (fy,f,), beseda cilja (f;), oblikoslovna oznaka
izvora (f5, f3), cilja (f3) in besed poleg izvora ali cilja (f3).

3.1.2. Razllenjevanje

Raz¢lenjevanje nove povedi poteka v dveh fazah, kjer
privzamemo, da imamo na voljo nau¢en model MSTP, tj.
vektor utezi w = (Wy,..,wy). Vhodni povedi x =
(t4, ..., tx) priredimo poln usmerjen graf G, = (V=
{0,1,...,k}, A), kjer V vsebuje k + 1 vozlis¢ (vkljucno s
tehni¢nim vozliS§¢em) , in A vsebuje naslednje povezave:
A ={Ni>0,j>0,i+j}u{0,)]j >0} Vsaki
usmerjeni povezavi (i,j) € A priredimo vektor lastnosti:
Fij - (fi(x, @.)), o, fu(x,(,)))) in nato kvaliteto
povezave: S;; = ¥, F; ;(k) - w,.. Graf G, skupaj s koeficienti
S ={S,,1(i,j) € A} predstavlja utezen usmerjen graf. Zaradi
linearnosti funkcije score(x,y) je optimalno odvisnostno
drevo natanko maksimalno vpeto drevo utezenega grafa
(G, S). Za iskanje maksimalnega vpetega drevesa obstaja
ucinkovita resitev s ¢asovno zahtevnostjo 0(k?) (Chu in
Liu, 1965; Tarjan, 1977), kjer je k S$tevilo pojavnic v
povedi x.

3.1.3. Ucenje
Naj bo U = {(x1,¥1), -, (X, Y1)} mnozica parov
povedi in odvisnostnih dreves. Ucenje odvisnostnega

raz€lenjevalnika  predstavlja reSevanje naslednjega
optimizacijskega problema:
min,, N ||w
p.p.
score(x;,y;) — score(x;,y') 2 L(yi, y'), Vy' € dt(xy),

Vi=1:m,

kjer dt(x) predstavlja mnozico vseh dopustnih
neoznadenih odvisnostnih dreves in L(y,y') presteje
Stevilo napak drevesa y’ glede na dano pravilno drevo y.
Minimizacija norme vektorja utezi sili ucenje k
preprostejSim modelom, s Cimer prepreéuje pretirano
prileganje modela k uéni mnozici. Optimizacijski pogoji
omejujejo prostor iskanja modelov na modele, ki
konsistentno ocenjujejo kvaliteto odvisnostnih dreves na
uéni mnozici. Avtorji (McDonald, Lerman in Pereira,
2006) za iskanje reSitve uporabijo iterativno metodo k-
best MIRA (Margin Infused Relaxed Algorithm).



3.1.4. Oznacena odvisnostna drevesa

Iskanje oznacenih odvisnostnih dreves poteka v dveh
fazah: v prvi fazi se povedi priredi neoznaceno
odvisnostno drevo, za tem pa se za to drevo uporabi
markovski model prvega reda za iskanje najverjetnejSega
zaporedja oznak povezav. Razclenjevanje celotnega
ucnega korpusa (11.411 oblikoslovno oznacenih stavkov)
na procesorju Intel Core i7 3.07GHz CPU traja 31 minut.

3.2. Ucni korpus ssjS00k

U¢ni korpus ssj500k je bil izdelan v okviru projekta
Sporazumevanje v slovenskem jeziku® (SSJ) in temelji na
obeh ucnih korpusih, izdelanih v okviru projekta JOS.
Sestavljen je iz celotnega korpusa jos100k ter dodatnih
400.000 besed iz enomilijonskega korpusa joslM. Vsi
jezikoslovni metapodatki (oznake, leme, tokenizacija) so
bili v korpusu ssj5S00k Se enkrat rofno pregledani,
povecana je bila mnozica skladenjsko oznacenih in ro¢no
pregledanih povedi. V delu, ki ga zajema korpus jos100k,
so bile dodane informacije o lastnih imenih za potrebe
strojnih prepoznavalnikov imenskih entitet. Za razliko od
korpusov jos100k in josIM je bila v korpusu ssj500k v
celoti ro¢no pregledana in popravljena tudi stavcna
segmentacija in tokenizacija, kar omogoca tudi

mnozica za skladenjski razélenjevalnik obsega 11.411
roéno preverjenih povedi ali 200.320 besed, kar
predstavlja priblizno dve petini uénega korpusa ssj500k.

Skladenjski del korpusa ssj500k je nastajal v treh
fazah. V prvi je bil v projektu JOS vzporedno s pripravo
specifikacij za skladenjsko oznadevanje oblikovan testni
nabor 500 povedi. Ta je sluzil kot uéna mnozica za ucenje
prvega statisticnega modela, s katerim je bil oznaen
korpus jos100k. Avtomatsko pripisane skladenjske
povezave so nato v programu Oznalevalnik stavkov’
ro¢no pregledali in popravili oznacevalci, po dva za vsako
poved oziroma trije, kadar je med prvima dvema
oznacevalcema prihajalo do razlik. V tretji fazi je bila v
okviru projekta Sporazumevanje v slovenskem jeziku
uéna mnozica povecana in celoten krog polavtomatskega
raz€lenjevanja ponovljen za novih 100.000 besed,
vklju€no z analizo in popravki celotnega skladenjskega
dela korpusa ssj500k.

Tabela 1 prikazuje pogostost posameznih tipov
skladenjskih razmerij in njihovo povpre¢no dolzino, tj.
absolutno razdaljo med polozajem izvorne in ciljne
pojavnice. Navidezno je najdaljSa korenska (modra)
povezava, saj korenski element zavzema mesto nicte
pojavnice.

preverjanje uspesnosti oznacevalnikov. in ‘
raz€lenjevalnikov pri teh dveh postopkih. Steviléni St. | Oznaka Frekvenca povprecna dolZina
podatki o elementih v korpusu ssj500k so v Tabeli 1. 1 modra 66.155 16,2
_ . 2 del 16.134 2,4
Zzl?aia o SSJfggl; 3 | dol 79.627 I3
v esedilo .
<p> odstavek 8.137 4 cna 11.690 3.5
<> stavek oz. poved 27.829 S dve 15.639 2,9
<w> beseda 500.295 6 tri 5.779 2,7
<c> lo¢ilo/simbol 85.953 7 Stiri 14.246 4,0
<w>+ pojavnica 586.248 8 prir 6.482 5,0
<c>
<links> element s skladenjskimi 11.411 2 vez 19.288 26
povezavami 10 skup 825 1,2
<link> skladenjska povezava 235.865
<chunks | element s povezavami 2.178 Tabela 2: Tipi skladenjskih povezav glede na pogostost v
> na imenske entitete ucnem korpusu ssj5S00k in njihova povprec¢na dolzina
<chunk> | imenska entiteta 4.398

Tabela 1: Stevilo elementov v uénem korpusu ssj500k

U¢ni korpus ssj500k je prosto dostopen na spletnih
straneh projekta SSJ* pod licenco Creative Commons
Priznanje avtorstva-Nekomercialno 3.0.°

4. Skladenjski korpus in natan¢nost
raz€lenjevanja
Skladenjsko oznaceni del ssj500k je izdelan po

sistemu odvisnostne drevesnice JOS (Ledinek, 2010;
Ledinek in Erjavec, 2009; Erjavec et al., 2010).° Uéna

3 http://www.slovenscina.eu/tehnologije/ucni-korpus

* http://www.slovenscina.eu/tehnologije/ucni-korpus,
http://razclenjevalnik.slovenscina.eu/

5 http://creativecommons.org/licenses/by-nc/3.0/deed.sl

6 Sistem uporablja deset oznak, za razliko od sistemov SDT
(Erjavec in Ledinek, 2006) in PDT

Z veCanjem ucne mnozice je natan¢nost oznacevanja
postopoma narascala (slika 1), pri c¢emer najvi§ja
natan¢nost skladenjskega razclenjevanja z ucenjem na
uc¢nem korpusu ssj500k (~200.000 besed), merjena z 10-
kratnim pre¢nim preverjanjem, meri 90,43 % za
natan¢nost napovedanih povezav (tj. pravilno doloceno
mesto povezave) oziroma 87,52 % za natancnost
napovedanih oznacenih povezav (tj. pravilno doloCena
mesto in tip povezave).

(http://ufal.mff.cuni.cz/pdt2.0/), ki uporabljata 28 oznak v precej
kompleksnejsem sistemu.

7 Program je dostopen na strani projekta SSJ:
http://www.slovenscina.eu/Vsebine/Sl/Kazalniki/K10.aspx
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Slika 1: Natan¢nost glede na velikost u¢ne mnozice

V okviru analize je bila izvedena tudi primerjava glede
na stopnjo uporabe oblikoskladenjskih informacij pri
ucenju razclenjevalnika. Natan¢nost razclenjevanja z
upoStevanjem  celotnih  oblikoskladenjskih ~ oznak,
upostevanjem zgolj vrhnjih kategorij (podatka o besedni
vrsti) oz. neupoStevanjem oblikoskladenjskih oznak je
predstavljena v Tabeli 3.

Celotne Besedne Brez
oznake vrste oznak
Napovedane | g4 430, | gg8604 | 73,71%
povezave
Napovedane
oznacene 87,52 % 84,41% 65,34 %
povezave

Tabela 3: Natancnost skladenjskega razclenjevalnika z
upostevanjem oblikoskladenjskih oznak.

Kot izhodi§¢e za nadaljnjo podrobnejSo analizo
rezultatov skladenjskega raz¢lenjevanja je bila upostevana
prva mnozica, torej rezultat oznacevanja korpusa z roéno
pregledanimi celotnimi oblikoskladenjskimi oznakami, v
njej pa smo se osredotoCili na opazovanje natan¢nosti
raz€lenjevanja glede na zgradbo povedi in posebnosti
posamezne skupine skladenjskih razmerij.

Natan¢nost oznac¢evanja z dolzino povedi pri¢akovano
upada, od povprecno 95,7-odstotne natan¢nosti za povedi
z 1-5 pojavnicami do 84,4-odstotne natan¢nosti za povedi
z ve¢ kot 50 pojavnicami. Pri podrobnejSem pregledu
povedi z manj kot 30 pojavnicami vidimo, da natan¢nost
strmo pada do dolzine 10, nato je krivulja poloznejsa.
Povprecna poved skladenjskega korpusa vsebuje 18 besed
0z. 21 pojavnic (vkljuéno z lo¢ili).

V teoriji bi moral biti model, ki temelji na iskanju
globalno optimalnih reSitev na grafu, kakrSen je model
MSTP, enako uspesen ne glede na dolzino povezave med
izvorno in ciljno pojavnico, toda realno natanc¢nost tudi z
dolzino povezav upada (slika 2), saj so daljSe povezave
obicajno tudi bolj dvoumne (McDonald in Nivre, 2007),
denimo pri nizih prislovnih dolo¢il, ki so glede na pomen
lahko povezani v eno besedno zvezo ali pa cilj vec
razli¢nih (razmeroma dolgih) povezav.
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Slika 2: Natan¢nost glede na razdaljo med izvorno in
ciljno pojavnico

PrecejSna razlika se pojavlja v  natancnosti
povezovanja glede na smer povezave, torej glede na to, ali
ciljna pojavnica stoji za izvorno ali pred njo (slika 3),
natan¢nost oznacevanja pri povezavah naprej je namre¢ v
povpredju kar za 16,2 odstotne tocke vi§ja kot pri
povezavah nazaj.
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Slika 3: Natan¢nost glede na smer in dolzino povezave
med izvorno in ciljno pojavnico

5. Analiza po oznakah
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Slika 4: Natanénost oznacevanja glede na tip povezave.

Na sliki 4 prikazujemo natanénost napovedanih
oznacenih povezav glede na tip povezave. Natanc¢nost je z
izjemo povezave prir najvisja pri povezavah prvega nivoja



(del, dol, vez, skup) in pri povezavi tretjega nivoja
(modra), nizja pa je pri povezavah drugega nivoja (ena,
dve, tri, $tiri) in povezavi prir.

5.1. Povezave prvega nivoja

Kot je razvidno iz slike 4, je za to skupino
(besednozveznih) povezav natan¢nost razélenjevanja
najvisja, Se posebej pri povezovanju delov zloZenega
povedka (povezava del, 97,5 %). Nekoliko nizja je
natan¢nost pri povezovanju jedra in dolo¢ila drugih
besednih zvez (povezava dol, 90,8 %), ki pa se zelo
razlikuje glede na posamezen tip besedne zveze:
raz¢lenjevalnik je izredno natanfen pri povezovanju
predloznih zvez (98,3 %; X-dol-D*, tj. povezava dol s
katerekoli pojavnice na predlog) ter pri povezovanju
(pridevniskega, zaimkovnega ali StevniSkega) prilastka s
samostalniskim jedrom (97,1 %; S-dol-[PZK]), nekoliko
manj pa pri povezovanju drugih tipov nestavénih
modifikacij. Povprecne rezultate dosega pri oznacevanju
samostalniskih zvez s samostalni§kim prilastkom (88,5 %;
S-dol-S), pridevniskih povedkovih dolo¢il (89,7 %; G-dol-
P), prislovnih zvez s prislovnim prilastkom (87,9 %; R-
dol-R) ter pri povezovanju modalnih glagolov in
nedolo¢nika oz. namenilnika (89,2 %; G-do/-G), medtem
ko je najmanj natanen pri povezovanju prilastkovih
odvisnikov (55,7 %; [*G]-dol-G). Podobno nizko stopnjo
natan¢nosti dosega pri povezovanju nepridevniskih
povedkovih doloéil (52,4 %; G-dol-["GP]), toda za razliko
od vseh ostalih povezav prvega nivoja je pri slednjih
vendarle razmeroma uspeSen =z vidika pravilno
napovedanih (a ne tudi oznaenih) povezav (natanCnost
naraste na 92,0 %; v 94 % napak razclenjevalnik namrec¢
namesto povedkovega dolo¢ila oz. povezave dol pripise
osebek oz. povezavo ena). Zanimivo je, da so povezave
prvega nivoja tudi tiste, kjer so rezultati oznaCevanja
besedila brez oblikoskladenjskih oznak najboljsi, denimo
81,7 % pri povezavi del, 75,5 % pri povezavi skup, 68,9 %
pri povezavi dol in 65,4 % pri povezavi vez oziroma
skupaj v povpre¢ju 21 odstotnih tock slabsi od
raz€lenjevanja oblikoskladenjsko oznac¢enega besedila.

Ne glede na stopnjo oznaéenosti korpusa je povezava
prir tista, ki med vsemi tipi povezav dosega dalec
najslabse rezultate (54,6% natancnost). Razclenjevalnik
uspes$no prepozna priredni veznik ter jedro drugega dela
priredja (81,0 % oz. 89,4 % za vezniSke besede brez
upostevanja locil; [*G]-vez-G), ne prepozna pa povezave
med jedrom prvega in drugega dela priredja. Oznaéevanje
vezniSkih besed je Se bolj natanéno na stavéni ravni
(93,6 %; G-vez-X), Se posebej pri povezavah na veznike
(95,4 %; G-vez-V).

5.2. Povezave drugega nivoja

Povezave drugega nivoja skupno dosegajo razmeroma
nizko, 74,6-odstotno, natan¢nost oznacenih napovedanih
povezav, toda v slabi polovici primerov so napake
posledica napacno pripisane oznake in ne napacno
napovedane povezave. Natan¢nost napovedanih povezav
tako meri 85,6 %. Ker povezave drugega nivoja vsebujejo
podatke o glagolski vezljivosti, omenjena podatka pri
analizi med spadata med pomembne;jse.

8 Pri poimenovanju besednih vrst uporabljano vrhnje kategorije
po sistemu JOS (http://nl.ijs.si/jos/msd/html-sl/index.html).

Med povezavami drugega nivoja razclenjevalnik
najbolj natan¢no oznacuje povezavo ena (83,7 %), ki z
vidika tradicionalne slovnice ustreza povezavi med
povedkom in osebkom. Raz¢lenjevalnik je najbolj uspesen
pri dolocanju samostalniSkega (87,5 %; G-ena-S) oziroma
zaimkovnega osebka (82,1 %; G-ena-Z), manj pa pri
prepoznavanju osebkov drugih besednih vrst in pa pri
povezovanju osebkovnega odvisnika (60,0 %; G-ena-G).
V povprecju se v priblizno dveh tretjinah napak moti v
samem mestu povezave, v preostali tretjini pa sicer
pravilno povezanemu paru pojavnic pripiSe napacen tip
povezave (namesto povezave ena najveCkrat zmotno
pripiSe povezavo za povedkovo dolocilo [do/] ali predmet
[dve]).

Raz¢lenjevalnik je podobno uspesen tudi pri
oznacevanju povezave dve med povedkom in predmetom
stavka (81,5 %), bolj pri povezavah na samostalnik
(84,1 %; G-dve-S) in zaimek (90,8 %; G-dve-Z), manj pa
pri povezovanju predmetov drugih besednih vrst in
predmetnega odvisnika (65,4 %; G-dve-G) ter pri
predmetnih povezavah s pridevniskega povedkovega
dologila (51,6 %; P-dve-X). Za razliko od povezave ena je
pri povezavi dve razmerje med napakami izvora in
napakami tipa precej enakovredno, pri ¢emer
raz€lenjevalnik pri predmetnih povezavah z glagola na
samostalnik, zaimek, S$tevnik in prislov pri ve¢ kot
polovici napak dolo¢i pravilno mesto povezave, a napacen
tip. V dveh tretjinah takih primerov izbere oznako stiri,
kar je glede na pomanjkanje leksikonskih informacij o
vezljivosti glagolov pri¢akovano, zlasti pri predloznih
besednih zvezah.

Poleg povezave prir sta med povezavami z najnizjo
stopnjo natancnosti povezavi tri in Stiri (58,6 % oz.
66,0 %), ki ustrezata povezavi s povedka na prislovno
dolocilo. Oznacevanje prislovnih povezav je razmeroma
uspesno le pri povezavah z glagola na prislov (81,8 % za
povezavo tri in 79,5 % za §tiri), pri vseh ostalih besednih
vrstah in pri prislovnih povezavah s povedkovega dolocila
pa je natanc¢nost nizja. Dale¢ najnizja je natancnost pri
prislovnih odvisnikih (0,6 % oz. 16 %; G-tri/stiri-G), kar
je bistveno slabsi rezultat kot pri drugih vrstah odvisnikov.

Ker imata povezavi #ri in $tiri razmeroma visok delez
napak tipa in je locevanje med njima z vidika
avtomatskega razdvoumljanja precej zahtevno, smo ju v
eni od analiz zdruzili v en sam tip povezave. Stevilo napak
zaradi napacno pripisane oznake pravilno povezanima
pojavnicama se je sicer zmanjSalo, natancnost
napovedanih  oznafenih povezav pa je ostala
nespremenjena. Za 6,3 odstotnih tock se je povecala zgolj
natan¢nost oznacenih povezav tri in stiri (s 63,8 % na
70,2 %), oznac¢evanje ostalih dveh povezav drugega nivoja
(ena in dve) pa se je celo poslabsalo (za 0,9 oz. 0,5
odstotne tocke). Tako se z zdruzitvijo obeh prislovnih
povezav natancnost napovedanih povezav na celotni
mnozici ni bistveno izboljsala (s 87,52 % na 87,98 %),
natan¢nost napovedanih oznacenih povezav pa se je zaradi
drugih sprememb celo rahlo poslabsala (z 90,43 % na
90,41 %),

5.3. Povezave tretjega nivoja

Skupna natan¢nost oznacevanja povezave modra je
razmeroma visoka (93,4 %), pri Cemer je treba upostevati,
da ta vrednost zdruzuje tako natan¢nost korenskih
povezav za besedne pojavnice (87,8 %) kot povezav na



locila (99,0 %). Pri povezavah na besede je natancnost
dolodanja pravilnega mesta povezave nadpovpreéno
visoka pri ¢lenku, okrajsavi, glagolu, vezniku in Stevniku,
precej pod povpredjem pa pri prislovu, samostalniku,
predlogu, pridevniku in zaimku. Razumljivo se pri tej
povezavi pojavljajo samo napake izvora, ne pa tudi tipa
(vedno  modra). Spodbudna je natan¢nost pri
prepoznavanju hierarhicno najvisje vloge povedka v
glavnih stavkih in priredjih (93,4 %; metaelement-modra-
G).

6. Zakljucek

Kot vsi statisticni modeli tudi statistiCni
raz€lenjevalnik daje dobre rezultate pri oznacevanju
tipicnega v jeziku, slabSe pa pri oznaCevanju manj
pogostih struktur. Natan¢nost pada tudi z dolzino povedi
in povezav. Podrobnej$a analiza rezultatov za posamezne
skupine povezav kaze, da je raz¢lenjevalnik nadpovprec¢no
uspeSen pri povezovanju besednih zvez (Se posebej
glagolskih, samostalniskih in predloznih), pri dolo¢anju
vezniSkih besed v stavkih in pri povezovanju pojavnic na
korenski element. Povprecne rezultate glede na skupno
natanénost dosega pri povezovanju povedkovih dolo¢il,
modalnih glagolskih zvez ter pri prepoznavanju stavénega
osebka in predmeta, podpovprecen pa je pri povezovanju
besednozveznih  priredij in  prislovnih  dolo¢il.
Podpovpreéna je tudi natanénost oznacevanja prilastkovih,
osebkovih in predmetnih odvisnikov, §e posebej nizka pa
je natan¢nost oznacevanja prislovnih odvisnikov.

Vsekakor obstaja Se veliko moznosti za izboljSavo
rezultatov. Na podlagi podatkov na sliki 1 nadaljnje
Sirjenje uéne mnozice v tej fazi razvoja raz¢lenjevalnika ni
smotrno, saj natan¢nost narasa razmeroma pocasi V
primerjavi s potrebno koli¢ino vloZenega ro¢nega dela.
Pred vsebinskimi izboljSavami razélenjevalnika je
smiselno temeljito preveriti morebitne napake in neskladja
pri rofnem oznacevanju, bodisi s Se enim krogom
usmerjenega rocnega pregledovanja bodisi s pomocjo
specializiranih programov za avtomatsko odkrivanje
napak pri odvisnostnem raz¢lenjevanju (Boyd, Dickinson
in Meurers, 2008; Hall in Novak, 2011).

Z vidika izboljSav v delovanju razélenjevalnika je
perspektivno predvsem aktivno uéenje (active learning)
posameznih tipov povedi, besednih zvez ali povezav
(Mirroshandel in Nasr, 2011), poleg tega je smiselno
razmi$ljati v smeri hibridnega razclenjevalnika, ki bi
poleg statistiénih modelov vseboval tudi ro¢no napisana
skladenjska pravila oz. kombinacijo dveh samostojnih
raz€lenjevalnikov. Uspesnost takih hibridnih modelov se v
tujih raziskavah ze potrjuje (Foth in Menzel, 2006;
Sennrich et al., 2009). V kontekst hevristiénega
usmerjanja statisticnih modelov se umescajo tudi podatki
o vezljivosti, denimo iz leksikalne baze za slovenscino
(Gantar in Krek, 2011), s katerim bi lahko bistveno
zmanjSali delez napak tipa predvsem pri povezavah
drugega nivoja, kjer ima razélenjevalnik tezave pri
razdvoumljanju predmetnih oz. prislovnodolo¢ilnih
povezav.
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Povzetek

V ¢lanku bomo predstavili nekatere najnovejSe poskuse na razpoznavalniku slovenskega govora z velikim slovarjem UMB Broadcast
News. Razli¢ico sistema, ki je bila predstavljena leta 2010, smo nadgradili z jezikovnimi modeli z ve¢jimi slovarji in dvoprehodnim
algoritmom, ki uporablja razli¢ne jezikovne modele v prvem in drugem prehodu. V ¢lanku primerjamo deleZ napacno razpoznanih besed
in faktor realnega Casa razpoznavanja pri razlicnih velikostih slovarja in razli¢nih redih jezikovnih modelov. S predstavljeno razli¢ico
sistema smo z enoprehodnim algoritmom dosegli najmanjsi deleZ napacno razpoznanih besed 25,65%. Pokazali smo tudi, da lahko z
uporabo dvoprehodnega algoritma doseZemo primerljivo uspesnost razpoznavanja v bistveno krajSem casu. Prav tako nam predstavljeni
rezultati sluZijo tudi kot smernice za nadaljevanje dela na tem podrocju.

Vocabulary enlargement and a two-pass algorithm for the UMB Broadcast News continuous speech recognizer
In this paper we present some recent experiments on the UMB Broadcast News large vocabulary continuous speech recognition system.
We took the 2010 version and added new language models with larger vocabularies and a two-pass recognition algorithm that uses
different language model in its two passes. We compare word error rates and real time factors on different vocabulary sizes and model
orders. We achieved a minimum word error rate of 25.65% on a one-pass algorithm. We also show that comparable results can be
achieved with significantly less time effort using a two-pass algorithm. The presented results also serve as guidelines for further work in

this area.

1. Uvod

Razpoznavanje tekocega govora z velikim slovarjem
je kljub napredkom tehnologije Se vedno ena najzahtev-
nejSih nalog na podrocju procesiranja govora. To velja
tako za uspesnost kot tudi za hitrost razpoznavanja. V tem
¢lanku' bomo predstavili nekatere najnovejSe pristope za
izboljSanje uspesnosti v sistemu za razpoznavanje tekocega
govora UMB Broadcast News, ki je bil razvit na Fakulteti
za elektrotehniko, rac¢unalniStvo in informatiko Univerze v
Mariboru.

Prva razliica sistema UMB BN je bila predstavljena
leta 2006 (Zgank & Sepesy Maucec, 2006). Zadnja
predstavljena razli¢ica je iz leta 2010 (Zgank & Sepesy
Maucec, 2010), v kateri so bili izboljSani akusti¢ni in je-
zikovni modeli. DoseZena je bila pravilnost razpoznanih
besed 71,3% oz. deleZ napacno razpoznanih besed (NRB)
28,7%. Iz te razliCice smo prevzeli akusticne modele, iz-
delali pa smo nove jezikovne modele. Namen nasSega dela
je bil izboljsati uspeSnost razpoznavanja ob ¢im manjSem
povecanju asovne zahtevnosti.

1.1. Faktor realnega casa

Casovno zahtevnost razpoznavanja merimo s faktor-
jem realnega Casa (RTF). To je razmerje med procesor-
skim Casom, ki ga iskalni algoritem potrebuje, da iz ne-
kega zvoCnega segmenta razpozna izgovorjene besede, in
dolzino tega segmenta. RTF je odvisen tako od uporabljene
strojne in programske opreme, kot tudi od uporabljenih mo-
delov. Nas je zanimal vpliv uporabe razli¢nih jezikovnih

Delo je bilo delno sofinancirano s §tipendijo ARRS mladega
raziskovalca po pogodbi 1000-10-310131

modelov na RTF. Da smo lahko primerjali rezultate za nase
modele, smo vse poskuse izvajali v enakih pogojih na istem
strezniku.

1.2. Besede OOV

Pri povecevanju slovarja smo se osredotoCili na
zmanjSanje napak, ki nastanejo zaradi besed izven slo-
varja (OOV). Pri uporabi dvoprehodnega algoritma pa
na moznost uporabe jezikovnih modelov loceno od aku-
sticnega razpoznavanja, ki je ¢asovno zelo zahtevno. Slo-
venscina je pregibni jezik, zaradi Cesar vsebuje veliko vec
besednih oblik, kot pa drugi jeziki, kot je na primer an-
gles¢ina (Rotovnik et al., 2003). Posledi¢no se ob enaki
velikosti slovarja v slovenskem besedilu pojavi ve¢ besed
OOV. Kadar se v besedilu pojavi beseda, ki se ne nahaja v
slovarju razpoznavalnika, je ta tudi ne more pravilno pre-
poznati. Posledi¢no se pojavi napaka. ZmanjSanje deleza
OOV dosegamo z vecanjem slovarja. Ocenjujemo, da pri
slovensCini in drugih slovanskih jezikih, kot sta ¢eski in
ruski, potrebujemo priblizno sedem do desetkrat vecje slo-
varje za enako pokritost korpusa (Rotovnik et al., 2003; Za-
blotskiy et al., 2010; Nouza et al., 2010).

1.3. Iskalni algoritem

Iskalni algoritem (Aubert, 2002) je klju¢nega pomena
za uspeSnost razpoznavalnika. Njegova naloga je s pomocjo
slovarja in akusti¢nih ter jezikovnih modelov najti besedne
hipoteze, ki najbolje ustrezajo nekemu zvo¢nemu posnetku.
Poznamo razli¢ne vrste iskalnih algoritmov. V tem delu
smo uporabljali dvoprehodni algoritem.

V prvem prehodu uporabljamo tako akusti¢ne kot tudi
bigramske in trigramske jezikovne modele. V drugem pre-



hodu pa uporabljamo le Stirigramske jezikovne modele. V
drugem prehodu smo delali le s tekstovnimi datotekami.
Ker je obdelovanje teksta ¢asovno veliko manj zahtevno,
kot pa razpoznavanje iz zvo¢nega posnetka, smo upali s tem
pristopom v razmeroma kratkem Casu doseci izboljSanje re-
zultatov, ki jih dobimo po prvem prehodu.

1.4. Struktura ¢lanka

V nadaljevanju bomo najprej predstavili uporabljene
govorne in tekstovne vire za izdelavo modelov. V tretjem
poglavju ¢lanka bomo predstavili nacin gradnje slovarjev
in jezikovnih modelov. V cetrtem poglavju bo predsta-
vljeno delovanje uporabljenega dvoprehodnega razpozna-
valnega algoritma. Rezultati razpoznavanja bodo predsta-
vljeni v petem poglavju. Najpomembnejsi zakljucki in ne-
katere smernice za moznost nadaljevanja dela bomo pred-
stavili v Sestem poglavju.

2. Uporabljeni viri

Za gradnjo modelov sta bila uporabljena slovenska go-
vorna baza BNSI Broadcast News (Zgank et al., 2008/2) in
slovenski referencni jezikovni korpus FidaPLUS (Arhar &
Gorjanc, 2007).

Baza BNSI je sestavljena iz 36 ur govornega materiala,
ki je bil zbran iz razli¢nih informativnih televizijskih oddaj
RTV Slovenije. Najvecji del baze so u¢ni podatki, na kate-
rih so nauceni akusti¢ni modeli. Za ucenje modelov smo
uporabili orodje HTK (HTK, 2010). Razvojna in testna
mnoZica obsegata po slabe 3 ure materiala. Vse poskuse
razpoznavanja smo izvajali na testni mnoZici. Razvojna
mnoZzica je namenjena optimiziranju parametrov modela, ki
smo jih prevzeli iz prejSnje verzije. Baza vsebuje tudi teks-
tovni del. Ta obsega priblizno 11 milijonov besed, vendar
pa ga pri izdelavi modelov nismo uporabljali.

Za gradnjo slovarjev in jezikovnih modelov smo upora-
bljali korpus FidaPLUS, ki vsebuje razli¢na slovenska be-
sedila s skupno 621 milijoni besed. Korpus je lematiziran
in vsebuje morfosintakti¢ne oznake, ki pa jih nismo upora-
bljali.

3. Siritev slovarja in gradnja jezikovnih
modelov

Korpus FidaPLUS smo najprej obdelali tako, da smo iz
njega izlusCili le besede. Stevila, okraj$ave in druge besede,
ki so vsebovale Stevke ali pa posebne znake, smo nadome-
stili s posebnimi oznakami. Odpravili smo vsa naglasna
znamenja in podobne oznake ob ¢rkah.

Slovarje smo zgradili tako, da smo v njih dodajali be-
sede korpusa v vrstnem redu glede na njihovo pogostost.
Kadar smo dosegli Zeleno velikost slovarja smo dodali Se
vse besede, ki se pojavijo enako pogosto, kot zadnja do-
dana beseda. Pri tem smo izbrali razli¢ne Zelene velikosti
slovarjev od 60.000 besed do 300.000 besed. V slovarjih sta
zraven besed le Se oznaki za zaCetek in konec stavka. Vse
ostale oznake smo izkljucili iz slovarja. Kon¢ni slovarji so
zaradi nacina njihove gradnje bili nekoliko vecji od Zelenih
velikosti.

Modele bomo kasneje vrednotili na testni mnoZici
BNSI. Za vsak slovar smo izracunali deleZ besed v testni
mnoZici, ki se ne pojavijo v slovarju. Tabela 1 prikazuje

velikosti slovarjev in deleze OOV. Ti so primerljivi z re-
zultati na ¢eSkem jeziku (Nouza et al., 2010), kjer je bilo
ugotovljeno tudi izboljSanje uspesnost razpoznavanja pri-
merljivo z zmanjSanjem deleza besed OOV. Podobna iz-
boljSanja pri¢akujemo tudi za slovenscino.

Tabela 1: Velikosti slovarjev in delezi besed OOV na testni
mnozici.

Slovar | Velikost [ OOV [%] |

60k 60.022 | 6,94
100k 100.189 | 3,44
150k 150.285 | 2,24
200k | 201.034 | 1,64
250k | 251.352 | 1,29
300k | 301.357 | 1,02

Za vse velikosti slovarjev smo zgradili bigramske (2g),
trigramske (3g) in Stirigramske (4g) modele. Uporabljali
smo Good-Turingovo glajenje in sestopanje po Katz-u. Po-
sebne oznake, ki smo jih uporabljali pri obdelavi korpusa
nismo vkljucili v modele, saj se uporabljajo le pri pisanih
besedilih in zato pri modeliranju govorjenega besedila niso
uporabne. Med modeliranjem se obnaSajo kot neznane be-
sede.

4. Dvoprehodni algoritem

V izloCanju znacilk iz zvoc¢nih posnetkov smo upo-
rabljali mel kepstralne koeficiente (MFCC)(Biem et al.,
2005) in energijo signala ter prve in druge odvode. Upo-
rabljali smo 26 mel filtrov. Znacilke smo izlocali v oknih
dolZine 32 ms in v presledkih 10 ms. Uporabljeni akusti¢ni
modeli so medbesedni trigrafemski zvezni HMM s 16 Ga-
ussovimi porazdelitvami in vezanimi stanji.

4.1. Prvi prehod

Prvi¢ smo na razpoznavalniku UMB Broadcast News
uporabili dvoprehodni algoritem. V prvem prehodu smo
uporabljali orodje HDecode (HTK, 2010). Med razpozna-
vanjem se uporablja sinhroni iskalni algoritem z Viterbi-
jevo aproksimacijo in snopovnim omejevanjem. Prvi pre-
hod smo izvajali z vsemi predstavljenimi velikostmi slo-
varja ter bigramskimi in trigramskimi modeli.

4.2. N-najboljsih seznami

V prvem prehodu algoritma smo dobili za vsak segment
govora dva rezultata. Prvi je bil najboljsa hipoteza, ki se
lahko neposredno ovrednoti (izraCunamo Stevilo napacno
razpoznanih besed). Iz najboljSih hipotez smo kasneje
izraCunali uspe$nost razpoznavanja prvega prehoda.

Isto¢asno pa nam je iskalni algoritem vrnil tudi bese-
dni graf (besedno mreZo), v katerem je predstavljen iskal-
nih prostor algoritma ob zakljuc¢ku segmenta. 1z nje lahko
razberemo ve¢ razli¢nih besednih hipotez, ki jih je iskalni
algoritem vrednotil med delovanjem. Za vsako besedo v
grafu imamo podan Cas zacetka in konca ter verjetnosti aku-
sti¢nega in jezikovnega modela. Iz besednih grafov lahko
razberemo vec razli¢nih hipotez za celotne segmente.



Uporabili smo orodje s katerim smo iz vseh besednih
mreZ izpisali sezname 1000 najboljSih hipotez. Te sezname
smo kasneje uporabljali v drugem prehodu algoritma. V
nekaterih primerih je bil iskalni prostor ob delovanju algo-
ritma tako majhnem, da ni bilo moZno tvoriti 1000 hipotez.
V teh primerih smo dobili manjSe sezname. Za vsako hi-
potezo imamo v seznamih podane vse podatke s katerimi
se hipoteze ocenjujemo: Stevilo besed ter verjetnosti aku-
sticnega in jezikovnega modela.

4.3. Drugi prehod

Osnovna ideja predstavljenega dvoprehodnega algo-
ritma je ta, da s kompleksnejSimi modeli ponovno ovredno-
timo vse hipoteze. Uporabljali smo orodje SRI Language
Modeling Toolkit (Stolcke, 2002).

V drugem prehodu smo uporabljali le jezikovne mo-
dele. Verjetnost akusti¢nega modela smo prevzeli iz prvega
prehoda. Nove verjetnosti jezikovnih modelov pa smo do-
bili z uporabo Stirigramskih modelov. Ko smo ocenjevali
hipoteze iz prvega prehoda smo vedno uporabljali model,
ki je bil zgrajen na istem slovarju kot model iz prvega pre-
hoda. Potem, ko se vse hipoteze ponovno ocenijo, se iz-
bere nova najboljsa hipoteza, ki se uporablja v vrednotenju
uspesnosti razpoznavanja.

5. Rezultati eksperimentov

Uspesnost izdelanih modelov in algoritma smo vredno-
tili na ro¢no segmentirani testni mnoZici baze BNSI. Vse
rezultate podajamo v deleZu napacno razpoznanih besed.
To je razmerje med vsoto zamenjanih, vrinjenih in izbrisa-
nih besed ter Stevilom vseh besed v testni mnoZici.

Najprej smo ovrednotili uspeSnost prvega prehoda al-
goritma za razli¢ne velikosti slovarja. Rezultati so podani
na sliki 1. Iz grafa je razvidno manjsanje Stevila napak pri
veCanju slovarja tako pri uporabi bigramskega kot trigram-
skega modela. Pri primerjavi rezultatov med slovarjema
60k in 300k ugotovimo, da je bilo z bigramskim mode-
lom doseZeno zmanjSanje deleZa napak za 4,67%, pri tri-
gramskem modelu pa 5,09%. Ta izboljSanja so primerljiva
z zmanjSanjem delezZa besed izven slovarja, ki znasa 5,92%.
Ta primerljivost je bila pricakovana, saj smo predvidevali,
da bomo z veCanjem slovarja izlo¢ili napake, ki nastanejo
zaradi besed izven slovarja. Majhen deleZ preostalih besed
izven slovarja in potek grafov na sliki pa kaZeta na moZnost,
da z dodatnim vecanjem slovarja nad 300k ne bomo ve¢ do-
segli bistvenih izboljsav.

V nadaljevanju smo se osredotocCili na modele s slo-
varjema 60k in 300k. V tabeli 2 so predstavljeni rezultati
napacno razpoznanih besed in faktorja realnega casa. Iz
podatkov vidimo, da pove€anje slovarja iz 60k na 300k pri-
nese 4,67% oz. 5,09% zmanjSanje deleZza napacno razpo-
znanih besed. IzboljSanje pri zamenjavi bigramskega mo-
dela s trigramskim pa prinese 3,15% oz. 3,57% zmanjSanje
deleza napacno razpoznanih besed. 1z podatkov o faktorju
realnega Casa lahko vidimo, da se algoritem ob uporabi
vec€jega slovarja upocasni priblizno za faktor 2, ob zame-
njavi bigramskega modela s trigramskim pa za faktor 3. 1z
teh ugotovitev lahko povzamemo, da ima uporaba vecjega
slovarja tako vecji doprinos k uspesnosti razpoznavanja kot
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Slika 1: UspesSnost prvega prehoda.

tudi manjSe povecanje Casovne zahtevnosti kot pa zame-
njava bigramskih modelov s trigramskimi.

Dobljeni rezultati za deleze besed OOV in rezultate raz-
poznavanja so primerljivi z sistemom, opisanem v (Nouza
et al., 2010), za razpoznavanje ¢eSkega jezika, ki je po svo-
jih lastnostih podoben slovenskemu.

V na$ih poskusih smo uporabljali le ro¢no segmenti-
rano testno mnozico. Izkusnje iz preteklih razlicic sistem
pa kaZejo, da z uporabo avtomatske segmentacije izgubimo
priblizno 2 do 3 odstotke uspesnosti razpoznavanja (Zgank
et al., 2008/1).

Tabela 2: Rezultati prvega prehoda.

Model | NRB [%] | RTF |
60k 2g | 33,89 6,29
60k 3g | 30,74 18,46
300k 2g | 29,22 12,66
300k 3g | 25,65 37,09

Preden smo vrednotili razpoznavanje v drugem pre-
hodu, smo si podrobneje pogledali hipoteze v N -najboljsih
seznamih. Na sliki 2 so prikazani delezi napak v N-
najboljSih seznamih, ki jih dobimo tako, da vzamemo naj-
boljsih n hipotez, pogledamo Stevilo napak v vsaki hipotezi
in kot rezultat podamo najmanjse Stevilo napak. Tako do-
bimo pri¢akovano izboljSanje rezultata, ¢e bi v naslednjem
prehodu algoritma imeli na voljo idealni razpoznavalnik, ki
bi vedno znal izbrati najboljSo hipotezo. Iz slike 2 je raz-
vidno padanje Stevila napak z vecanjem Stevila hipotez. Pri
1000 hipotezah se Stevilo napak razpolovi. 1z grafa je tudi
razvidno, da je padanje Stevila napak hitrejSe pri rezultatih,
ki so bili dobljeni z uporabo bigramskega modela.

Zadnji rezultati, ki smo jih vrednotili se nanaSajo na
dvoprehodni algoritem. Podani so v tabeli 3. Rezultate
prvega prehoda iskalnega algoritma pri modelih iz tabele
2 (prvi stolpec) smo ponovno vrednotili s Stirigramskimi
modeli. Izracunali smo nov deleZ napacno razpoznanih be-
sed (tretji stolpec) in razliko glede na rezultat prvega pre-
hoda (Cetrti stolpec). IzboljSanje rezultatov se kaZze v pri-
merih, kjer smo v prvem prehodu uporabljali bigramski je-
zikovni model. Pri teh primerih smo poskuse ponovili tudi
s trigramskimi jezikovnimi modeli v drugem prehodu, ven-
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Slika 2: Napake v N -najboljsih seznamih.

dar ni opaznih razlik do podanih rezultatov uspesnosti in
faktorja realnega Casa pri uporabi Stirigramskega modela.
1z rezultatov lahko predvidevamo, da dodatno viSanje reda
obic¢ajnih jezikovih modelov ne bo prineslo dodatnih iz-
boljsav.

Tabela 3: Rezultati drugega prehoda.

[ L. prehod | 2. prehod [ NRB [%] | ANRB [%] | RTF |

60k 2g 60k 4g 31,01 -2,88 0,02
60k 3g 60k 4g 30,73 -0,01 0,02
300k 2g | 300k4g | 25,85 -3,37 0,03
300k 3g | 300k4g | 25,64 -0,01 0,03

V zadnjem stolpcu so podani Se faktorji realnega Casa
drugega prehoda. Ker v drugem prehodu delamo le z ome-
jenim S$tevilom hipotez in uporabljamo le jezikovne mo-
dele, so ti faktorji zelo majhni v primerjavi s faktorji pr-
vega prehoda. Skupni faktor realnega Casa za dvopre-
hodni algoritem dobimo tako, da faktorja obeh prehodov
setejemo.  Cas, ki je potreben za pretvorbo besednih
grafov v sezname N -najboljSih hipotez je v primerjavi s
casom delovanja algoritma zanemarljiv. Za hitrost delo-
vanja algoritma je torej pomemben predvsem prvi pre-
hod. Vidimo, da smo z uporabo bigramskega modela v
prvem prehodu in Stirigramskega v drugem prehodu dose-
gli uspesnost razpoznavanja primerljivo (razlika 0,12% oz.
0,2%) z uspesnostjo enoprehodnega algoritma s trigram-
skim modelom, ki pa zahteva trikrat ve¢ ¢asa za razpozna-
vanje.

6. Zakljucek

V ¢lanku smo predstavili nekatere rezultata iz trenu-
tnega razvoja razpoznavalnika UMB Broadcast News. Z
uporabo razSirjenega slovarja smo uspeli zmanjsati napako
razpoznavanja na 25,65%. Uporaba dvoprehodnega algo-
ritma pa nam je omogocila doseganje primerljivih rezulta-
tov s trikrat krajSim ¢asom razpoznavanja.

Predstavljeni rezultati nakazujejo, da z dodatnim
veCanjem slovarja in vpeljavo obicajnih jezikovnih mode-
lov vi§jih redov, kot pa smo jih sedaj uporabljali, ni vec

mogoce pricakovati bistvenih izboljSanj v uspeSnosti raz-
poznavalnika.

Izboljsanja lahko pricakujemo s kombiniranjem pred-
stavljenih pristopov in nekaterih drugih Ze pripravljenih iz-
boljSav razpoznavalnika, kot so interpolirani jezikovni in
izboljSani akusti¢ni modeli. Predstavljen sistem dvopreho-
dnega algoritma pa nam omogoca zacetek raziskovanja na
zapletenejSih jezikovnih modelih, ki bi jih zgradili z upo-
rabo morfosintakti¢nih oznak iz korpusa FidaPLUS.
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Povzetek

V prispevku predstavimo tri jezikovne vire starejSega slovenskega jezika: zbirko besedil oz. digitalno knjiznico, referencni
jezikoslovno oznaceni korpus in slovar. Zbirka besedil vsebuje vec¢inoma knjige, z redigirano transkripcijo besedila in faksimili,
korpus sestavlja besedilo strani, vzoréenih iz zbirke, kjer je vsaki besedni pojavnici pripisana ro¢no pregledana sodobna ustreznica,
njena lema in leksikalna oblikoskladenjska oznaka, slovar pa je bil zajet iz razirjenega ro¢no pregledanega korpusa. Vsi trije viri so
zapisani skladno s smernicami za zapis besedil TEI (Text Encoding Initiative Guidelines) in dostopni na spletu za pregledovanje in
preiskovanje, kot tudi za prenos pod licenco Creative Commons — priznanje avtorstva. Ti viri po eni strani predstavljajo podatkovno
infrastrukturo za razvoj jezikovnih tehnologij za starejSo slovens¢ino, po drugi pa omogocajo empiri¢no podprte diahrone jezikoslovne
raziskave in priblizajo starejSa besedila in leksiko sodobnemu bralcu. Viri IMP so dostopni na http://nl.ijs.si/imp/.

Language resources for historical Slovene

The paper presents three language resources for historical Slovene: the text collection or digital library, a linguistically annotated
reference corpus and a dictionary or lexicon. The text collections contains mostly books with hand corrected transcriptions and
facsimile, the corpus comprises sampled pages from this text collections, where each word token has been manually annotated with its
contemporary equivalent, its lemma and part-of-speech tag, while the lexicon was automatically extracted from the (extended)
annotated corpus. The three resources are encoded according to the Text Encoding Initiative Guidelines and are available on the web
for browsing and searching, as well as for download under the Creative Commons — Attribution licence. The resources, on the one
hand, constitute a data infrastructure for the development of language technologies for historical Slovene, and, on the other, enable
corpus based diachronic studies of Slovene and bring old texts and vocabulary closed to today's readers. The IMP language resources
are available from http://nl.ijs.si/imp/.

e shema XML IMP definira strukturo XML

1. Uvod posameznih, sicer strukturno zelo raznovrstnih
V prispevku predstavimo tri medsebojno povezane VIrov, . . . .
digitalne vire starejiega slovenskega jezika, ki e oblikoskladenjske specifikacije IMP definirajo

predstavljajo referen¢ne podatkovne vire za razvoj
jezikovnih tehnologij za obravnavo starejSe slovenséine,
imajo pa tudi namen razSiriti ponudbo spletnih
priroénikov in postaviti osnovo za korpusno podprte
diahrone jezikoslovne 3tudije. Ce se osredoto&imo samo
na jezikovnotehnoloske vidike uporabe, imajo viri
naslednji namen:

e zbirka besedil vsebuje Cistopise besedil, s tem pa
tudi besediSce starejSe slovenscine, ki je uporabno
za izboljSanje avtomatskega prepoznavanja
besedil iz slik (OCR); zbirka sluzi tudi kot
osnovna podatkovna mnozica, ki jo lahko
izkoristimo za povecanje jezikoslovno oznacenega
korpusa in leksikona;

o jezikoslovno oznaceni korpus omogoca Solanje
oblikoskladenjskih oznacevalnikov za starejsi
jezik in razvoj programov za avtomatsko
posodabljanje starih besedil, s ¢imer jih naredijo
bolj razumljiva sodobnemu bralcu;

e slovar omogoca  Solanje  modulov  za
posodabljanje in lematizacijo besed in je uporaben
za podporo programom za iskanje po celotnem
besedilu digitalnih knjiznic.

S formalno validacijo in upoStevanjem standardov
poskrbimo, da so jezikovni viri brez tehni¢nih napak in da
je njihova struktura dobro dokumentirana. Viri IMP so
skladno zapisani in medsebojno povezani, pri Cemer
upostevajo dvoje specifikacij:

nabor oblikoskladenjskih oznak, ki se uporabljajo

v korpusu oz. slovarju.
Izdelava predstavljenih virov je bil razmeroma dolgotrajen
in drag proces, zato je smiselno poskrbeti, da so ne samo
¢im SirSe uporabni, temve¢ tudi uporabljani. Vsi viri so
dostopni neposredno na spletu skozi izvedene oblike
(HTML), obenem pa tudi za prenos, pod licenco Creative
Commons — Priznanje avtorstva.

2. Racunalniski zapis
Glede na moznost prenosa celotnih virov je format, v
katerem so zapisani, pomemben tudi za druge uporabnike.
Viri IMP so zapisani v skladu s smernicami za zapis
besedil TEI »Text Encoding Initiative Guidelines«, (TEI,
2007). Smernice temeljijo na standardu XML (Extensible
Markup Language) in so namenjene za zapis besedil v
znanstvene namene. Uporabljajo se za veéino
kompleksnejsih izdaj v digitalnih knjiznicah kot tudi za
zapis jezikoslovno oznacenih korpusov in slovarjev.
Smernice TEI definirajo in dokumentirajo nabor oznak
(elemente in atribute XML) za zapis strukturnih in
konceptualnih lastnosti besedil. Smernice so izrazene kot
modularna in razsirljiva shema XML, ki ji je pridruzena
podrobna dokumentacija, dostopne pa so pod odprtokodno
licenco. Prva je iz leta 1994, zadnja izdaja smernic, ki se
sicer sproti dopolnjuje in popravlja, pa je TEI P5 iz leta
2007 in je usklajena z ustreznimi smernicami W3C in

ISO, ki jih s tem upostevajo tudi naSe izdaje.



V kontekstu starejSe slovensCine velja posebej
opozoriti na kodo, ki jo uporabljamo za besedila, zapisana
v bohori€ici, in sicer sl-bohoric, ki smo jo tudi prijavili na
IANA (Internet Assigned Numbers Authority), skupaj s
kodama za metelCico (sl-metelko) in dajnéico (sl-dajnko),
Ceprav slednjih dveh pisav vir IMP zaenkrat ne vsebujejo.

Kanoni¢na oblika posameznega vira IMP je torej
dokument XML, ki je veljaven (validiran) glede na shemo
XML IMP, ta pa je narejena v skladu s smernicami TEI. S
tem je zagotovljeno, da neodvisno od nasih datotek
obstaja podrobna dokumentacija, v kateri je struktura
virov dokumentirana tako s proznim opisom (smernice)
kakor s shemo XML, s pomocjo katere je mogoce
pravilnost strukture teh virov tudi formalno preveriti.

Zapis TEI je namenjen izmenjavi, primeren je za
raznovrstne uporabe, neodvisen od racunalniSke
platforme, in, kolikor je to glede na hiter razvoj
racunalniSkih tehnologij sploh mogoce, odporen na
zastaranje. Ta format s skriptami XSLT nato pretvorimo v
formate za wuporabo v konkretnem orodju (npr.
konkordan¢niku) ali za prikaz na spletu.

3. Zbirka besedil

Zbirka besedil IMP je =zasnovana kot digitalna
knjiznica in vsebuje vecinoma celotna dela, v obliki
faksimilov in pregledanih transkripcij besedil. Trenutno
vsebuje 158 del (13.000 strani oz. 2 milijona besed),
sestavljena pa je iz zbirk AHLib (Erjavec, 2011) in zbirk
besedil, oznacenih v NUK ter na ZRC SAZU (Erjavec in
dr., 2011). Dela so vecinoma celotne knjige, 38 enot pa so
izdaje Casopisa Kmetijske in rokodelske novice.

Stopnja oznaCevanja se razlikuje glede na izvor
posameznega dela, v vseh primerih pa vsebuje prelome
strani s kazalci na faksimile, naslove, odstavke in oznake
za posebne dele besedila, kot so Stevilke strani, tiskarska
znamenja itd., kot je razvidno iz primera na sliki 1.

Na spletu je zbirka predstavljena kot digitalna
knjiznica, kjer je vsaka enota stavljena kot svoj HTML, ti
pa so povezani s staticnimi kazali glede na razli¢ne
metapodatke: naslov, avtor, leto, signatura.

4. Jezikoslovno oznaceni korpus

Roc¢no pregledani referen¢ni korpus goo300k (Erjavec,
2012) obsega 1.000 vzor¢enih strani iz besedilne zbirke
IMP oz. nekaj manj kot 300.000 besednih pojavnic.
Postopek vzorcenja je potekal v dveh fazah. Najprej smo
iz zbirke IMP izbrali besedila izdana pred letom 1900, ki
so ¢im bolj raznovrstna, obenem pa ne preve¢ izstopajoca
po zapisu, s ¢imer smo dobili 81 enot. 1z teh besedil smo
nato nakljucno izbrali posamezne strani, z nastavljenimi
maksimumi za Stevilo strani po besedilu in Casovnem
obdobju. Prednost smo dali besedilom, izdanim med
letomal850 in 1875, saj smo po eni strani imeli najvec
besedil iz tega obdobja, po drugi pa je jezik tu Ze zadosti
razlicen od sodobne slovensfine, da bi Dbila
jezikovnotehnoloska podpora Ze upravicena, vendar hkrati
Se ni prevec razli¢en, da bi bilo posodabljanje posameznih
besed neuporabno. Vseeno pa korpus vsebuje tudi
besedila, ki segajo do leta 1750 in celo par starejSih
vzorcev.

Korpus je bil najprej avtomatsko oznaden, nato pa
ro¢no pregledan s strani skupine Studentov, ki so pri
svojem delu uporabljali urejevalnik CoBaLT (Kenter in
dr. 2012). Poleg pregledovanja oznak je bilo popravljeno
tudi besedilo, saj Cistopis ni bil brez napak.

Korpus je zapisan v 1.001 datoteki, ena krovna, ostale
pa za posamezne strani. Krovna datoteka vsebuje element
teiCorpus, ki je sestavljen iz kolofona TEI (teiHeader) in
serije elementov TEI, od katerih vsak vsebuje po eno
enoto korpusa. Element TEI ima nato svoj kolofon, temu
sledijo podatki o faksimilu (za vsako stran njen
identifikator, URL-je grafi¢nih datotek na strezniku in
ustrezne strani v digitalni knjiznici) in XInclude kazalce
na posamezne strani, ki so vklju¢ene v korpus.

Kot je ilustrirano na sliki 2, ima posamezna stran
kazalko na svoj faksimile in oznaceno besedilo, ki je
najprej razdeljeno na bloke (naslove, odstavke itd.), ti na
stavke oz. povedi, ti pa na besedne pojavnice, locila in
presledke.

Rosalka , katero i fizer lubil ! jeft fim<lb/>
ena oboga shéna, ena lirota — <lb n="3"/>
nimam mosha!<lb/>

</ab>

<ab type="p" corresp="NUKR10214-1790/00422751.xml#r49">Golpa. O ! jelt nilim vezh tvoja <lb n="3"/>

<ab type="fw" subtype="catch" corresp="NUKR10214-1790/00422751.xml#r4">Ba-</ab>
<ab type="fw" subtype="sig" corresp="NUKR10214-1790/00422751.xml#r5">c 5</ab>

<pb xml:id="pb.095" n="95" facs="#NUKR10214-1790-00422752" />

<ab type="fw" subtype="pageNum" corresp="NUKR10214-1790/00422752.xml#r1">58</ab>
<ab type="p" corresp="NUKR10214-1790/00422752.xml#r6">Baron. VImili [e!<lb/></ab>

Slika 1. Zapis zbirke besedil.
Element ab zaznamuje »anonimni blok, ki je opredeljen z vrednosti atributa @type: odstavek, naslov, tiskarsko
znamenje, itd. Element Ib poda prelom vrstice, pb pa strani. Slednji ima tudi kazalko na faksimile.



<?xml version="1.0" encoding="utf-8"?>

<s>
</s>

<c></c>
<s>

<[s>
</ab>

</div>

<w nform="fe" mform="se" lemma="se" ctag="P">le</w><pc ctag=

<div xmlns="http://www.tei-c.org/ns/1.0" type="pb" xml:lang="sl-bohoric" xml:id="goo18B-NUKR10214-1790.pb.095"
n="NUKR10214-1790.pb.095_Shupanova_Mizka" facs="../goo300k.xmI#NUKR10214-1790-00422752">
<ab type="p" corresp="NUKR10214-1790/00422752.xml#r6" part="F">

nn

<w nform="baron" mform="baron" lemma="baron" ctag="Ncm">Baron</w><pc ctag=".">.</pc>

<w nform="vImili" mform="usmili" lemma="usmiliti" ctag="Vme">VImili</w><c> </c>

nn

>l</pc>

Slika 2. Zapis oznacenega korpusa.

Element div/@type="pb" vsebuje eno stran oznacenega besedila. Atributi dolo¢ijo, da element pripada imenskemu
prostoru TEI, da je »jezik« na tej strani bohori¢ica, mu podajo identifikator in labelo, ter kazalko na faksimile. Bloki so
razdeljeni na stavke, ti pa na besede, locila in presledke. Besede imajo pripisano normalizirano obliko, posodobljeno
obliko, lemo in oblikoskladenjsko oznako.

4.1. Jezikoslovne oznake

Vsaki besedi v korpusu je pripisana normalizirana
oblika, sodobna oblika, lema in oblikoskladenjska oznaka
IMP (gl. sliko 2). Normalizirane oblike so zapisane z
malimi ¢rkami, poleg tega pa so odstranjena naglasna
znamenja nad samoglasniki, saj se ta v sodobni
slovenséini ne uporabljajo vec.

Sodobne oblike besed so najbolj zanimive, saj takih
oznak ne najdemo v korpusih sodobnega jezika.
Razdelimo jih lahko v §tiri skupine:

1. besedna oblika iz korpusa je enaka sodobni obliki, kot
je to pri prvi besedi na sliki 2;

2. razlika je samo v zapisu posamezne besede, kot je to
pri drugi besedi na sliki 2;

3. razlika je pri pisanju skupaj — narazen (npr. nar bolj,
sedaj najbolj ali obratno namoresh, sedaj ne mores);
take besede so problematicne s staliS¢a zapisa
jezikoslovnega oznaCevanja, saj so posodobljene
oblike sicer enostavno pripisane kot atribut
posamezni besedi, tu pa je potrebno vzpostaviti
relacijo med ve¢ besednimi pojavnicami in eno
analizo 0z. eno pojavnico in nizom analiz;

4. zastarele besede, torej tiste, ki nimajo sodobne
ustreznice, ali pa so se jim spremenile skladenjske
lastnosti, kot npr. spol; v takih primerih je kot
posodobljena oblika vzeta kar zastarela beseda,
vendar napisana v skladu s sodobnim pravopisom
(npr. ajfram posodobimo v ajfrom), je pa takim
besedam pripisana tudi najblizja sodobna ustreznica
0z. ustreznice (v tem primeru gorecnost).

Pri zastarelih besedah velja Se opomba, da kot
zastarelih zaenkrat nismo S§teli tistih, ki se pojavljajo v
SSKJ, cetudi imajo pripisano oznako zastarelo oz.
starinsko. Glavni razlog je bil, da so te besede Ze obdelane
v SSKJ in je sodobne ustreznice oz. razlage mozno zajeti
iz tega vira.

Besedam je nadalje pripisana lema oz. osnovna oblika
besede, ki je tudi posodobljena in izhaja iz posodobljene
besedne oblike, npr. sonce, ne moci, ajfer.

Tretji jezikoslovni podatek, ki je pripisan besednim
pojavnicam, je njihova kontekstno razdvoumljena
oblikoskladenjska oznaka — za namene projekta smo
razvili nov nabor oznak oz. specifikacije zanje, kar je
podrobneje opisano v naslednjem razdelku.

Korpus je dostopen za iskanje preko spletnega
vmesnika, ki omogoca izpis konkordanc in frekvencnih
leksikonov, tudi po regularnih izrazih, iskanje in prikaz
vseh oznak po besedah, filtriranje in prikaz bibliografskih
podatkov, izracun kolokacij, itd.

4.2. Oblikoskladenjske specifikacije

V korpusih sodobnega jezika, kot sta FidaPLUS
(Arhar in Gorjanc, 2007) in JOS' (Erjavec in Krek, 2008),
uporabljamo oblikoskladenjske oznake, ki zajemajo tako
leksikalne (npr. ob¢i samostalnik srednjega spola) kot
pregibne lastnosti (npr. rodilnik ednine) posameznih
besed. V korpusu in slovarju smo ta sistem, ki zajema
skoraj 2.000 razlicnih oznak, poenostavili in besedam
pripisali samo leksikalne lastnosti, tako da Stevilo oznak
pade na 32.

Oznake IMP so definirane, tako kot oblikoskladenjske
oznake JOS, v dokumentu TEI, kjer so definirane besedne
vrste, vsaki pripisane njene oblikoskladenjske lastnosti,
mnozice teh pa pripisane posameznim oblikoskladenjskim
oznakam, pri ¢emer so imena lastnosti in oznak definirana
tako v slovens¢ini kot angles¢ini. V korpusu uporabljamo
oznake v anglescini, vendar je te preko izvedenih tabel
enostavno prevesti v slovens¢ino in jih tudi razstaviti v
posamezne lastnosti. Tako imamo npr. korpusno oznako

U http://nlLijs.si/jos/




Vmp, ki pomeni Verb Type = main, Aspect = progressive,
ki je ekvivalentna slovenski oznaki Ggn oz. glagol vrsta =
glavni, vid = nedovrsni.

Razlog za uvedbo poenostavljenega nabora oznak je
predvsem v tem, da je bil poudarek pri rocnem
oznacevanju na posodobljenih oblikah besed, pri tem pa je
natan¢no oznacevanje oblikoskladnje zelo zamudno — zato
smo raje oznacili ve¢ besedila, vendar z bolj grobimi
oznakami. Oznake so vseeno koristne, saj nam omogo¢ijo,
da v korpusu npr. iS¢emo vse kombinacije pridevnikov z
neko besedo, po drugi strani pa jih lahko uporabimo za
ucenje modelov avtomatskega oblikoskladenjskega
oznacevanja starejsih besedil.

5. Slovar IMP

Tretji jezikovni vir starejSe slovens€ine je slovar oz.
besedisCe. Slovar je bil avtomatsko izlus¢en iz korpusa
200300k, poleg tega pa so mu bile dodane tiste besedne
oblike iz zbirke besedil IMP, ki se ne pojavljajo v
200300k, v zbirki besedil pa vsaj dvakrat. Tudi tem
besednim oblikam smo oznake najprej pripisali
avtomatsko, nato pa ro¢no pregledali v CoBaLTu, ravno
tako pa je bil naknadno pregledan Se celoten slovar. 1z
takSnega postopka izdelave seveda sledi, da slovar vsebuje
samo korpusno izpri¢ane oblike.

Celoten slovar vsebuje preko 25.000 lem, 50.000
besednih in 70.000 zgodovinskih besednih oblik, vendar
to zajema vse pregledane besedne pojavnice iz korpusa oz.
zbirke besedil, torej tudi Stevilke, simbole, tujejezicne in
zatipkane besede in besedne oblike, ki so enake sodobnim.
Ce se omejimo samo na »prave« besede, pade Stevilo lem

na nekaj pod 20.000, ¢e samo na tiste leme, ki imajo vsaj
eno besedno obliko drugacno, kot je sodobna, na 11.000,
¢e samo na zastarele besede, pa na 2.000.

Slovar, kot vsak dokument TEI, vsebuje najprej
kolofon, ki mu sledijo geselski ¢lanki. Kot je ilustrirano na
sliki 3, vsebuje vsak zaglavje in korpusno izpriane
besedne oblike. Zaglavje je sestavljeno iz geselske
izto¢nice, torej leme, njene oblikoskladenjske oznake oz.
lastnosti in, za zastarele besede, sodobne ustreznice kot
tudi vira, na osnovi katerega so bile te ustreznice
dolocene. Posamezen geselski sestavek tako definira
njegovo zaglavje: enake leme se kot homonimi pojavljajo
v ve¢ geselskih ¢lankih, ¢e se ti razlikujejo glede na
oblikoskladenjsko oznako ali sodobne ustreznice.

Zaglavju sledi seznam vseh sodobnih besednih oblik,
vsaka od teh pa ima seznam svojih zgodovinskih razli¢ic.
Vsaka zgodovinska razliica je pospremljena s primeri
uporabe iz korpusa, ki so jim pripisani bibliografski
podatki. V slovarju je vkljuenih samo nekaj primerov za
vsako zgodovinsko obliko, saj bi bilo vseh, posebej za
visokofrekvenéne funkcijske besede, prevec.

Tako kot zbirka besedil je tudi slovar dostopen na
spletu za pregledovanje, v ve¢ razli¢icah, od polnega
slovarja do tistega, ki vsebuje samo zastarele besede.
Vsake razli¢ica slovarja je razdeljena na vecje Stevilo
strani v HTML, ki so med sabo povezane preko kazala po
geselskih iztocnicah. Vsako geslo je opremljeno s kazalci
v SSKJ in PleterSnikov slovar na ZRC SAZU, v
konkordané¢nik in v digitalno knjiznico.

<form type="lemma">
<orth type="hypothetical">anati</orth>
<gramGrp norm="Vmp">
<gram type="msd">Ggn</gram>

</gramGrp>
<gloss>izogibati se</gloss> <bibl>Pletersnik</bibl>
</form>
<form type="wordform">
<orth type="hypothetical">anaj</orth>
<form type="historical">
<orth type="normalised">anej</orth>
<cit>

<entry xml:id="lex.19e01750cca5a43b17fb31078b279905" n="anati-Vmp_izogibati_se">

<pos>glagol</pos> <gram type="vrsta">glavni</gram> <gram type="vid">nedovrsni</gram>

<quote xml:lang="sl-bohoric">drugemi pohujshanje, ke je njim lavol myrnolte tega serza
navoshliv. <oVar>Anej</oVar> se slehernega kraja, kjer myru ni, inu vogibej se tajlteh </quote>

Slika 3. Zapis slovarja.
Geslo (entry) vsebuje podatke o lemi (form/@type="lemma") in njenih posodobljenih besednih oblikah

(form/@type="wordform"), ti pa vsebujejo vse atestirane besedne oblike (form/@type="historical") skupaj s primeri uporabe.



6. Dostopnost virov

Ce je ena plat dostopnosti virov njihov zapis, je druga
dejanska moznost dostopa do njih. Dostopnost
jezikoslovnih virov je v Sloveniji vse preveckrat omejena
na spletno pregledovanje, kar sicer v vecini primerov
zado§c¢a za njihovo neposredno (jezikoslovno) uporabo, ne
omogoca pa uporabe za razvoj jezikovnih tehnologij ali za
bolj poglobljene, celostne jezikoslovne Studije, kjer
potrebujemo moznost prenosa celotnega vira na lastni
racunalnik. Razlogi za taks$no zapiranje so v nekaterih
primerih sicer legitimni (npr. avtorska zascita izvornih
besedil), v ve€ini primerov pa so bolj Zelja institucije, ki je
vir razvila, da ohrani monopol nad njim, in to kljub temu,
da je bil izdelan z javnimi sredstvi (Erjavec, 2009) —
najbolj znan primer zapiranja nacionalno pomembnega
jezikovnega vira je seveda SSKJ.

Za vse vire IMP velja, da so dostopni ne samo za
pregledovanje preko spleta, temve¢ tudi za prenos v
kanoni¢ni obliki TEI po licenci Creative Commons,
priznanje avtorstva. Licenca omogoCa prenos virov za
uporabo v raziskovalne namene ali komercialno, kot tudi
predelavo virov in nadaljnjo distribucijo virov. Edini
pogoj, ki je postavljen, je, da se vir IMP, ki se ga
uporablja, tudi primerno citira.

7. Zakljucki

V ¢lanku smo predstavili tri uniformno zapisane,
medsebojno povezane in prosto dostopne referenéne vire
starejSega  slovenskega  jezika,  dosegljive  na
http://nl.ijs.si/imp/.

V nadaljnjem delu bi Zeleli razsiriti roéno oznaceni
korpus, predvsem z besedili iz druge polovice 18. in prve
polovice 19. stoletja, ravno tako pa zbrati Se dodatna
pregledana besedila in s pomocjo teh povecati tudi slovar.

Zazeleno bi bilo tudi obogatiti metapodatke virov IMP.
Tako ima npr. trenutno vsaka publikacija en naslov, kot
smo ga dobili s strani izdelovalcev digitalne predloge.
Vendar pa so, posebej pri starejSih besedilih, naslovi v
razli¢nih jezikih ali pisavah, zato bi bilo koristno imeti
naslov v ve¢ variantah, tudi v sodobni slovens¢ini.

Glavna bodoc¢a naloga pa je uporaba razvitih virov,
tako v lastnih raziskavah, ki se bodo osredotocile na
posodabljanje starejSih besedil, kot tudi spodbujanje
drugih, da vire uporabijo pri svojih raziskavah in razvoju.
Trenutno se slovar ze uporablja pri podpori iskanja po
starejSih besedil v digitalni knjiznici dLib.si, imajo pa
izdelani viri $e mnogo §irSe potenciale.

Zahvala

Avtor se zahvaljuje anonimnima recenzentoma za
koristne pripombe in nasvete. Pri delu, ki je opisano v
prispevku, so sodelovali Kozma Ahaci¢, Tina Bencina,
Katja Cingerle, Metod Cepar, Darja Fiser, Alenka
Jelovsek, Urska Kamensek, Alenka Kavéi¢ Coli¢, Masa
Kodrig, Nin@ Mikulin, Matija Ogrin, Dasa Pokorn, Erich
Prun¢, Zala Smid, Ines Vodopivec in Maja Zorga Dulmin.
Delo sta podprla projekt EU IP IMPACT Improving
Access to Text in nagrada Google Developing Language
Models of Historical Slovene

Literatura

Spela Arhar, Vojko Gorjanc. 2007. Korpus FidaPLUS:
nova generacija slovenskega referenénega korpusa.
Jezik in slovstvo, 52 (2).
URL: http://www.jezikinslovstvo.com/pdf/2007-02-
Razprave-SpelaArharlnVojkoGorjanc.pdf

Tomaz Erjavec, Simon Krek. 2008. Oblikoskladenjske
specifikacije in oznageni korpusi JOS. Zbornik Seste
konference  Jezikovne  tehnologije,  Ljubljana.
URL: http://nl.ijs.si/jos/bib/jos_isltc08.pdf

Tomaz Erjavec. 2009. Odprtost jezikovnih virov za
slovens¢ino. V  zborniku  Obdobja,  Simpozij
»Infrastruktura slovens¢ine in slovenistike«. str. 115—
121. URL: http://www.centerslo.net/files/file/simpozij/
simp28/Erjavec.pdf

Tomaz Erjavec. 2011. Slovenska prevodna knjizevnost
1848-1918 : digitalna knjiznica in korpus AHLIB. V
zborniku Meddisciplinarnost v slovenistiki, (Obdobja,
Simpozij, = Symposium, 30). Ljubljana: Znanstvena
zalozba Filozofske fakultete, str. 33-40. URL:
http://www.centerslo.net/files/file/simpozij/simp30/Zbo
rnik/Erjavec.pdf

Tomaz Erjavec, Ines Jerele, Masa Kodri¢. 2011. Izdelava
korpusa starejSih slovenskih besedil v okviru projekta
IMPACT. V  zborniku  Obdobja, Simpozij
»Meddisciplinarnost v slovenistiki«.  Ljubljana:
Znanstvena zalozba Filozofske fakultete, str. 41-47.
URL: http://www.centerslo.net/files/file/simpozij/
simp30/Zbornik/Erjavec_Jerel Kodric.pdf

Tomaz Erjavec. 2012. The goo300k corpus of historical
Slovene. V zborniku Eight International Conference on
Language Resources and Evaluation (LREC'12),
Istanbul. European Language Resources Association
(ELRA). URL: http://www.lrec-conf.org/proceedings/
lrec2012/summaries/445.html

Tom Kenter, TomaZ Erjavec, Maja Zorga Dulmin, Darja
Fiser. 2012. Lexicon construction and corpus
annotation of historical language with the CoBaLT
editor. V zborniku EACL Workshop on Language
Technology for Cultural Heritage, Social Sciences, and
Humanities, Avignon, France, April. ACL.

TEI Consortium (2007). TEI P5: Guidelines for Electronic
Text Encoding and Interchange. URL: http:/www.tei-
c.org/Guidelines/P5/




Referenc¢ni korpusi slovenskega jezika (cc)Gigafida in (cc)KRES

Tomaz Erjavec*, Natasa Logar Berginc**

* Odsek za tehnologije znanja, Institut "Jozef Stefan"
Jamova cesta 39, SI-1000 Ljubljana
tomaz.erjavec(@ijs.si
** Fakulteta za druzbene vede, Univerza v Ljubljani
Kardeljeva plos¢ad 5, SI-1000 Ljubljana
natasa.logar@fdv.uni-lj.si

Povzetek

V prispevku predstavimo nova referen¢na korpusa slovenskega jezika Gigafido in KRES, s poudarkom na njunima prostodostopnima
razli¢icama ccGigafidi in ccKRES-u. Gigafida je nadgradnja korpusa FidaPLUS, vsebuje novejsa besedila, tudi besedila s spleta, ima
dobro milijardo besed in je na novo oblikoskladenjsko oznacena. KRES je uravnotezeni del Gigafide, vsebuje pa 100 milijonov besed.
Z metodo vzorCenja odstavkov sta bila narejena korpusa ccGigafida in ccKRES, ki sta desetkrat manjsa od izvirnikov, zato pa
dostopna za prenos po licenci Creative Commons Priznanje avtorstva-Nekomercialno in sta do sedaj najvecja prosto dostopna korpusa
slovenskega jezika. V zadnjem delu prispevka podajamo ugotovitve o znalilnih elementih vsake od Sestih taksonomskih kategorij
ccGigafide, tako po najbolj zastopanih metapodatkih, kot so zalozba, naslov in avtor, kot leksikalno, s pomocjo metode frekvencnega
profila.

The (cc)Gigafida and (cc)KRES Slovene reference corpora
The paper introduces the new reference corpora of Slovene Gigafida and KRES, with a focus on their freely available derivatives
ccGigafida and ccKRES. Gigafida is an upgrade of the FidaPLUS corpus which includes newer texts, also from the internet, contains
about one billion words and has an improved morphosyntactic tagging. KRES is a balanced sample of Gigafida containing 100 million
words. The ccGigafida and ccKRES corpora are ten times smaller than their base corpora and were made by random paragraph
selection. Both are available in their source form under the Creative Commons — Attribution-NonCommercial licence and are
currently the largest freely available corpora of Slovene. The paper concludes with an analysis of the six taxonomic categories of
ccGigafida obtained through inspection of their most frequent metadata categories, such as publisher, author and title, and through

their lexical profiles, obtained with the method of frequency profiling.

1. Uvod

Za slovenski jezik obstaja sedaj ze vecje Stevilo
korpusov, tako referen¢nih kot specializiranih, vendar
dostop do njih pri veliki vec¢ini poteka zgolj prek spletnih
konkordan¢nikov. Uporaba korpusa prek konkordancnika
je nujno omejena, saj jo doloca zmogljivost orodja, pa tudi
obseg rezultatov poizvedb ima dostikrat vnaprej dolocene
meje. Kljub temu je za jezikoslovne $tudije tak dostop v
ve€ini primerov zadosten. Tega pa ne moremo rei za
uporabo korpusov v namene razvoja jezikovnih
tehnologij, ker tam potrebujemo dostop do celotnega
korpusa kot podatkovne baze, saj ga Sele tako lahko
uporabimo za ucenje oz. testiranje razli¢nih programov za
obdelavo jezika.

Za slovenski jezik ze obstaja nekaj korpusov, ki so
dostopni za prenos, npr. slovenski deli vecjezi¢nih
korpusov. MULTEXT-East (Erjavec, 2004) in JRC-
ACQUIS (Steinberger et al., 2006), vendar ta dva
vsebujeta zelo ozko zvrst besedil: v prvem primeru je to
samo roman »1984« G. Orwella, v drugem pa besedila
pravnega reda Evropske unije. Bolj zanimiva sta korpusa
JOS' (Erjavec in Krek, 2008), ki sta vzoréena iz korpusa
FidaPLUS: jos100k ima 100.000 besed in vsebuje ro¢no
jezikoslovno oznacena besedila, jos1M pa je delno ro¢no
oznacen in ima milijon besed. Ceprav velikost slednjega
ni zanemarljiva, je za danasnji ¢as Se vedno razmeroma
majhen, poleg tega pa vsebuje samo besedila FidePLUS,
torej besedila, izdana do leta 2006, ravno tako pa nobenih

! http:/nl.ijs.si/jos/

besedil s spleta (oz. le zanemarljiv, nesistematiéno zbran
1,24-odstotni delez).

V prispevku predstavljamo dva nova prostodostopna
korpusa slovenskega jezika, nastala v sklopu projekta
Sporazumevanje v slovenskem jeziku,” ki sta veliko ve&ja
od korpusa jos1M, vsebujeta tudi novejsa besedila, sta pa,
kar je glede na velikost tudi edino mozno, samo
avtomatsko jezikoslovno oznacena. V nadaljevanju
prispevka tako najprej na kratko predstavljamo korpusa
Gigafida in KRES, v razdelku 3 postopek vzorCenja, s
katerim je bil najprej narejen KRES, nato pa Se ccGigafida
in ccKRES, v razdelku 4 razpravljamo o dostopnosti
korpusov, sledi analiza znacilnih elementov vsake od
taksonomskih kategorij ccGigafide, nato pa Se zakljucki
ter nacrti za nadaljnje delo.

2. Gigafida in KRES

2.1. Gigafida

Gigafida je nadgradnja referencnega korpusa
slovenskega jezika FidaPLUS (Arhar Holdt in Gorjanc,
2007) s 621 milijoni besed, ki je bil povecan za 560
milijonov, tako da je dosegel Zeleno velikost milijarde in
180 milijonov besed (oz. natan¢no: 1.187.002.502). Nova
besedila so bila izbrana po razmeroma kompleksni mrezi
meril: glede na besedilne zvrsti, letnice izida, ocene
branosti itd. (Logar Berginc in Suster, 2009; Kazalnik 1,
2009; Arhar Holdt, Kosem in Logar Berginc, 2012).
Najvecja nova pridobitev so besedila s spleta, ki v korpus

2 http://www.slovenscina.eu/




prinasajo 185 milijonov besed oz. dobrih 15 %,” sicer pa
so v Gigafidi besedila iz obdobja 1990-2011.*

Ze FidaPLUS je vsebovala avtomatsko pripisane
jezikoslovne oznake na besednih pojavnicah, in sicer leme
in oblikoskladenjske oznake. Za korpus Gigafida je bil
izboljsan postopek avtomatskega oznaCevanja (Krek,
Gréar in Dobrovoljc, 2012), popravljen pa je bil tudi
sistem oblikoskladenjskih oznak: FidaPLUS se je ravnala
po dolo¢ilih za slovenski jezik MULTEXT-East razlicice
3.0°, medtem ko Gigafida uposteva oznake, razvite v
okviru projekta JOS (Erjavec in Krek, 2008), ki so
definirane v dolo¢ilih za slovenski jezik MULTEXT-East
razli¢ice 4.0° (Erjavec, 2010).

Struktura Gigafide je enaka kot struktura FidePLUS,
tj. vsakemu besedilu ustreza ena datoteka, ki je obenem
tudi dokument XML. Gigafida je bila pre¢is¢ena glede na
uporabo znakov Unikod in zapisana v skladu s priporo¢ili
za zapis besedil TEI P5 (TEI Consortium, 2007), medtem
ko je bila pri FidiPLUS uporabljena $e starej$a razliica
TEI P3. Za namene korpusa Gigafida in pridruZenih
korpusov smo naredili parametrizacijo TEI, na osnovi
katere je nato mogoce narediti shemo XML, ki je
neposredno uporabna za validacijo dokumentov korpusa
Gigafida. Glede na FidoPLUS so bili spremenjeni tudi
doloceni podatki v kolofonu TEI, predvsem je bila dodana
nova, enostavnejSa taksonomija besedilnih zvrsti (gl. prvi
stolpec v Tabeli 1).

Taksonomija Delez besed v %
Tisk 80
Knjizno 35
Leposlovje 17
Stvarna besedila 18
Periodi¢no 40
Casopisi 20
Revije 20
Drugo 5
Internet 20
Novicarski portali 8
Podjetja in ustanove 12
SKUPAJ 100

Tabela 1: Delez besed po taksonomiji v KRES-u.

2.2. KRES

Za korpuse, ki predstavljajo celovito podobo nekega
jezika, je kljuéno, da so veliki in besedilnozvrstno pestri.
Gigafida je tak, referencni korpus, tezko pa bi mu pripisali
uravnotezenost, saj je v njem — kot posledica tega, da smo
v Gigafido vkljucili vse, kar smo dobili in je
avtorskopravno urejeno s pogodbo — 77 % besed iz
periodike (Casopisi, revije) in le dobrih 6 % besed iz knjig
(Ieposlovje, stvarna besedila). Kot Gigafidin uravnoteZeni
podkorpus smo zato ze predhodno naértovali 100-
milijonski KRES, katerega sestava je podana v Tabeli 1.
Izbiro besedil za KRES v smislu kaj in koliko sta poleg
vnaprej dogovorjenih deleZzev po taksonomiji usmerjala

3 Pajkanje spletnih besedil je izvedel sodelavec Miha Gréar
(Institut "Jozef Stefan"), ki je celotni postopek opisal v Logar
Berginc et al. (2012).

* Vet o zbiranju gradiva in zgradbi Gigafide gl. v Arhar Holdt,
Kosem, Logar Berginc (2012) in Logar Berginc et al. (2012)
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dva vira podatkov: Nacionalna raziskava branosti’
(NRB), v kateri so podatki o recepciji ¢asopisov in revij,
ter Merjenje obiskanosti splemih strani MOSS®, na
podlagi katerega smo dolocili obseg besed s treh najbolj
obiskanih novicarskih portalov (24ur.com, rtvslo.si,
siol.net). Pri vseh drugih taksonomskih kategorijah smo
sledili razmerjem v Gigafidi: iz leposlovja smo v KRES
zajeli 71 % celote, iz stvarnih besedil 36 %, iz kategorije
drugo 96 % zapisov sej Drzavnega zbora RS in besedil z
RTV Slovenija, v okviru spletnih besedil pa Se 12,5 %
besed s strani podjetij ter 87,5 % besed s strani ustanov.’
Natan¢éni opredelitvi besedil in koli¢ine je sledilo
vzoréenje.

3. Postopek vzorcéenja

Osnova za vzorcenje besedil za KRES je bila tabela, v
kateri posamezna vrstica vsebuje bibliografske podatke
besedila oz. besedil in zahtevano Stevilo besed zanje.
Bibliografski podatki v vzor¢ni tabeli vsebujejo naslov,
letnico izida, zalozbo, umestitev v taksonomijo Gigafide
ter vir dela, pri ¢emer ni nujno, da so v posamezni vrstici
navedeni vsi podatki. Tako so npr. knjizna dela polno
opisana in eni vrstici vzor¢ne tabele tipi€no ustreza ena
datoteka Gigafide, medtem ko imajo internetna besedila
podano Stevilo besed samo glede na domeno (vir) in eni
vrstici ustreza vecje Stevilo datotek, kar velja tudi za revije
ter Casopise. V prvi fazi vzoréenja smo zato identificirali
besedila, ki ustrezajo eni bibliografski postavki, pri c¢emer
smo izpustili datoteke, ki imajo manj kot 20 besed.

Postopek vzorcenje je bil podoben tistemu, ki smo ga
razvili za izdelavo korpusov jos100k in jos1M, ki sta bila
vzorcena iz korpusa FidaPLUS (Erjavec in Krek, 2008).
Enota vzoréenja ni posamezno besedilo, pa¢ pa odstavek,
s Cimer omogoc¢amo Cim boljSo zastopanost posameznih
del. Ce bi v korpus dodajali celotna besedila, bi neko
besedilo ali v celoti izpadlo ali pa bi bilo — posebej pri
obseznej$ih besedilih, kot so knjige ali celotni letniki
Casopisov, zdruzenih v eno datoteko — v korpusu preveé
prevladujoce. Seveda pa ta nacin vzorCenja pomeni, da v
korpusu niso vec zajeta celotna besedila.

Iz Gigafide smo vzeli vse identifikatorje posameznih
odstavkov skupaj s Stevilom besed, ki jih vsebujejo, in ta
seznam premesali, tako da je postalo zaporedje odstavkov
v njem nakljuéno. Program za vzorfenje je nato iz
seznama  odstavkov ~ zaporedoma jemal njihove
identifikatorje in njihovo Stevilo besed pristel vsoti glede
na posamezno vrstico vzorcne tabele. Ce je bila skupna
vsota besed za vrstico manjSa, kot je zahtevano Stevilo
besed, se je odstavek dodal v vzorceni korpus, sicer pa ne.
Na ta nafin smo dobili mnozico naklju¢no izbranih
odstavkov, ki skupaj zado$Cajo zahtevam, ki jih izraza

7 http://www.nrb.info/

8 http://Www.moss-soz.si/

? Ker je §lo tokrat v metodoloskem smislu za prvi vedji poskus
pridobivanja spletnih besedil za referencni korpus pri nas, ki bi
lahko oblikoval smernice za prihodnjo gradnjo takih korpusov
slovens¢ine ter nakazal nekatere zanimive (besedilnozvrstno
primerjalne) jezikoslovne analize, smo prvotno nacrtovali zelo
okviren oz. $irok obseg internetnega dela korpusa: od 10 do 50
% besed. Pri izbiri spletnih besedil za Gigafido smo se — dokaj
poskusno — omejili na strani z informativnimi vsebinami
(novicarski portali, ustanove, podjetja; o nacinu izbora gl. Logar
Berginc et al., 2012), nadaljnjih omejitev glede dolzine besedila,
vsebine, formata zapisa ipd. pa za proces pajkanja nismo podali.




vzorcna tabela. V zadnjem koraku vzorCenja je program
uporabil izbran seznam identifikatorjev odstavkov in te
odstavke nato vzel iz Gigafide — ostale podatke o besedilu,
predvsem metapodatke, pa prepisal ter doloene dele
priredil dejstvu, da je vzorec besedila sedaj del vzorcenega
korpusa in ima manj$i obseg kot izvirnik.

Enak postopek kot za vzorcenje korpusa KRES je bil
izveden tudi za korpusa ccGigafida in ccKRES, a s to
razliko, da sta bili vzor¢ni tabeli izdelani avtomatsko: v
tabeli za ccGigafido je vsaki vrstici ustrezala natanko ena
datoteka Gigafide, Stevilo zahtevanih besed zanjo pa je
bilo nastavljeno na 9 % celotnega $tevila besed v datoteki,
enako pa tudi za ccKRES, samo da je bil tu izvorni korpus
KRES, in ne Gigafida.

4. Dostopnost

Tako Gigafida kot KRES sta prosto dostopna prek
konkordan¢nika, vendar pa smo se Ze na zacetku gradnje
odlo¢ili, da bomo pri obeh omogocili tudi dostop do celote
kot podatkovne baze ter tako omogocili izvedbo
in znanjem programskih orodij. Prenos celotnega korpusa
omogoc¢a njegovo uporabo tudi za razvoj jezikovnih
tehnologij, kot npr. razvoj modelov oblikoskladenjskega
oznacevanje in lematizacije. Ali kot je obSirneje opisano v
Erjavec (2010): Sele odprtost jezikovnih virov za prenos
omogo¢a njihovo polno izkori§¢anje, zagotavljanje
takSnega dostopa pa bi pravzaprav morala biti moralna
zaveza izdelovalcev vseh jezikovnih virov, ki so nastali s
pomocjo javnih sredstev.

Pogodba z Dbesedilodajalci Gigafide onemogoca
nadaljnje razsirjanje celotnih besedil, vkljucenih v korpus,
dovoljuje pa, da se omogoci poln dostop do 10 %
posameznega besedila — 4. ¢len se namre¢ glasi:

Imetnik pravic dovoli, da se do 10 % dela uporabi na nacin,
kot to doloca licenca Creative Commons. V tem delu na
narocnika neizkljucno, neodplacno in brez casovmnih omejitev
prenasa pravico reprodukcije, distribucije, dajanja v najem,
priobcitve javnosti in predelave avtorskega dela, ki je predmet te
pogodbe in njegovih predelav v skladu ter na nacin, kot to
doloca licenca Creative Commons: "priznanje avtorstva" +
"nekomercialno” + '"deljenje pod istimi pogoji". Ta licenca
dovoli  uporabnikom avtorsko delo in njegove predelave
reproducirati, distribuirati, dajati v najem, priobciti javnosti in
predelovati samo pod pogojem, da navedejo avtorja, da ne gre
za komercialno uporabo in da tudi oni naprej Sirijo izvirna
dela/predelave pod istimi pogoji.

Zaradi navedenega smo iz Gigafide in KRES-a
vzor¢ili podkorpusa, ki zadostujeta kriteriju "do 10 %",
natanéneje: program za vzorcenje smo nastavili — kot je
bilo Ze pojasnjeno — na 9 %.

Korpusa ccGigafida in ¢ccKRES sta odprta za prenos
pod licenco Creative Commons Priznanje avtorstva-
Nekomercialno. Licenca, na kratko oznacena s CC BY-
NC, doloca, da je dovoljeno reproduciranje, distribuiranje,
dajanje v najem in priobéevanje korpusa javnosti, kot tudi
predelava korpusa pod pogojem, da se prizna avtorstvo
korpusa oz. besedil in da se ga ne uporablja v komercialne
namene. Priznanje avtorstva pomeni, da je pri uporabi
korpusa treba navesti ime korpusa, za posamezne iztrzke
navesti tudi izvirnega avtorja oz. besedilodajalca, v
strokovnih in znanstvenih publikacijah pa citirati ustrezno
bibliografijo, ki ta korpus opisuje, enako, kot je to Ze sicer
navada pri citiranju raziskav.

S korpusoma ccGigafida in ccKRES tako omogo¢amo
tretjim osebam, da pod ¢im bolj liberalnimi pogoji
poglobljeno  raziskujejo  slovenski jezik tako z
jezikoslovnega kot racunalniskega oz. jezikovno-
tehnoloSkega vidika. Pri slednjem je najbolj pomembna
izdelava sekundarnih jezikovnih virov, kot so frekven¢ni
seznami besed in lem, besednih zvez in terminov ter
modelov za jezikoslovno oznacevanje.

C R L S D 1
L |v in biti in ta ta
2. | leto se se z in da
3. | ob z on ali ¢len | pa
4. | slovenski on jaz on se biti
5. | obcina lahko | da v za ne
6. | odstotek ali in se ali se
7. | tekma svoj | ne ki da zakon
8. | tolar ti reci lahko | biti 0
9. | za pri ko ta zakon | jaz
10. | mesto ki kaj pri ne ce
11. | nov slika | ti ce ki ¢len
12. | wra ne ta str. 0 za
13. | milijon jaz vedeti | drug | v ti
14. | predsednik | zelo moj kot ce kaj
15. | véeraj ce videti | kateri | z imeti

Tabela 2: Leme, znacilne za taksonomske kategorije
ccGigafide.

5. Primerjava taksonomskih kategorij
ccGigafide

Kot je razvidno iz Tabele 1, so besedila v Gigafidi
razdeljena v Sest taksonomskih kategorij: leposlovje (L),
stvarna besedila (S)," ¢asopisi (C), revije (R), drugo (D)
in internet (I). V tem razdelku obravnavamo posamezne
kategorije v Gigafidi z dveh vidikov:

a) Za vsako kategorijo v nadaljevanju v lo¢enih to¢kah
najprej podamo eno ali dve tabeli, ki vsebujeta Stevilo
besed za posamezno kategorijo, in praviloma deset zalozb,
avtorjev ali naslovov, ki v ta del korpusa prispevajo
najvec besed.

b) Drugi vidik predstavitve zajema prikaz najbolj
specificne leksike za posamezno kategorijo. Tu smo
uporabili metodo frekvencnega profila (angl. frequency
profiling), ki sta jo vpeljala Rayson in Garside (2000), in z
njo poiskali leme, ki vsako posamezno kategorijo znacilno
lo¢i od preostalega dela Gigafide. Za izratun smo
uporabili kar ccGigafido, saj to na rezultate ne vpliva, je
pa zato obdelava bistveno hitrejsa.

Za izdelavo frekvencnega profila smo najprej izdelali
frekvencni seznam lem vsakega od podkorpusov ter
preostalega dela ccGigafide, nato pa za vsako lemo
izraCunali njeno logaritemsko verjetnost (angl. log-
likelihood, LL). LL uposteva frekvenci elementa, kot tudi
velikosti obeh korpusov, ki jih primerjamo, in vedji, kot
je, bolj je element znacilen za enega od njiju. V Tabeli 2
prikazujemo prvih 15 lem, ki so znacilne za vsako od
taksonomskih kategorij.

% Da ne bi bilo poimenovanje stvarna besedila zavajajoce, naj
poudarimo, da smo to kategorijo pripisali le knjigam, v celoti
gledano pa »stvarno« oz. nefikcijsko vsebino seveda vsebujejo
tudi vse druge neleposlovne kategorije (Casopisi itd.; ve¢ o
razlogih za tovrstno poimenovanje gl. v Logar Berginc in Suster,
2009: 63).



Ugotovimo lahko, da po Stevilu polnopomenskih besed
v vrhnjem delu seznama izstopajo ¢asopisi, saj je pri njih
med prvimi 15 lemami polnopomenskih besed kar 12,
medtem ko pri ostalih kategorijah prevladujemo zaimki,
vezniki, predlogi in ¢lenek ne. Pri slednjih tudi sicer
razlike niso velike, saj se vsaj v Stirih taksonomskih
kategorijah ze v tem delu lestvice pojavijo in, se, ne in ce,
po drugi strani pa se svoj pojavlja samo pri revijah, ko in
moj samo pri leposlovju, drug, kot in kateri samo pri
stvarnih besedilih ter pa samo pri internetu. Od 16. mesta
naprej pa tudi v ostalih kategorijah, ne le pri Casopisih,
prevladujejo polnopomenske besede. Pri analizi leksike v
naslednjih razdelkih smo se omejili na samostalnike,
glagole in pridevnike do 100. mesta.

vedeti, misliti, pomisliti, zdeti se, sliSati, videti, gledati,
pogledati) ter premikanja (iti, priti, oditi, vrniti, stopiti,
obrniti). Samostalnikov je manj in poimenujejo (del)
Cloveka ali prostor: roka, oci, glava, obraz, pogled, glas,
oce, mama, gospod, soba, hisa; izstopata Se miza in
trenutek. Pridevnika ni nobenega.

5.2. Stvarna besedila

Knjige, ki smo jih oznadili s stvarna besedila, je v
najvecjem obsegu prispevala zalozba DZS (Tabela 5), v
celoti imamo tu 1.082 razli¢nih (znanih) naslovov. Tabela
6 kaze, da desetini stvarnih besedil naslova nismo uspeli
dolociti.

. Zalozba Stevilo besed
5.1.  Leposlovje VSE 50.387.335
Kot kaze Tabela 3, je od zalozb v leposlovju po DZS 14.078.488
Stevilu besed najbolj zastopana Mladinska knjiga, saj v Mladinska knjiga 6.152.240
tem delu korpusa prispeva vec kot tretjino besed. Tabela 4 Krtina 2321.758
kaZze po obsegu najbolj zastopane leposlovne avtorje. Desk 2.066.592
Skoraj Cetrtina besedil po koli¢ini besed tu nima GV Zalozba 1.744.891
pripisanega avtorja, med prvimi devetimi imeni pa je le en Zavod RS za Solstvo 1.691.456
avtor domaci, vsi drugi so v korpusu zastopani s prevodi Zalozba /*cf 1599 493
(gre za visoko brane avtorje trivialnih del — z izjemo Tehnitk 1' “ba SI = 1'27 5' 146
romana Paradiso J. Lezame Lime). CITORa 2070703 S OVEmI® —
Fakulteta za socialno delo UL 1.188.566
Zalozba Stevilo besed Cistercijanska opatija Sti¢na 1.119.858
;//I?fdinska knjiga 2;2?(9)22 Tabela 5: ZaloZbe z najve¢ besedami v kategoriji knjiznih
DZS 3.689.436 stvarnih besedil.
Karantanija 2.287.703 ——
Studentska zalozba 1.945.974 \N/;sElov St?glg)gl;eggtsl
gi(liaklia . I'ZTZ'}Q neznani naslov 5.506.017
Liie(;a - 672.474 Soclologija — 335.008
Tuma 594222 glc‘:enje 11? poucevanje tujih jezikov na 145,003
. ovenskem .
Mohorjeva druzba 361.093 Vojna zgodovina 283.566
Genija 258.474 Vrtnarski priroénik 251.809
Evropsko kmetijsko pravo 250.598
Tabela 3: Zalozbe z najvec besedami v kategoriji Kog: krajepis in zgodovinopis 223.474
leposlovije. Druzinska enciklopedija zdravil 222.442
Annales 219.417
Avtor Stevilo besed Slovensko domobranstvo 217.884
VSE 23.969.196 Sodobna politi¢na filozofija: uvod 215.055
neznani avtor 5.008.529
Barbara Cartland 818.131 Tabela 6: Naslovi z najve¢ besedami v kategoriji knjiznih
Joachim Friedrich 391.131 stvarnih besedil.
José Lezama Lima 382.056
Danielle Steel 368.872 Z leksikalna analizo smo ugotovili, da je v stvarnih
Dan Brown 358.990 | besedilih ve¢ samostalnikov, ki jih po (prvotnem) pomenu
Mary Higgins Clark 317543 | lahko povezemo z izobraZevanjem (ucitelj, znanje, ucenje,
Maeve Binchy 297.992 ucenec), strokovnimi besedili (stran, slika, primer,
John Grisham 297591 naloga, poglavje) in racunalni§tvom (okno, vnos, sistem,
Edo Rodosek 278 754 | datoteka), ter abstraktnejsih, na znailnost predmeta ali

Tabela 4: Avtorji z najve¢ besedami v kategoriji
leposlovije.

Leksikalna analiza po metodi frekvenénega profila
nam je pokazala, da je kategorija leposlovje izrazito
glagolska, saj je do 100. mesta na seznamu kar Cetrtina
glagolov, in sicer predvsem glagolov sporocanja,
misljenja in zaznavanja (reci, govoriti, vprasati, povedati,

proces vezanih izrazov (oblika, vrsta, nacin, proces,
uporaba, stopnja), pa tudi zelo raznorodna poimenovanja
tipa Zivljenje, clovek, oseba, otrok, skupina, bog, telo,
rastlina, odnos, razvoj, mo¢ in potreba. Med Sestimi
pridevniki izstopata druzben in socialen, glagolov je samo
pet (uporabljati, uporabiti, morati, postati, gledati).




5.3. éasopisi

V Tabeli 7 je prvih deset casopisov, ki v Gigafido
prispevajo najve¢ besed. Z izjemo Celjana so vsi v vrhu
branosti (na lestvici NRB 2010 se razvr$¢ajo od drugega
do 24. mesta).

model, motor, km, hitrost, avtomobil, moc, olje, oprema;
Zivljenje, volja, bolezen) ter raCunalni$tvo (racunalnik,
zaslon, arhiv, plos¢a), po drugi strani pa znacilno
besedisCe revijalnega tipa medija, kot je slika, stran,
revija, fotografija, foto, clanek. Med pridevniki, ki jih je
sedem, izstopajo spleten, moden in pravi.

5.5. Drugo

V kategorijo drugo, ki obsega manj kot 8 milijonov
besed, sta od znanih besedilodajalcev najve¢ besed
prispevala Drzavni zbor RS (zapisi sej) in RTV Slovenija
(podnapisi, postprodukcijska besedila). Ker smo sem
umestili tudi besedilni drobiz in podobna Ze za FidoPLUS
zbrana neobjavljena besedila, je tu obsezen tudi vir
"neznani zaloznik".

Naslov Stevilo besed
VSE 663.664.965
Dnevnik 181.336.239
Delo 149.252.977
Ekipa 46.154.899
Gorenjski glas 39.008.344
Vecer 33.414.300
Dolenjski list 31.224.786
Nedeljski dnevnik 27.007.794
Finance 21.580.873
Kmecki glas 20.968.294
Celjan 10.835.696

Tabela 7: Casopisi z najveé besedami.

Pri leksikalni analizi do 100. mesta v kategoriji
Casopisi mo¢no prevladujejo samostalniki, glagola sta le
dva (prodati, dejati). Okvirno lahko razpoznamo
naslednje teme: gospodarstvo, finance, javna uprava
(direktor, uprava, vodstvo, podjetje, trg, tolar, evro,
milijon, milijarda, delnica, banka, obcina, mesto,
Slovenija), domaca in tuja politika (predsednik, srecanje,
ministrstvo, minister, Zupan) ter Sport (tekma, zmaga,
trener, prvenstvo, liga, klub, sezona, pokal, turnir).
Znalilni pridevniki so v tem delu: slovenski, domac,
evropski, svetoven, drzaven, obcinski, mesten; kulturen,
kmetijski, turisticen; nov, mlad; zadnji, nekdanyji, letosnji,
letni in prihodnji, ter samostalniki in prislovi s ¢asovnim
pomenom: lefo, ura, sobota, nedelja, teden; lani, véeraj,
letos.

5.4. Revije

Med revijami je najve¢ besed v korpus prispevala
Miladina (Tabela 8). Kot pri ¢asopisih gre tudi tu za visoko
brane naslove (na lestvici NRB 2010 se z izjemo Maga
uvrscajo na mesta od osem do 69).

Zalozba Stevilo besed
VSE 7.951.450
Drzavni zbor RS 3.637.520
neznani zaloznik 1.639.653
RTV Slovenija 1.577.539

Tabela 9: "Zalozbe" z najve¢ besedami v kategoriji drugo.

Leksikalna analiza je pokazala, da je kategorija drugo
povsem pravno-upravna, znacilni samostalniki v njej so:
Clen, zakon, odstavek, republika, Slovenija, amandma,
oseba, predlog, postopek, drzava, pravica, organ,
poslanec, pogodbenica, viada, sklep, znalilni pridevniki
pa drzaven, dolocen, praven, in pristojen. lzstopajo Se
hvala, gospod, beseda in lep, ki prihajajo iz
drzavnozborskega "Gospod predsednik, hvala lepa za
besedo". Glagolov je 13, med njimi: dejati, imeti,
uporabljati, reci, iti, misliti in morati.

5.6. Internet

V tem delu Gigafide smo najve¢ besed pri novicarskih
portali dobili s siolnet, 24ur.com in rtvslo.si, pri
ustanovah in podjetjih pa s spletnih strani Drzavnega
zbora RS, Vrhovnega sodis¢a RS in Informacijskega
pooblascenca RS.

Vir Stevilo besed

VSE 185.758.467
Novicarski portali:

siol.net 36.103.293

24ur.com 34.963.385

rtvslo.si 27.294.954
Ustanove, podjetja:

dz-rs.si 27.737.001

sodisce.si 5.776.609

ip-rs.si 3.735.755

Naslov Stevilo besed
VSE 255.271.089
Mladina 33.870.249
Jana 13.458.466
Hopla 11.965.594
Monitor 10.246.819
Avto magazin 9.256.420
Nova 7.614.379
Zivljenje in tehnika 6.722.699
Viva 6.422.352
Moj mikro 5.823.997
Mag 5.501.255

Tabela 8: Revije z najveé besedami.

Leksikalni profil je pokazal, da je v kategoriji revije na
lestvici Sest glagolov (imeti, najti, uporabljati, omogocati,
postati, potrebovati), samostalniki pa na eni strani najbolj
izrazito kazejo zensko/mosko tematiko oz. splosnejSe
zivljenjske teme (koza, telo, Zenska, moski, prijatel],

Tabela 10: Vir z najve¢ besedami v kategoriji internet.

Tudi za ta del korpusa so po leksikalnem profilu
predvsem znalilni samostalniki, povezani s pravom ali
upravo, npr. zakon, clen, sodisce, postopek, odstavek,
viada, pravica, organ, Slovenija, drzava, zadeva, stranka,
republika, predsednik, pogodba, ter sorodni pridevniki:
javen, praven, driaven, ustaven, uraden, deloven,
dolocen, naveden. Po pregledu konkordanc lahko istemu
tematskemu sklopu pridruzimo Se samostalnike, kot so




predlog, zadeva, podatek, podlaga, oseba ipd. Izstopajo
Pahor ter zopet gospod, hvala in lep. Glagolov je tu 12,
npr. imeti, reci, vedeti, videti, iti, misliti in moci.

Rezultati leksikalne analize po metodi frekvencnega
profila so bili deloma pricakovani, deloma pa
presenetljivi. Ker smo predhodno dokaj dobro poznali
besedila, zajeta v Gigafido, vkljuéno z njihovimi
taksonomskimi kategorijami, smo priblizno tdko tematsko
pokritost, o kakr$ni lahko okvirno sklepamo glede na
dobljene znacilne leme, pri¢akovali pri stvarnih besedilih,
Casopisih, revijah in v kategoriji drugo, presenetili pa sta
nas pretezna ter pestra glagolskost leposlovja ter tolik$na
pravno-upravnost internetnega dela. Ta se je v analizi
izkazal kot zelo soroden kategoriji drugo, pri kateri slabo
polovico besedil predstavljajo zapisi sej drzavnega zbora.

Po naknadnem pregledu spletnega dela Gigafide s tega
zornega kota je v zvezi s tem mogoce dati naslednje
pojasnilo: kot je bilo razvidno Ze zgoraj, smo z interneta
poskusno in dokaj nakljucno zbrali predstavitvene strani
podjetij ter drzavnih, izobraZevalnih ipd. ustanov ter
novicarske spletne strani. Obseg besed s strani podjetij je
v okviru celotnega internetnega dela le 4-odstoten, dve
tretjini preostalega dela pa prihajata z novicarskih strani,
od tega najve¢ besed prinasajo siol.net (19 %), 24ur.com
(19 %) in rtvslo.si (15 %). O¢itno je torej to glavni vir
besedis€a tipa zakon, clen, sodisce, ki se je izkazalo kot
znacilno za to taksonomsko kategorijo (medtem ko smo
sami — sicer povsem na pamet — pri¢akovali vecjo
podobnost s ¢asopisi in revijami), pridruzimo pa mu lahko
vsaj Se 25-odstotni delez spletnih besedil, ki prihaja s
strani drzavnih ustanov (dz-rs.si, sodisce.si, ip-rs.si itd.).
Primerjava frekvenc je tako izzvala nekaj premislekov, ki
jih podajamo v zakljucku.

6. Zakljucki

Dostop do celotnih korpusov omogoca dvoje: bolj
poglobljene jezikoslovne $tudije, ki jih ni mogoce izvesti s
konkordan¢nikom, ter uporabo korpusov kot ucnih in
testnih podatkovnih mnozic za razvoj jezikovnih
tehnologij. Obojega smo se zavedali, zato smo poleg prek
konkordan¢nika prosto dostopnih korpusov sodobne pisne
slovens¢ine Gigafide in KRES-a po postopku vzoréenja,
ki smo ga opisali v prispevku, izdelali Se dva korpusa —
njuni prostodostopni razli¢ici v obsegu 100 milijonov
besed (ccGigafida) oz. 10 milijonov besed (ccKRES).

Oba oz. vse §tiri korpuse bo mogocée celovito
ovrednotiti Sele po razlicnih analizah. Eno od njih —
izdelavo frekvencnega profila vsake od taksonomskih
kategorij ccGigafide — smo izvedli sami in ugotovili, da je
vecinoma dala, lahko bi rekli, neizstopajoce rezultate — z
izjemo internetne kategorije. Pri tej smo bili v casu
zbiranja besedil predvsem osredotoceni na razvoj nove
metodologije pajkanja, (avtomatskega zbiranja) vkljucno z
odstranjevanjem spremnih in vnaprej pripravljenih besedil
ter dvojnikov in pribliznih dvojnikov, manj pa na
vsebinsko razprSenost v kombinaciji z dinamiko pajkanj
ter obsegom pridobljenih besedil z dolocenih, ¢eprav zelo
dinami¢nih spletnih mest. Pri nadaljnjem pridobivanju
besedil s spleta bomo temu vsekakor posvetili ved
pozornosti. Sicer pa v nadaljevanju raziskave med drugim
nacrtujemo  tudi  izdelavo  frekvenénega  profila
taksonomskih kategorij KRES-a, ki bo dala prvi uvid v
njegovo »realno« uravnotezenost, ter enako primerjavo s

katerim od referen¢nih korpusov drugih jezikov, ki bi Se
dodatno osvetlila to, kar smo zgoraj pri frekvencnem
profilu taksonomskih kategorij ccGigafide glede na
predhodno poznavanje v korpus vkljuéenih besedil
oznacili kot nepresenetljivo.

Zahvala

Avtorja se =zahvaljujeta anonimnima recenzentoma za
koristne pripombe in nasvete. Operacijo, v okviru katere je
nastala raziskava, delno financira Evropska unija iz Evropskega
socialnega sklada ter Ministrstvo za izobrazevanje, znanost,
kulturo in Sport Republike Slovenije. Operacija se izvaja v
okviru Operativnega programa razvoja cCloveskih virov za
obdobje 2007-2013, razvojne prioritete: razvoj ¢loveskih virov
in vsezivljenjskega ucenja; prednostne usmeritve: izboljSanje
kakovosti in  ucinkovitosti sistemov  izobrazevanja in
usposabljanja 2007-2013.
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Abstract

This paper presents the first results of using statistical methods and linguistically annotated corpus data to extract lists of semantically
similar words that are then incorporated into an existing wordnet for Slovene. The approach was originally developed for Polish but is
attractive for other languages as well because, apart from a large corpus, it requires minimal NLP tools and resources, and can
therefore be easily applied to any language that is still lacking an extensive wordnet or a similar semantic lexicon. Another important
advantage of the adopted approach is that it relies on real linguistic evidence harvested from a corpus, yielding a linguistically sound
organization of the vocabulary. As all the previous approaches used for the construction of Slovene wordnet were transfer-based and
relied on the English Princeton WordNet, the encouraging results obtained in the presented experiment will be a welcome complement
to the existing semantic network.

Spletanje sloWNeta na podlagi informacij o sopojavljanju besed v korpusu
V prispevku predstavljamo prve rezultate raziskave, v kateri smo z uporabo statisti¢nih metod in jezikoslovno oznacenih korpusnih
podatkov izlus¢ili sezname semanti¢no podobnih besed, ki smo jih nato vkljuéili v wordnet za slovenséino. Pristop je bil prvotno razvit
za poljs¢ino, vendar je privlacen tudi za druge jezike, saj zanj razen obseznega korpusa potrebujemo minimalna jezikovnotehnoloska
orodja in vire, zato ga je enostavno uporabiti tudi za jezike, za katere obsezen wordnet ali podoben semanti¢ni leksikon §e ne obstaja.
Druga pomembna prednost uporabljenega pristopa pa je, da temelji na izpri¢ani jezikovni rabi, pridobljeni iz korpusa, ki se nato kaze v
jezikovno utemeljeni organizaciji besedi§¢a v izdelani semanti¢ni mrezi. Glede na to, da so vsi nasi dosedanji pristopi za izdelovo
slovenskega wordneta celotno strukturo prevzeli iz Princeton WordNeta, ki je bil izdelan za angle$¢ino, bodo spodbudni rezultati,

dobljeni s pric¢ujoco metodo, koristno dopolnjevali obstoje¢o semantiéno mrezo.

1. Introduction

sloWNet, a wordnet for Slovene, has been developed
in a number of steps, taking advantage of several types of
available bi- and multilingual language resources, such as
bilingual dictionaries, parallel corpora and Wikipedia
(Fiser and Sagot, 2008). All these approaches have in
common that they take over the structure of Princeton
WordNet (Fellbaum, 1998), the oldest and most extensive
existing wordnet that was developed for English, and find
Slovene equivalents for the same set of concepts.

The work presented in this paper tackles the problem
from a completely different angle as it extracts all the
relevant lexico-semantic information from a single
resource, the largest Slovene reference corpus Gigafida
(Logar Berginc and Suster, 2009), yielding language-
motivated lists of semantically related words and a
linguistically sound organization of the vocabulary. The
aim of this paper is to adapt the wordnet expansion
algorithms, originally developed for Polish, to Slovene in
order to test whether they work for another language as
well. With the analysis of the first results we also wish to
outline further refinements and enhancements of the
approach for future work on fully automated methods of
wordnet expansion for Slovene.

This paper is structured as follows: in the next section
we present related work. Then, we focus on the resources
and tools that were used in the experiment. In Section 4
we give an overview of the experimental setup, evaluate
and discuss the results. We then conclude the paper with
some final remarks and ideas for future work.

2. Related work

The task of extending a wordnet with additional
literals or synsets consists of two parts: first, word pairs of
sufficient semantic relatedness need to be extracted from a
large corpus, and then they need to be attached to the most
appropriate place in the existing semantic network.

Automatic methods for the extraction of semantically
related words from corpora fall into two main
frameworks: pattern-based (Hearst, 1992) and those that
follow the Distributional Hypothesis (Harris, 1968). The
pattern-based approaches rely on a list of lexico-syntactic
patterns in which two lexical units frequently occur in an
identifiable lexical semantic relation, e.g., hypernymy
(Pantel and Pennacchiotti, 2006). On the other hand, the
distributional- based approaches assume that the similarity
of distributions of some lexical units across different
lexico-syntactic contexts is evidence of their close
semantic relation. The stronger the similarity, the closer
the meanings of the lexical units are. Unlike pattern-based
approaches, which are limited only to the words that co-
occur in a particular pattern, distributional-based
techniques can be used for any word pair. Because high
recall is an important desideratum in the work presented in
this paper, we have opted for the latter.

Many measures of semantic relatedness have been
proposed (cf. Ruge, 1992; Lin and Pantel, 2002; Weeds
and Weir, 2005). They all share the starting point, which
is the construction of a coincidence matrix of co-
occurrences of lexical units (rows) and their lexico-
syntactic contexts (columns) from a large corpus.



Their
following:

(1) how contexts are defined,

(2) how raw frequencies are normalized, and

(3) how the final value of the measure is calculated.

main differences between them are the

We have experimented with several different settings
reported in literature in our previous work (cf. Piasecki
and Broda, 2007; Broda and Piasecki, 2008), and are
using the best-performing settings in this work (see
Section 3.3).

Once lists of highly semantically related words have
been generated, they need to be attached to the most
appropriate positions in the existing semantic network.
Most known taxonomy induction methods utilize only the
existing hypernymy structure in incremental wordnet
expansion. Several machine-learning methods have been
used to induce a taxonomy from hypernym-hyponym
pairs, such as decision trees (Witschel, 2005) or k-nearest
neighbors (Widdows, 2003) for a limited set of domains
of concrete and frequent nouns. In their seminal paper,
Snow et al. (2006) propose a probabilistic wordnet-
expansion method based on a probabilistic model of the
taxonomy which reports promising results that however
were not reproduced successfully in a reimplementation of
their algorithm (see Piasecki et al., 2012a).

The approach used in this paper goes beyond the
related work in three respects. First, in our previous work
(Piasecki et al., 2012a), the wordnet hypernymy structure
is perceived as intrinsically interlinked to other wordnet
relations. Thus, we aim at utilizing all different types of
links in the expansion of Slovene wordnet as well.
Second, the algorithm is based on the assumption that the
relation extraction method produces some noise in the
results, so we cannot identify the exact place (synset) for a
new lemma as such but an area (a wordnet subgraph). And
last, contrary to a rich body of the related work, we do not
assume any shape of the lexical semantic network, but we
try to build it in a way that faithfully reflects the language
data.

3. Resources and tools used

3.1. Gigafida

The Gigafida corpus is a 1.15 billion word reference
corpus of Slovene and is as such currently the largest and
most extensive text collection of Slovene (Arhar Holdt et
al., 2012). It has been developed within the national
project Communication in Slovene (2007-2013) and
contains texts of various types and genres such as literary
texts, newspaper articles and Internet contents that were
published between 1995 and 2011. The corpus has been
split into paragraphs and sentences, tokenized, part-of-
speech tagged and lemmatized, so that is readily available
for use via a concordancer as well as for NLP
applications.

3.2. sloWNet

sloWNet is a concept-based semantic lexicon in which
nouns, verbs, adjectives and adverbs are grouped into sets
of synonyms (synsets) which are then organized into a
hierarchical network with lexical and semantic relations,
such as hyper- and hyponymy, antonymy, meronymy etc.

The concepts that synsets represent are defined with a
short gloss and usage examples while most synsets also
have a domain label and a mapping to the SUMO/MILO
ontology.

sloWNet is based on a Princeton WordNet that was
originally developed for the English language (Fellbaum,
1998). Slovene equivalents for synsets were obtained
automatically by leveraging existing bi- and multilingual
resources, such as a bilingual dictionary, a multilingual
parallel corpus and Wikipedia (see Fiser and Sagot, 2008).
Recently, a large-scale extension of sloWNet has been
achieved by training a maximum entropy classifier in
order to determine appropriate senses of translation
candidates extracted from heterogeneous bilingual
resources (see Sagot and Fiser, 2012a). In addition,
automatic detection of candidate outliers has been
performed within the framework of distributional
semantics by comparing the immediate neighborhood of
literals in sloWNet and their contexts in a reference corpus
(see Sagot and Fiser, 2012b) with the goal of eliminating
noise from the automatically generated resource.

The most recent version of sloWNet has 82,721
literals, which are organized into 42,919 synsets. Apart
from single words sloWNet contains many multi-word
expressions and proper names as well. Nouns are still by
far the most frequent, representing more than 70% of all
synsets. While 66% of all the literals in sloWNet are
monosemous, their average polysemy level is 2.07.

The methodology of sloWNet construction has three
important implications that we try to address in this work:

(1) The resource is based on a semantic network
originally produced for a foreign language, so it might be
biased towards the organization and distinction of senses
typical of English and therefore inadequately reflects the
semantic inventory of Slovene.

(2) Slovene equivalents for synsets were harvested
from several already available language resources of
limited coverage, which is why we were able to obtain
equivalents only for some synsets while the rest are still
empty, leaving gaps in the network.

(3) Due to automatic generation of synsets, word-
sense disambiguation was not perfect, resulting in noisy
synsets that have a negative impact on applications using
sloWNet, and should therefore be eliminated as far as
possible in the shortest possible time.

3.3. The SuperMatrix system for Distributional
Semantics

SuperMatrix is a system for semantics analysis of text,
especially aimed at supporting automatic acquisition of
lexical semantic relations from large corpora (Broda and
Piasecki, 2008). The main functionality of SuperMatrix is
related to the automated construction of Measures of
Semantic Relatedness (MSRs) on the basis of a corpus,
and testing them on the basis of a wordnet. An MSR is a
function that takes a pair of words and returns a value,
which describes how closely semantically related the two
words are. MSR construction follows a typical blueprint:
corpus preprocessing, co-occurrence matrix construction,
matrix filtering and transformation, and row similarity
computation.



Corpus preprocessing depends on the available
language tools. However, for morphologically rich
languages lemmatization is a minimal requirement for
obtaining a useful MSR. In addition, a corpus parsed by a
shallow parser or a dependency parser is a good basis for
the construction of a highly accurate MSR, i.e., an MSR
which assigns higher values for pairs of lemmas linked by
one of the lexico-semantic relations, e.g. synonymy,
hyper-/hyponymy, holo-/meronymy and other relations
described in wordnets.

Data collected from a corpus contain a lot of statistical
noise, e.g. very low frequencies, accidental co-
occurrences due to errors produced by language tools, thus
the stored data must be filtered and transformed before
they can be used for similarity calculations. In addition,
raw frequencies produce skewed results, which is why
several weighting algorithms have been implemented in
SuperMatrix. Our previous experiments show that the
Point-wise Mutual Information (PMI) measure (Lin and
Pantel, 2002) produces the best results. SuperMatrix can
also reduce dimensions of a matrix using, for example,
singular value decomposition. Finally, a vector similarity
measure is applied to the matrix in order to obtain a
ranked list of similar lemmas. SuperMatrix offers most
well-known similarity measures but it has been shown that
the simple cosine measure produces best results in most
cases.

The system also supports an automated evaluation of
the selected MSR wusing synonymy tests that are
automatically generated from wordnet, called Wordnet-
Based Synonymy Test (WBST). The test is described in
details in (Piasecki et al., 2009) but the procedure is quite
straightforward. Each test item consists of a question word
selected from the wordnet data, its synonym (the correct
answer) taken from the same synset (or its direct
hypernym in the case of singleton synsets including only
the question word) and & distractors (words taken form
other synsets). The task is to select the most related word
to the question word among the presented candidates
using only the MSR value. For example, for word svet
(council) one has to choose between gomolj (tuber),
izvirnost (originality), odbor (committee) — the correct
answer — and odobravanje (approval).

3.4. WordnetWeaver

WordnetWeaver is a tool that extends the wordnet
editing system called WordnetLoom (Piasecki et al,
2012b) with an automated wordnet expansion facility. It
utilizes the results of the Activation Area Attachment
Algorithm (AAAA) that generates suggested attachment
positions for new lemmas, not yet present in wordnet. A
suggested attachment is a synset to which a new lexical
unit for the given new lemma can be added as a synonym
or linked via a lexical or semantic relation, such as hypo-
or hypernymy. Moreover, as all automated methods for
the extraction of the lexico-semantic relations produce
some errors, attachment points in WordnetWeaver are
presented in the context of attachment areas — subgraphs
of the wordnet hypernymy graph such that each synset of
the selected subgraph express a strong enough semantic
relation to the new lemma according to AAAA.

WordnetWeaver then presents top-scored suggestion in
a visual, graph-based editor and enables their verification,
correction as well as free manual editing of the wordnet
structure. Contrary to other automated wordnet
construction methods mentioned in Section 2, the aim of
AAAA is to generate suggestions for lexicographers, who
make the final wordnet expansion decisions, not to expand
the wordnet fully automatically. Thus, AAAA is
intentionally set up for slight sense over-generation in
order to increase the coverage. The refinement of AAAA
that would allow fully automated wordnet expansion is
still an open research question.

The input to AAAA are sets of triples: <l/1, 12, w>,
where // s a new lemma and /2 a lemma already in
wordnet. They are linked with a lexico-semantic relation
according to a corpus-based relation extraction method,
and w is the weight assigned to the pair by the given
method. We refer to such a set of triples as a knowledge
source (KS). AAAA does not assume a probabilistic
interpretation of the weights and can work with any set of
knowledge sources of any types, produced by any method.
Each KS can also have an assigned weight, e.g. expressing
the KS accuracy obtained from manual inspection of a
sample.

Taking triples from the desired KSs, the AAAA
algorithm is composed of two steps. First, the semantic fit
between the input lemma // and each synset X in a
wordnet is calculated on the basis of the KSs and the
neighborhood of X. And then, connected subgraphs
(activation areas) of the lexical-semantic network are
identified, (for details see Piasecki et al., 2012a, Broda et
al., 2011).

AAAA has so far been successfully applied to the
development of the Polish wordnet (plWordNet) on a
practical scale (Piasecki et al., 2009). Also, an automated
evaluation of the AAAA performance on Princeton
WordNet (Fellbaum, 1998) has been performed (Broda et
al., 2011).

4. Experimental setup

The application of the AAAA algorithm to a new
language is limited only by the available language
resources and corpus processing tools. The minimum
requirements are: a large enough corpus and a means for
constructing an MSR from it. For morphologically rich
languages, Part-of-Speech tagging and lemmatization is
also very useful.

In this initial experiment on Slovene wordnet
extension with WordnetWeaver, we have limited our work
to the most frequent single-word nouns, i.e. nouns that
occurred at least 1,000 times in the Gigafida corpus. There
were 36,026 such nouns, 8,981 of which are already in
sloWNet. This was a pragmatic decision in order to
examine the first results as quickly as possible and make
any necessary changes for future large-scale experiments.
But the selected setting is not a limiting factor of the
algorithm as such as most of the methods developed for
Polish were aimed at low- frequency data (see Piasecki et
al., 2009). On the other hand, the results for very frequent
words should be better due to the statistical nature of
applied methods.



The corpus was PoS-tagged and lemmatized already. It
was then converted to a simple plain-text format. In
addition, sloWNet had to be converted to the plWordNet
XML format for use in WordnetWeaver. Apart from that,
no other changes were required, which is a great
advantage of the tools that were initially developed for
Polish because this means that they can be used with other
resources and for other languages with relatively little
effort.

4.1. Extracting related
words

The measure of semantic relatedness is the most
fundamental knowledge source for AAAA as it has good
coverage (i.e. it provides similarity values for every pair
of lemmas that are frequent enough in the corpus), and
facilitates the discovery of lexical-semantic relations
between words. In comparison to a KS that contains pairs
of semantically related lemmas extracted with manually
constructed patterns, which has a much higher precision
than MSR, the coverage of the pattern-based KS is much
lower as only a limited number of pairs can be found in
the corpus.

As work on dependency parsers for Slovene is still on-
going and we wanted to avoid additional manual work
required for pattern-based approaches in this preliminary
work, the MSR was constructed with a simple window-
based approach. That is, target lemmas are described by
all the other content lemmas (nouns, adjectives, verbs,
adverbs) co-occurring in a small text window (3 lemmas
before and after the target lemma), stopping at paragraph
boundaries.

Since there is no a piori best method for MSR
development and several are implemented in SuperMatrix,
we selected the best-performing one with WBSTs based
on the existing part of sloWNet. We generated questions
with three detractors and a correct answer. On the 20,308
generated questions we achieved the best results for PMI
weighting extended with the discounting factor and cosine
similarity function (Lin and Pantel, 2002). MSR chose the
correct answer in 72.37% of all the questions in WBST.

semantically

4.2. Attaching the words to sloWNet

The most straightforward adaptation of AAAA to
sloWNet  requires importing sloWNet to the
WordnetWeaver scheme and a preparation of knowledge
sources.

We have prepared two KSs based on MSR. The first
one is based on the similarity lists for lemmas. That is, for
each lemma /. we compute 20 most similar lemmas /,
using the above described MSR. This KS then takes the
form of pairs </, [, msr(x,y)>, where msr(x,y) is a value
of MSR between the two lemmas.

The other KS uses bi-directional similarity lists. It is a
subset of the above knowledge source with additional
filtering. For [ the pair </, [, msr(x,y)> is included only
if there is also a pair </,, I, msr(y,x)> among the 20 most
similar items for /..

4.3. Evaluation of the results

WordnetWeaver and AAAA were designed to help a
linguist in expanding an existing wordnet structure with
new lemmas. Thus, the evaluation of the algorithm’s
performance should focus on this practical aspect. In order

to gain a comprehensive insight into the performance of
the adopted approach, we perform the results both
automatically and manually.

4.3.1. Automatic evaluation

For automatic evaluation of the results, we follow the
evaluation methodology proposed by (Broda et al., 2011).
The idea of the evaluation is simple: first, we remove
some literals from the existing sloWNet structure; then we
run AAAA for those literals and see how close to the
original place in sloWNet (along hyper-/hyponymy paths)
the removed literals were re- attached by the AAAA.
Ideally, we would like to remove all occurrences of one
lemma in sloWNet at a time and then reattach it, in order
to alter sloWNet structure as little as possible, but this is
computationally very expensive. Thus, we remove a
package of 50 lemmas at a time. For evaluation purposes,
we randomly selected a sample of the 1,000 nouns
meeting the frequency threshold that was also set to 1,000
(see Section 3).

Several evaluation strategies are possible, each giving
a different perspective on the algorithm performance
(Broda et al., 2011). From the lexicographers’ point of
view, the algorithm performs well if there is at least one
correct suggestion that is relatively close to the proper
place in a wordnet structure, i.e., the closest path strategy.
For a given lemma, this method only checks the
attachment of the closest path to one of the lemma’s
original position in the wordnet. On the other hand, the
strongest supported strategy evaluates only the highest-
ranked suggestion provided by the wordnet expansion
algorithm. The last strategy we use evaluates all the
propositions returned by the algorithm.

Table 1 presents the results of the described evaluation
methodology for all three strategies. The acceptable
distance to the original place was set to 6 by the
lexicographers during the construction of plWordNet
(Piasecki et al., 2009). The distance is measured on the
hypo-/hypernymy and mero-/holonymy graphs with the
exception that we can only traverse one edge of mero-
/holonymy (as this relation can take us to completely
unrelated parts of the wordnet very quickly).

Dist. | Closest[%] | Best[%] | All]%]
0 15.0 5.9 3.7
1 19.7 13.9 4.6
2 19.0 13.9 6.0
3 11.7 8.2 4.9
4 8.1 9.0 5.3
5 5.5 6.4 6.8
6 0.2 0.7 0.8
p) 79.2 57.9 32.2

Table 1: Results of the automatic evaluation procedure for
sloWNet expansion.

The achieved results are significantly lower than for
Polish (Broda et al., 2011), which was expected as we
have employed much simpler and less precise, window-
based MSR, and we did not used additional, pattern-based
KSs. On the other hand, the results are encouraging as for
almost 80% of the words the algorithm suggested at least
one correct place for attachment. Also, the correct
attachment places are mostly close to the original place in



the wordnet structure (i.e., the results are shifted towards
closer distances than 6). AAAA provided a suggestion for
94% of words from the random sample and found 29.6%
of word senses for each word on average.

4.3.2. Manual evaluation

For a more qualitative insight into the results, we also
performed a manual evaluation on 100 random lemmas
included in the automatic evaluation. In manual
evaluation, 5 highest-ranking attachment suggestions were
checked for each lemma, amounting to 500 candidate-
attachment pairs.

The evaluated lemmas were first categorized into
monosemous or polysemous. Based on the attachment
suggestions for polysemous lemmas, we checked whether
our algorithm was able to detect only one of its senses or
more. Next, we tried to label each attachment suggestion
with one of the 10 lexico-semantic relations: synonymy,
hypernymy,  hyponymy, holonymy, meronymy, co-
hyponymy, co-meronymy, antonymy, close, vague, or no
relation. The no relation label is intended for clear errors
of the algorithm. The close label is used for cases where
the candidate-attachment pair is clearly semantically
related but the relation type is not found in the current
version of sloWNet (e.g. Occupation-Place such as posta-
postar  [post-postman], Activity-Occupation such as
ulenje-ulitelj [teaching-teacher]). The vague label, on the
other hand, is used for cases where the candidate-
attachment pair is in a more loose associative relation that
will probably not be encoded in wordnet (e.g. same
semantic field such as politika-debata [politics-debate]).

Overall, the results of manual evaluation are very
encouraging as no cases were found where all the
attachment suggestions for a lemma would be completely
unrelated. What is more, only 1 out of 100 lemma
received no better attachment suggestion than a vague
association, and an additional 1 got at best a closely
related one. On the other hand, as many as 38 lemmas had
no erroneous attachment suggestions, which means that
the lexicographers who are responsible for selecting the
best attachment candidates will be presented with very
little noise that would slow down their work.

Category Freq. %
synonym 22 4.40%
hypernym 74 14.80%
hyponym 9 1.80%
holonym 9 1.80%
meronym 12 2.40%
antonym 1 0.20%
co-hyponym 40 8.00%
co-meronym 2 0.40%
closely related 171 34.20%
vaguely related 50 10.00%
unrelated 110 22.00%
total 500 100.00%

Table 2: Frequency counts of association candidates per
relation type.

As Table 2 shows, almost 34% of the suggested
association candidates can easily be labeled with one of
the standard lexico-semantic relation types from wordnet.
By far the most frequent one is the hypernymy relation
that was selected in almost 15% of the cases. There were
quite a lot of co-hyponymy (8%) and synonymy (4%)
attachments as well while the rest of the relations were
much more rare. A further 34% of the suggestions were
very closely related to the lemmas, 10% were loosely
associated to them while 22% of the association
candidates were not related at all to the lemmas they were
assigned to.

When analyzing the semantic nature of the randomly
selected lemmas in the evaluation sample, we observe that
62% of them are monosemous and 38% polysemous. This
is very similar to the polysemy level of nouns in the latest
version of sloWNet, where 66% of the literals are
monosemous. A single sense prevailed for 58% of the
otherwise polysemous lemmas in the evaluation sample,
while association candidates refer to different senses in
42% of the cases. This is a well-known phenomenon of
distributional semantics where a Zipfian distribution of
senses in the corpus causes skewed context vectors of
polysemous words, which are thus heavily biased towards
the most frequent sense in the corpus.

Table 3 shows frequency counts of semantic categories
that appeared at least once among the association
suggestions per lemma. Because we counted all the
relation types that were suggested for each lemma, and a
single lemma could have suggestions belonging to a single
category or up to five different categories, the total count
is more than 100. Hypernymy and co-hyponymy are still
the most frequent in this setting, suggested for 60% and
28% of the lemmas, respectively. Both are more
frequently suggested for monosemous nouns, while
polysemous ones have more suggestions for synonyms,
hyponyms, holonyms, meronyms and co-meronyms.
Polysemous nouns contain a slightly higher number of
erroneous attachment candidates and a much higher
number of vaguely and closely related suggestions than
polysemous ones. Interestingly, the polysemous nouns for
which only one sense was detected by the algorithm,
contain the least noise and vague association candidates.

Cat. | Mono. Poly. )y
1 sense |>1sense| X
detected | detected |poly
62 22 16/ 38| 100
syn 11 5 3] 8| 19
hyper 40 13 7 20| 60
hypo 3 1 2l 3] 6
holo 4 2 3l 51 9
mero 4 5 2| 7] 11
anto 1 0 0 O 1
co-hypo 19 6 3] 9] 28
co-mero 1 1 0 1 2
close 51 16 2| 18] 69
vague 22 4 51 9] 31
error 37 11 10| 21| 58

Table 3: Frequency counts of lemmas with at least 1
association suggestion per category.





